
0 引言

随着环境、能源问题的日益突出，电动汽车 EV
（Electric Vehicle）受到了各国政府的重视，电动汽
车的大规模使用可以大量减少温室气体的排放，促
进能源结构的调整［1鄄2］。 文献［3鄄4］讨论了大量电动汽
车负荷的接入对电网产生的影响，如大量电动汽车
在负荷高峰期间充电，将加剧电网负荷的峰谷差从
而增加调峰的难度，在配电网中会造成局部过负荷
从而加重配电网的负担等，将对电网的安全、调度和
经济运行产生不利影响。 所以需要较精确的电动汽
车负荷预测作为依据，进行电动汽车的有序充电控
制，参与电力系统的调峰甚至调频。

根据使用能源和动力驱动系统的不同，电动汽
车可以分为纯电动汽车 PEV（Pure Electric Vehicles）、
插电式混合动力汽车 PHEV（Plug鄄in Hybrid Elec鄄
tric Vehicles）及燃料电池电动汽车。 其中，纯电动汽
车完全靠电能驱动；由于受电池容量限制，尚未大规
模普及，但已成为中国电动汽车产业发展的重点，且
通过科研和试点取得了一定的成绩。 目前，在国内已
有一些一定规模的纯电动公交车和出租车的试点。
北京在奥运会后逐步增加了电动公交汽车的数量，
采用换电方式，公交站也作为充换电站。 目前的运行
已经有了一定的规模，充电站的负荷也初步体现出
了统计特征，在此背景下，开展充电站的负荷预测，
为后续电动汽车有序充电管理系统提供有力支撑。

本文研究对象是公交汽车充电站日负荷预测方
法。 由于试点较少，国内外对纯电动汽车充电站负荷

预测研究的文献不多［5鄄6］。 文献［5］提出了模糊聚类和
BP 神经网络相结合的方法预测换电站的短期负荷。
文献［6］采用蒙特卡洛的方法预测电动汽车充电负
荷的时空分布特性。 本文为预测充电站的日充电负
荷曲线，借鉴了电力系统日负荷预测的方法。 目前，
电力系统日负荷预测方法主要分为 2 种：基于历史负
荷数据的传统经典方法和基于历史负荷数据及其影
响因素的机器学习方法。 为了在预测模型中能更好
地结合各种因素影响，提高预测精度，基于人工智能
技术的神经网络预测模型和模糊预测模型得到了广
泛的应用［7鄄9］。 神经网络等机器学习方法是基于最小
化经验风险的机器学习方法，但是在实际应用中，样
本的数量总是有限的，此时经验风险最小并不意味
着期望风险最小，如神经网络的“过学习”问题，在某
些情况下，训练误差过小会导致推广能力的下降，即
泛化能力变差。 由 Vapnik 等人提出的基于结构风险
最小化原理（SRM）的支持向量机 SVM（Support Vec鄄
tor Machine）算法，以有限的样本信息在模型的复杂
性和学习能力之间寻求最佳折中，以获得最佳的泛
化能力。

由于 SVM 的参数对其性能影响很大，所以 SVM
用于预测的研究主要集中于预测模型参数的选择，
目前确定参数的方法主要有 ２ 种，一种是经验或实
验法选取［10鄄12］，另一种是使用遗传算法（GA）［13鄄14］、粒
子群优化（PSO）算法 ［15］、微分进化 ［16］等优化算法确
定。 文献［10］的参数分析表明核参数 p 和正则化参
数 C 对 SVM 的性能影响较大，当 p 和 C 固定于某一
合适值时，SVM 性能对不敏感损失参数 ε 不敏感。
本文采用两阶段确定参数的方法：第一阶段对参数
ε 取定值；第二阶段采用 GA 对 p 和 C 寻优。

本文对北京市某电动公交车站的充电负荷特性
进行了分析，确定了影响电动公交车充电负荷的主要
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因素，并根据这些因素，通过计算灰色关联度选取相
似日建立小样本作为 SVM 模型的输入数据；介绍了
SVM 模型的回归算法、确定 SVM 预测模型的 3 个参
数的方法和整个预测流程；使用公交换电站的充电
负荷数据对本文的方法进行了验证。

1 纯电动汽车负荷特性分析

电动汽车的类型目前主要分为公交车、出租车、
公共事业车、微型车和私人乘用车。 电池的更换方式
有整车充电和更换电池 2 种。 充放电方式有单向无
序充电、单向有序充电和双向有序充放电 3 种。 电动
汽车充电负荷的形成是由用户的行为引发，在充电
设施处产生，因此充电负荷的分布具有时空特性，必
须明确汽车在特定地点、特定时间的充电行为。 影响
电动汽车充电负荷的主要因素包括：用户的行为特性、
电动汽车电池的充放电特性、电动汽车充电方式和
电动汽车规模等。 作为电动汽车充电负荷的触发侧，
用户的行为特性对于确定电动汽车充电负荷至关重
要。 用户的行为特性包含电动汽车的类型、行驶里
程、接入电网的时间、离开电网的时间、停放的场所
等。 天气情况、温度、节假日等外在因素也会影响用
户的行为特性。
1.1 电动公交车充电站负荷特性分析

本文采集了北京某公交车充电站 2012 年 7、8、
9 月的充电负荷数据，公交车规模 30 辆左右，目前，
9 kW 充电桩有 240 个，75 kW 应急充电桩 4 个，充
电方式为单向无序换电充电。

图 1 是该充电站 2012 年 7 月 6 日、7 月 7 日和
7 月 8 日的日充电负荷曲线图。 从该日负荷曲线可
以看出，负荷峰值出现在 13:00— 14:00 和 17:00—
18:00，所有充电在 23:00 之前基本完成，此时开始没
有负荷，一直持续到次日 09:00 左右。

通过对 7、8、9 月的充电负荷曲线（见图 2）的观
察，可以看出它们的变化趋势具有一定的相似性，表
明了选取相似日进行负荷预测的可行性。

图 3 是 2012 年 7 月该充电站充电功率日最大
峰谷差直方图。 其中，最大峰谷差为 1.065 MW，最小
峰谷差为 0.64 MW。 峰谷差围绕 0.8 MW 上下波动，
并且波动幅度较明显。 图 4 是 7 月 6 日每 5 min 的
短时波动量曲线。 从图 4 中可以看出，在有充电负荷

期间，短时波动量较大，最大值为 37 kW，最小波动
量接近为 0，最小波动量和最大波动量之间的差值比
较大。 充电站充电负荷的短时波动较为明显。
1.2 影响因素分析

电动公交车充电站的充电负荷是由电池充电产
生，影响电池消耗速度的因素有很多，公交车所用电
池型号一致，所以这里不考虑电池本身的特性。 由于
公交车行驶线路的固定，影响电池消耗的速度主要
与当时的车速有关，而车速又与当时的车流量有关。
文献［17］中叙述了影响车流量的因素，如温度、天气
情况（晴、下雨等）等。 结合现有数据，本文着重分析
温度、日类型、天气情况、充电开始时间及充电结束
时间对公交充电站充电负荷的影响。

图 5 是 7 月 1 日至 9 月 30 日的日最高温度（归
一化值）和日平均负荷的散点图，为了证明日最高温
度和日平均负荷之间的相关性，本文采用计算线性相
关系数的方法衡量 2 个随机变量间的相关程度。 计
算公式如下：
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图 1 电动公交车充电站日负荷曲线
Fig.1 Daily load curves of electric bus charging station
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其中，r 为相关系数；Xi、Yi 分别为第 i 日的最高温度

和日平均负荷；X軍、Y軍 分别为历史日最高温度和日平
均负荷的平均值；N 为历史日天数。 当 r >0.8 时，认
为最高温度和日平均负荷有强相关性。

通过计算，日最高温度和日平均负荷的相关系数
为 0.800 2，表明最高温度和日平均负荷之间存在强
相关关系。 夏天当温度升高时，充电负荷也增加，其
原因是天气炎热、公交车开空调，加快了电能的消
耗，最终导致充电负荷的增加。

日类型和天气情况会影响用户的行为特性，进
而影响充电站的充电负荷。 由表 1 可以看出日类型
对充电站负荷的影响不显著，这是由于公交车在工
作日和非工作日的调度安排差别不大。 但是，今后若
调度安排改变，对于不同日类型，公交车的出行规律
也不同，进而影响充电站的充电负荷曲线。 为了使本
文的模型更具泛用性，因此本文考虑日类型的影响。
由表 2 可以看出下雨和无雨对充电站充电负荷有一
定的影响。 雨天的充电站充电负荷小于无雨天。 此
外，由图 1 可以看出充电站充电开始时间、充电结束
时间不同，日负荷曲线白天从零开始上升、夜里下降
为零的时刻也不相同，但是对于预测日，充电开始时
间和充电结束时间无法得知。 所以本文考虑的因素
有最高温度、日类型和天气情况。

本文以最高温度的归一化值和日类型、天气情

况的映射值作为特征量选取相似日。 归一化公式如
式（2）所示，日类型和天气情况的映射值分别如表
3、4 所示。

x= x′
x′max

（2）

其中，x′为某一天的最高温度；x′max 为 7、8、9 月中最
高温度；x 为归一化后的值。

1.3 基于灰色关联度的样本筛选
通过选取相似日的方法，可以提高预测精度，也

可以降低 SVM 样本训练时间。 传统选取相似日的方
法是基于人工经验的选取，常常会引入不良样本，增
大预测误差。目前选取相似日的方法有证据理论［12］、
聚类分析［18］、趋势相似度法［19］、灰色关联法［20］等。 本
文采用计算灰色关联度的方法选取相似日。

采用灰色关联度分析方法选取相似日，本文计入
的因素为最高温度、日类型和天气情况，使得训练样
本和预测日之间在气象特征上具有较高相似性，可
以提高预测精度。 计算历史日 n 天的因素序列 Xm=
（xm（1），…，xm（t））与待预测日的因素序列 Ｘ０=（x0（1），
…，x0（t））之间的相关度。 其中，m=1，2，…，n；t 是计
入因素个数。

首先求取待预测日因素序列与历史日因素序列
的差序列矩阵 Δ=［Δ10，…，Δm0，…，Δn0］′，其中 Δm0=
（ xm（1）-x0（1） ，…， xm（t）-x0（t） ），再求取两级最
大差和最小差：

Δmin=minmin（Δ）
Δmax=maxmax（Δ）

最后计算 X０ 对 Xm 的灰色关联度：

r（X0，Xm）= 1
t 鄱

k＝1

t Δmin+ρΔmax

Δm0（k）+ρΔmax

其中，Δm0（k）= xm（k）-x0（k） ；ρ 为分辨系数，取 0.5。

日类型 3 个月日最大
负荷均值 ／MW

3 个月日平均
负荷均值 ／MW

星期一 0.79984 0.24748
星期二 0.81065 0.23531
星期三 0.83051 0.24416
星期四 0.76187 0.23619
星期五 0.80256 0.23853
星期六 0.81314 0.23628
星期日 0.77549 0.23624

表 1 不同日类型负荷分析
Table 1 Load analysis for different day types

天气情况 3 个月日最大
负荷均值 ／MW

3 个月日平均
负荷均值 ／MW

有雨 0.76483 0.22857
无雨 0.80369 0.24296

表 2 不同天气情况负荷分析
Table 2 Load analysis for different weathers

日类型 映射值

星期一 0.1
星期二、三、四 0.2

星期五 0.3
星期六 0.7
星期日 1.0

表 3 日类型映射值
Table 3 Mapping value for different day types

天气情况 映射值

晴 0.1
多云 0.2
阴 0.3

小雨 ／小雪 0.7
中雨 ／中雪

大雨 ／大雪 ／极端天气
1.0
1.5

表 4 天气情况映射值
Table 4 Mapping value for different weathers
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2 SVM 回归模型及参数选择

2.1 SVM 回归算法
SVM 回归算法目前主要使用的是 v鄄SVM、ε鄄

SVM 和 LS鄄SVR 等算法。 本文采用 ε鄄SVM 算法。
对于非线性负荷，通过非线性映射  将每个样

本点映射到高维空间，在高维空间中作线性回归。 样
本点如下：

G｛（xi，yi）｝l
i=1 （3）

其中，xi 和 yi 分别为输入和输出量，其中 xi 为包括最
高温度归一化值、日类型，天气情况映射值和相似日
负荷值的向量，yi 为真实值；l 为样本点个数。

则非线性负荷的预测模型为：
f（x）=wT（x）+b wRn （4）

其中，f（x）为模型输出的预测值；w 为权向量；b 为
偏置。

根据 Vapnik 的最小化结构风险原则，其结构风
险定义为：

Rreg（ f ）= 1
2 ‖w‖2+C 1

l 鄱
i＝1

l
ei （5）

其中， 1
2 ‖w‖2 是正则化部分，反映的是函数 f（x）的泛

化能力；C 是正则化系数，决定正则化部分和经验风

险之间的平衡；ei= f（xi）－ yi，C 1
l 鄱

i＝1

l
ei 是经验风险，由

ε 不敏感损失函数来度量，如式（６）所示。

ei=
0 yi- f（xi） ≤ε
yi- f（xi）-ε � yi- f（xi） >$ ε

（6）

因此，ε鄄SVR 的目标函数为：

min 1
2 ‖w‖2+C 1

l 鄱
i＝1

l
（ξi+ξ*i）

s.t. yi-w（xi）-b≤ε+ξi ξi≥0
w（xi）+b-yi≤ε+ξ*i ξ*i≥0 （7）

其中，ξi、ξ*i 为松弛变量。 为求解该问题，引入拉格朗
日乘子和核函数，根据对偶理论，把该问题变为：

max - 1
2 鄱

i＝1

l
鄱
j＝1

l
（α*

i-αi）（α*
j-αj）K（xi，xj）-

ε鄱
i＝1

l
（α*

i+αi）+鄱
i＝1

l
yi（α*

i-αi）

s.t. 鄱
i＝1

l
（α*

i-αi）=0 0≤α*
i，αi≤C ／ l （8）

解得：
f（x）=鄱

nＳＶ

（α*
i-αi）K（xi，x）+b （9）

其中，nSV 为支持向量的个数。 由式（9）可以看出，只
要知道核函数的形式即可进行预测，而不需要知道
映射函数 （x）和高维空间 Rn。 由于目前尚无理论指
导选取核函数，常用的核函数有线性函数、多项式函
数、径向基函数、多层感知器函数，因此，本文使用的
是径向基核函数，如下式所示：

K（xi，x）=exp［-‖xi-x‖2 ／ （2p2）］ （10）

由式（8）可知，ε鄄SVR 模型需要选择正则化系数
C、参数 ε 和核参数 p。
2.2 参数自适应

以 9 月 1 日至 9 月 7 日的相似日作为训练样
本，以 9 月 8 日为测试样本，则当 p 在 0.001~1 范围
内以步长 0.05 变化、C 在 0.1~40 范围内以步长为 2
变化、ε 在 0.001~0.01 范围内以步长为 0.001 变化
时，试验 1 结果如表 5 所示。 当 C 和 p 在上述范围内
变化、ε=0.001 时，试验 2 结果如图 6 所示。 采用均
方根误差（RMSE）进行评价：

RMSE= 1
max yi

1
T 鄱

i＝1

�T
（yi- y赞 i）2姨

其中，Ｔ＝１，２，…，９６ 为日负荷预测总点数。

试验 1 的 RMSE 均处于 0.07~0.11 之间，从表 5
可以看出，平均 RMSE 均处于 0.082~0.083 之间 ，
RMSE 变化较稳定。 从图 6 中可以看出，当 ε=0.001、
C 和 p 在上述范围内变化时 ，RMSE 都处于 0.07~
0.11 之间，变化不大，较稳定。 可见参数 ε 对模型性
能的影响不显著。 因此，本文对 ε 取定值，由于参数
ε 在 ε鄄SVR 模型中控制着支持向量的稀疏性，ε 越
大，支持向量的个数就越少，当大于某一值时，就会
出现“欠学习”现象，增大预测误差。 本文令 ε=0.001。

试验发现选取不合适的 C 和 p，会对 SVR 的性
能产生较大影响。 所以本文使用 GA 确定参数 C 和
p。 GA 不依赖于初始种群，通过复制、交叉和变异作
用，具有较好的全局优化特性。 步骤如下：

a. 随机产生初始种群，个体数目取 20，根据实
际数据，分别从（0.1，40）和（0.001，1）范围内随机选
取 C 和 p 的值；

b. 计算适应度，适应度函数为结构风险倒数，即

1 ／Rreg（ f ）=1 ／
1
2 ‖w‖2+C 1

l 鄱
nSV

f（xi）-yi-εε +；
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图 6 RMSE 随 p 和 C 的变化值
Fig.6 RMSE varying along with p and C
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ε 平均 ＲＭＳＥ ε 平均 ＲＭＳＥ
0.001 0.0820 0.006 0.0828
0.002 0.0821 0.007 0.0830
0.003 0.0822 0.008 0.0828
0.004 0.0823 0.009 0.0828
0.005 0.0824 0.01０ 0.0830

表 5 随 ε 变化的平均 RMSE 值
Table 5 Average RMSE for different ε values



c. 选择轮盘赌策略，适应度高的个体被选中遗
传到下一代的概率高，适应度低的个体可能被淘汰，
然后对下一代的个体进行交叉和变异操作；

d. 由新一代的种群返回步骤 b，经过一定数量
的迭代后，就会得到最优的 C 和 p，即所选的 C 和 p
使得结构风险最小。

表 6 选取了 3 组训练样本进行收敛性分析（训
练样本的形成见算例验证部分），每组数据重复上述
4 个步骤 300 次，记录下每次最终的适应度作统计，
如数据 1，除去一些明显的异值，剩下的数据的个数
占总的数据个数的 93%，其均值为 1.939 2，方差为
0.00072。 由表 6 可知，GA 具有较好的收敛性。

2.3 预测流程
预测流程如下：
a. 采用五点滑动平均［21］的方法对充电负荷数据

进行预处理，然后再对负荷数据、影响因素数据进行
归一化；

b. 采用计算灰色关联度的方法选取关联度最大
的 3 天为待预测日的相似日，相似日的负荷数据和因
素数据共同构成训练样本和测试样本，作为 ε鄄SVR 模
型的输入；

c. 使用 ＧＡ 选取最佳正则化参数 C 和核参数 p；
d. 利用 ε鄄SVR 模型进行电动汽车充电站的日

充电负荷预测。
具体流程图如图 7 所示。

3 算例验证

对北京市某公交换电站进行 96 点的日充电负
荷预测，以 2012 年 7 月 1 日至 8 月 31 日的充电负荷
数据为历史数据，以 9月 1日至 9月 7日为训练样本，
9 月 8 日为测试样本，再以 7 月 2 日至 9 月 1 日为历
史数据，9 月 2 日至 9 月 8 日为训练样本，9 月 9 日
为测试样本，依此类推，将最新的信息放入模型中。
采用 RMSE 进行评价，所得的预测结果如表 7 所示。

从表 7 可以看到，使用标准 SVM 得到的预测误
差，最大为 17.87%，最小为 7.87%，平均为 12.37%，
采用本文的方法，得到的预测误差最大为 15.61%，
最小为 6.95%，平均为 10.85%，基本满足预测要求。
相比于标准 SVM 得到的预测结果，本文方法的精度
提高了 1.52%。

当 C 在 0.1~40 之间 、p 在 0.001~1 之间 、ε 在
0.001~0.01 之间时，使用 GA 对以上 3 个参数寻优时，
得到的预测误差最大为 16%，最小为 7.04%，平均值
为 10.93%，由表 7 可以看出预测结果和本文提出的
方法接近。

当 C 在 0.1~40 之间 、p 在 0.001~1 之间 、ε 在
0.001~0.1之间时，使用 GA 对以上 3个参数寻优时，得
到的预测误差最大为 16.42%，最小为 7.85%，平均

表 7 预测结果
Table 7 Results of forecasting

温度

相似日特征向量

日类型

天气情况

灰色关联选取相似日 负荷数据预处理

构建训练样本和测试样本

SVM 模型
参数 ε=0.001

设置初始种群

计算适应度

达到
最大进化
代数？

选择、交叉、
变异

Y

N

最优正则化参数
C 和核参数 p

SVM 模型
预测

图 7 充电负荷预测流程图
Fig.7 Flowchart of charging load forecasting

表 6 收敛性分析
Table 6 Convergence analysis

训练样本 适应度均值 适应度方差 占百分比 ／%
数据 1 1.9392 0.00072 93
数据 2 2.1374 0.00079 94
数据 3 1.7295 0.00071 94
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6.95 7.04 9.60 20.12 18.29
14.45 14.30 14.12 13.70 9.75
11.16 11.14 12.58 20.80 12.73
7.58 7.92 8.72 14.47 12.24

11.83 12.29 13.33 14.53 12.66
13.00 13.79 14.80 14.59 10.52
12.39 11.23 11.69 20.08 11.63
11.92 11.52 12.11 12.03 8.44
7.22 7.55 9.67 13.34 11.16
7.36 7.42 7.85 11.67 6.41

12.27 12.16 13.15 17.32 12.63
10.75 10.74 10.79 12.28 12.12
13.50 13.40 13.74 14.56 11.17
12.55 12.35 12.39 13.48 9.86
8.31 7.20 8.45 14.38 12.58
7.23 8.34 8.65 18.13 13.97

11.22 12.40 13.34 26.12 16.87
11.26 10.78 14.29 15.20 13.12
10.68 10.85 10.54 10.04 9.88
10.26 10.36 11.30 19.03 20.36
15.61 16.00 16.42 23.14 12.75
12.13 12.57 13.08 15.28 13.07
9.86 9.98 15.13 15.26 12.58

10.85 10.93 11.99 16.00 12.27

日期

09-08 12.02
09-09 13.28
09-10 11.28
09-11 9.34
09-12 13.05
09-13 13.82
09-14 13.26
09-15 12.08
09-16 9.26
09-17 7.87
09-18 14.45
09-19 11.04
09-20 13.65
09-21 12.67
09-22 8.50
09-23 8.65
09-24 13.64
09-25 17.87
09-26 11.13
09-27 11.23
09-28 16.67
09-29 13.39
09-30 16.28
平均值 12.37

改进
ＳＶＭ

遗传算法
（ε ［０.００１，

０.01］）

遗传算法
（ε ［０.００１，

０.1］）
ARMＡ 一元线

性回归

RMSE ／ ％

标准
ＳＶＭ



误差为 11.99%。 由表 7 可以看出当参数 ε 选取的
寻优范围不合理时，会降低预测的精度。

表 7 的最后 2 列是采用传统的 ARMA 和一元
线性回归方法得到的预测结果。 由于充电站充电负
荷的波动性较大，使得 ARMA 和一元线性回归的预
测误差较大。 在这 23 天中，ARMA 的 RMSE 最大为
26.12%，最小为 10.04%，平均值为 16%，波动范围
为 16.1%；一元线性回归的 RMSE 最大为 20.36%，
最小为 6.41%，平均值为 12.27%，波动范围为 13.95%；
而本文的改进 SVM 方法的 RMSE 最大为 15.61%，
最小为 6.95%，平均值为 10.85%，波动范围为 8.66%；
可见本文的方法具有较好的预测精度和稳定性。

图 8 为采用本文方法预测的 9 月 8 日和 9 月
28 日的充电站充电负荷曲线图。 9 月 8 日的预测误
差最小，RMSE 为 6.95%；9 月 28 日的预测误差最
大，RMSE 为 15.61%。

4 结论

a. 本文结合现有数据，分析了影响充电站公交
车充电负荷的主要因素。 对原始数据进行了预处
理，减少了坏数据对预测结果的影响，并采用灰色关
联方法选取相似日，增加了数据的相关性，采用基于
结构风险最小的 SVM 方法进行建模，具有全局最优
的优点和更好的泛化性能。 通过实例表明了公交车
充电站的日负荷预测精度平均可达 10.85%，预测时
间在 5 min 之内，能基本满足电动汽车充电有序控制
的要求。

b. 对于 SVM 模型，本文采用了两阶段确定模型
参数的方法，与标准的 SVM 模型相比，预测精度提
高了 1.52%；当学习参数 ε 的选取范围较大时，改进
方法的预测精度与 3 个参数同时寻优的方法相比，
提高了 1.14%。 同时与传统的 ARMA 和一元线性回

归方法相比，采用本文的方法具有较好的预测精度
和稳定性。

c. 目前公交电动车数量不多，公交电动充换电
站的充电负荷数据的统计特性不明显，预测误差较
大。 随着国家对电动汽车的推广，充换电站的充电
负荷数据的统计特性会越来越明显，未来本文方法
的预测精度将会进一步提高，为电动汽车的有序控
制提供强有力的支撑。
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图 8 电动公交车充电站日负荷预测误差最小 ／最大日图
Fig.8 Actual and forecast daily load curves of electric

bus charging station for minimum and maximum
forecasting error days
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Daily load forecasting based on SVM for electric bus charging station
LIU Wenxia，XU Xiaobo，ZHOU Xi

（North China Electric Power University，Beijing 102206，China）
Abstract： The method of daily electric vehicles load forecasting based on the similar days by the SVM
（Support Vector Machine） is discussed. The charging load data of electric bus charging stations in Beijing
are researched and their characteristics are analyzed. The correlation analysis is applied to extract their
influencing factors and the gray relational analysis is applied to establish the small sample of similar days，
based on which a multi鄄input single鄄output SVM forecasting model is built. Two steps are proposed to
determine the model parameters：the insensitive loss parameter ε is directly set in the first step，while the
optimal kernel parameter p and the regularization parameter C are determined by the genetic algorithm to
improve the forecast accuracy when the selection range of ε is larger. Results of case test show that，the
RMSE（Root Mean Square Error） of daily load forecast is 10.85%，basically meeting the requirement of coor鄄
dinated control. Compared with other forecasting methods，the proposed method has better accuracy and
stability.
Key words： electric vehicles； electric load forecasting； support vector machines； parameter selection；
charging； correlation theory； similar days
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