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0 引言

随着传统化石能源的逐渐减少和环境问题的日
益严峻，可再生能源越来越受到人们的重视，风能因
具有清洁无污染、可循环利用的特点而成为关注的
焦点。 但是自然风又存在一定的随机性与波动性，
当风电大规模接入电网时，一旦发生较大的功率波
动，将会影响电网的供需平衡与安全稳定运行。 而
对风电功率影响最大、最直接的就是风速的变化，因
此准确预测风速对制定合理的发电计划、合理安排
系统备用以及提高风电在电网的比重具有战略和实
际意义［１］。

至今为止，众多的研究者对风速预测的方法展
开了长期的研究与探索，并形成了以时间序列法为
代表的传统预测方法［2］和以人工神经网络为代表的
人工智能方法［3］。 与此同时，支持向量机等新的机器
学习算法也得到了越来越广泛的应用 ［4］。 然而上
述方法一方面受制于自身的固有缺陷，需具体情况
具体分析，预测效果的鲁棒性较差；另一方面只能得
到点预测结果。 而随着风电并网规模的日益扩大，
自然风的随机、波动性将不可忽略，点预测结果必然
无法表征实际风电中潜在的随机性，从而使决策工
作面临一定的风险。 鉴于此，若能在给出确定性点

预测结果的同时描绘出风速波动的区间，将有利于
决策者更合理地安排系统备用，也更符合坚强智能
电网的特点和电力市场的发展需求。

与确定性点预测的方法相比，目前区间预测仍
处于起步阶段。 文献［5 鄄6］采用 Bootstrap 重抽样法
构造样本，需要大量处理数据，耗时较长；文献［7］通
过利用概率密度预测和分位数回归预测 2 种方法对
风电功率进行不确定性预测，取得了较高的预测精
度和丰富的概率信息，但需要预先确定回归模型和
分位点，模型计算量偏大；文献［8 鄄9］均采用了区间
构造的办法，其中文献［8］提出了以极限学习机 ELM
（Extreme Learning Machine）的点预测为基础，构造
比例系数从而获得短期负荷的区间方法，文献［9］以
集对的形式描述风速的预测区间，但是其系数的求
解都比较繁琐；文献［10 鄄13］均基于贝叶斯理论的概
率预测方法，可直接得出预测量的期望值及其分布
特性，从而描述结果的区间特性，总体效果较理想，
但是部分区域存在区间宽度较宽的问题。

针对上述研究现状，本文在概率预测方法的框
架下提出一种基于变分模态分解 VMD（Variational
Mode Decomposition）和蝙蝠算法-相关向量机 BA鄄
RVM（Bat Algorithm鄄Relevance Vector Machine）的
短期风速区间预测模型。 首先，相关向量机 RVM
（Relevance Vector Machine）［14鄄15］结合了马尔科夫性
质、贝叶斯原理、自动相关决定先验和最大似然等理
论，不仅具有模型稀疏性高、核函数限制少、泛化能
力强的优点，而且在贝叶斯理论和统计学习理论的框
架下，可获得具有概率性的预测结果；其次，VMD［16］

将原始风速序列分解为多个子序列，可降低原始数
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据的复杂度，且样本熵 SE（Sample Entropy）［17］算法
对子序列的整理可促使其更有典型特征；再者，蝙蝠
算法 BA（Bat Algorithm）［18鄄19］对 RVM 的参数优化可
进一步提高模型的预测精度，缩小区间范围。 运用
本文模型对风电场的实测风速序列进行提前 1 h 的
短期风速区间预测，并采用多种评价指标［8，20］对本文
模型与改进前的模型进行对比分析与效果评估，结
果表明本文模型具有较高的预测精度与较窄的区
间宽度，具有较高的研究意义和工程实用价值。

1 数据预处理

1.1 VMD
考虑风速的随机性，直接对原始风速序列进行

预测的误差较大。 目前主要采用的方法是通过对原
始数据的分解，降低数据复杂度以提高预测精度，其
中比较典型的方法有小波分析、集合经验模态分解
EEMD（Ensemble Empirical Mode Decomposition）、局
域均值分解 LMD（Local Mean Decomposition）［21鄄23］等。
相比 EEMD、LMD 的递归筛选模式，VMD 将信号分
解转化非递归、VMD 模式，具有坚实的理论基础。
VMD 具有更好的噪声鲁棒性，且通过收敛条件的合
理控制，其分量个数也远小于 EEMD和 LMD；在模态
分离方面，VMD 可将频率相近的 2 个纯谐波信号成
功分离，文献［16］将该方法应用于轴承的故障诊断，
取得了很好的效果。 鉴于 VMD 的以上优点，本文采
用 VMD 进行风速序列的分解。
1.1.1 VMD 算法原理

VMD 是一种新的信号分解估计方法，其整体框
架是变分问题［24］。 其中假设每个模态是具有不同中
心频率的有限带宽，目标是使每个模态的估计带宽
之和最小。 该算法可分为变分问题的构造和求解，
具体描述如下。

（1）变分问题的构造。
假设每个模态是具有中心频率的有限带宽，变

分问题描述为寻求 K 个模态函数 uk（t）（k=1，2，…，
K），使得每个模态的估计带宽之和最小，约束条件
为各模态之和等于输入信号 f，具体构造步骤如下。

a. 对每个模态函数 uk（t）的解析信号进行希伯
特变换，并最终获得其单边频谱：

δ（t）+ j
πtt "uk（t） （1）

δ（t）= 0 t≠0
∞ t== 0

，
+∞

-∞乙 δ（t）d t=1

b. 以各模态解析信号的混合-预估中心频率
e-jωkt 为基准将每个模态的频谱调制到相应基频带：

δ（t）+ j
πtt "uk（tt '） e-jωkt （2）

其中，e-jωkt 为中心频率在复平面上的相量描述，ωk 为
中心频率。

c. 计算以上信号梯度的平方 L2 范数，估计出各
模态信号带宽，受约束的变分问题表示如下：

min
｛uk｝，｛ωk｝

鄱
k＝1

�K
t δ（t）+ j

πtt "uk（tt t） e-jωkt
2

2
= 2

s.t. 鄱
k＝1

�K
uk=

=
-
-
-
-
-
,
-
-
-
-
-
.

f
（3）

其中，｛uk｝=｛u1，u2，…，uK｝；｛ωk｝=｛ω1，ω2，…，ωK｝。
（2）变分问题的求解。
a. 引入二次惩罚因子 C 和拉格朗日乘法算子

θ（t），将约束性变分问题变为非约束性变分问题。 其
中 C 保证信号的重构精度，θ（t）保持约束条件的严
格性，扩展的拉格朗日表达式如下：
L（｛uk｝，｛ωk｝，θ）=

C鄱
k＝1

�K
t δ（t）+ j

πtt "uk（tt t） e-jωkt
2

2
+

f （t）-鄱
k＝1

�K
uk（t）

2

2
+ θ（t）， f （t）-�鄱

k＝1

�K
uk（t） （4）

b. VMD 中采用了交替方向乘子法解决以上变
分问题，通过交替更新 un+1

k 、ωn+1
k 以及 θ n+1（n 表示迭代

次数）寻求扩展拉格朗日表达式的鞍点。
其中 un+1

k 可利用傅里叶等距变换转变到频域：

u赞 n+1k =arg min
u赞 k，ukX

C‖jω｛［1+sgn（ω+ωk）］u赞 k（ω+ωk）｝‖2
2+

2

2
= 2

［ f赞（ω）-鄱
k＝1

�K
u赞 k（ω）+ θ赞（ω）

2

2

2
= 2 （5）

其中，ω 为随机频率；X 为 uk 的全部可取集合。
将 ω用 ω-ωk 代替，其非负频率区间积分形式为：

u赞 n+1k =argmin
u赞 k，ukX

∞

0乙 4C（ω-ωk）2 u赞 k（ω）
2
+t t= 2

2 f赞（ω）-鄱
k＝1

�K
u赞 k（ω）+ θ赞（ω）

2

2t td= 2ω （6）

此时，二次优化问题的解为：

u赞 n+1k （ω）=
f赞（ω）-鄱

k＝1

�K
u赞 k（ω）+ θ赞（ω）

2
1+2C（ω-ωk）2 （7）

根据同样的过程，解得中心频率的更新方法：

ωn+1
k =

∞

0乙ω u赞 k（ω）
2
dω

∞

0乙 u赞 k（ω）
2
dω

（8）

其中，u赞 n+1k （ω）相当于当前剩余量 f赞 （ω）-鄱
k＝1

�K
u赞 k（ω）的维

纳滤波；ωn+1
k 为当前模态函数功率谱的重心；对 u赞 k（ω）

进行傅里叶逆变换，则其实部为｛uk（t）｝。
1.1.2 VMD 算法流程

a. 初始化参数｛u1
k｝、｛ω1

k｝、 θ赞1 和 n。
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b. 根据式（7）和式（8）更新 uk 和 ωk。
c. 更新 θ：

θ赞n+1（ω） ���θ赞n（ω）+τ�����f赞（ω）-鄱
k＝1

�K
u赞 n+1k （ωω #） （9）

d. 对给定判别精度 e > 0，鄱
k＝1

�K
�‖u赞 n+1k -u赞 nk‖2

2

‖u赞 nk‖2
2

<e，则

停止迭代，返回步骤 ｂ。
ｅ. 根据给定模态数获得相应模态子序列。

1.2 样本熵
对于 VMD 获得的多个子序列，若分别建立模型

进行预测，不仅大幅增加计算量，而且忽略了子序列
之间的相关性。 若能将具有相关性的序列进行重
组，不仅能有效缩短运算时间，而且更能突显同类序
列的特性 ［２５］。 对于这一问题，信息论中的熵定律运
用最为广泛。 例如近似熵可以度量序列的复杂性。
但是近似熵的值与数据长度有关，一致性较差，且与
自身数据段的比较易导致其计算出现偏差。 针对近
似熵的缺陷，Richman 于 2000 年提出了与近似熵类
似，但精度更好的样本熵理论 ［２６］。 序列的自相似性
越高，样本熵值就越小；反之，样本熵值就越大。 鉴
于此，本文采用样本熵处理子序列。

样本熵可用 ＳａｍｐＥｎ（Ｎｕｍ，ｍ，ｖ）来表示，其中 Ｎｕｍ

为数据的长度，m 为维数，v 为容限。 由于样本熵的
具体实现步骤目前已有文献详细说明，本文不再赘
述。 当 Ｎｕｍ 取有限值时，样本熵估计值可表示为：

ＳａｍｐＥn（Ｎｕｍ，ｍ，ｖ）=-ln［Bm+1（v） ／ Bm（v）］ （10）
ＳａｍｐＥｎ 取值虽与 m 和 ｖ 的值有关，但样本熵具

有良好的一致性，其熵值变化的趋势并不受 m 和 ｖ
的影响［２７］。 一般 m 取值为 1 或 2，ｖ 为 0.1~0.25 SD，
SD 为时间序列的标准差。 本文取 m=2，ｖ=0.15 SD。

通过样本熵算法重组子序列获得新分量，显著
减少了分量个数，强化了分量的典型特性。 对于新
分量可以采用 RVM 算法进行建模预测。

2 基于 BA 的 RVM 模型

2.1 RVM
在支持向量机预测模型的基础上，Michael E.

Tipping 基于贝叶斯概率学习理论提出了更实用的
RVM 模型［28］。 与支持向量机相比，RVM 具备支持向
量机所没有的如下优点：相关向量的数目远远小于
支持向量，具有高稀疏性；仅有核参数的设置，可节
约训练时间；核函数无需满足 Mercer 条件，增加了
核函数选择的灵活性。

由 RVM 的原理 ［28］可知，在进行点预测时，仅使
用了预测均值这一个量来表示其确定性的预测结
果。 而使用 RVM 实现区间预测时，需同时考虑模型
的预测均值和方差。 具体过程实现如下。

对于给定的训练样本输入集 X=｛x1，x2，…，xN｝
和对应输出集 T=｛t1，t2，…，tN｝，N 为样本数据的个
数，RVM 回归模型可定义为：

ti=鄱
i＝1

�N
wiK（x，xi）+w0+ε （11）

其中，wi 为第 i 个输出的对应权值；K（x，xi）为核函
数；x 为相关向量；ε 为服从 N（0，σ2）的样本误差。

通过与文献［28］所述点预测类似的计算过程，
可获得 RVM 的预测均值和方差分别为：

y*=U Tφ（x*）
σ2

*=σ2
MP+φT（x*）鄱φ（x*

* ）
（12）

式（12）中变量含义请见文献［28］。 可以看出，
RVM 模型可以同时给出测试点 x* 的对应预测均值
y* 和方差，因此，RVM 模型能反映预测数据的不确定
性，可以得到一定置信范围内的区间预测。 在置信
度 1-α 下，预测结果的置信区间可表示为：

［Lb，Ub］=［y*- zα ／ 2σ*，y*+ zα ／ 2σ*］ （13）
其中，Lb 和 Ub 分别为预测值的下界和上界；zα ／ 2 为正
态分布的双侧 α 分位点。

在采用数据预处理降低数据复杂度、提高预测
精度的基础上，为进一步改善 RVM 模型的预测效果，
需对模型参数进行优化。 BA［29］是一种新的非线性全
局优化算法，其速度和位置的更新与粒子群优化算
法有相似过程，但计算精度和效率优于其他优化算法，
目前已在优化和分类问题中取得了一些应用［30］。 鉴
于 BA 优异的寻优特性，采用该算法对 RVM 模型进
行参数优化。
2.2 BA 优化 RVM 参数

采用 BA 对 RVM 模型进行参数优化的具体过
程详见文献［15］。 BA 的适应度函数为模型训练的平
均相对误差，其优化的目标是找出训练误差最小时
的核宽 δ，算法的输出为训练误差最小时的最佳核宽
δbest。 其适应度函数可表示为：

ffitness= 1
Ntrain

ytrain_fore-ytrain_true
ytrain_true

（14）

其中，Ntrain 为训练样本的个数；ytrain_fore 为模型训练输
出；ytrain_true 为训练集实际输出。

3 基于 VMD 和 BA鄄RVM 的短期风速区间预
测模型

3.1 数据的获取
本文研究的风速数据取自 NREL（the National

Renewable Energy Laboratory）的一个风电场，该风
电场位于美国德克萨斯州麦卡米地区，装机容量
20 MW［31］。
3.2 使用 VMD 对原始风速序列进行分解

考虑到风速数据的随机性，直接预测会存在较
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表 1 新分量的组成成分
Table 1 Composition of new components

新分量 VMD 分量 新分量 VMD 分量

趋势分量 u1，u2 随机分量 u5

细节分量 u3，u4
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图 1 VMD 算法分解结果图
Fig.1 Results of VMD algorithm

表 2 BA 的初始参数设置
Table 2 Initial parameter settings of BA

主要参数 参数值 主要参数 参数值

初始种群规模 s 20 初始响度 A 0.5 dB
脉冲发射速率 r 0.5 次 ／ s 搜索维度 d 2
最大频率 fmax 2 Hz 最大迭代

次数 Niter
100

最小频率 fmin 0

大误差。 为提高预测精度，需降低数据复杂度,采用
VMD 对原始风速序列进行分解，产生多个子序列。

在进行 VMD 前需事先设定子序列数 K。 而由前
期测试可知，对于该风速序列，K＞5 时后续子序列趋
于相似，因此本文选择 K=5。 其他参数如惩罚参数
C 采用 VMD 默认值 2000；τ��选取 0.3 以保证数据分
解的保真度。 以 2006 年 8 月 1 日的风速序列为例，
VMD 效果如图 1 所示，图中时间序列为每 10 min 一
点，后同。

3.3 样本熵重组分量
由图 1 中子序列样本熵值的分布可以发现，部

分子序列的样本熵值比较接近。 序列的自相似性越
高，样本熵值就越小；反之，样本熵值就越大。

因此，使用样本熵对子序列进行重组的规则如
下：计算给定序列和与子序列的样本熵值，样本熵值
明显低于给定序列的子序列可构成趋势分量，样本
熵值明显高于给定序列的子序列可构成随机分量，
细节分量的样本熵值介于给定序列样本熵值附近阈
值 λ 的范围内，λ 的取值可结合具体数据确定。 如图
2 所示，根据子序列样本熵的分布情况，本文中选择
λ=0.05，重组完成后的结果如图 3 所示。

分析图 2 和图 3 的特点可以明显发现，趋势分
量、细节分量和随机分量具有各自的典型特点。 其
中趋势分量大致反映原始数据的总体波动趋势；细
节分量可表征原始数据的细节波动情况；而随机分
量表示其他不可明确描述因素造成的波动情况。 以
上分类也基本满足自然风的构成情况。 VMD 子序列
重组新分量的结果如表 1 所示。

为了进一步简化计算、缩小预测区间，本文对趋
势分量和细节分量进行点预测，对随机分量实现区
间预测。 最后将各分量的预测结果进行叠加求和得
到一定置信水平下的区间预测结果。
3.4 BA鄄RVM 模型的参数设定

RVM 是基于核函数的回归预测方法，其核函数
实现了多个空间之间的非线性变换。 本文采用非线
性拟合效果好的高斯核作为模型的核函数，即：

K（x，xi）=exp（-‖x-xi‖2 ／ δ2） （15）
其中，K（x，xi）为核函数；exp（-‖x - xi‖2 ／ δ 2）为高斯
核；δ 为核宽，为 RVM 中待优化的参数。 本文采用
BA寻找其最优值。

BA 的初始参数设置如表 2 所示。

3.5 区间预测效果的评价指标
区间预测效果的评估方法与点预测有所不同。



图 5 90% 置信水平下的短期风速区间预测结果
Fig.5 Results of short鄄term wind speed interval

prediction with 90% confidence level
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图 6 70% 置信水平下的短期风速区间预测结果
Fig.6 Results of short鄄term wind speed interval

prediction with 70% confidence level
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采用 VMD 对风速序列进行分解

子序列 1 子序列 2 … 子序列 K
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趋势分量 细节分量 随机分量

采用 BA鄄RVM 进行点预测 采用 BA鄄RVM 实现区间预测

构建整体最优区间

图 4 基于 VMD 和 BA鄄RVM 的短期风速
区间预测框图

Fig.4 Block diagram of short鄄term wind
speed interval prediction based on

VMD and BA鄄RVM
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点预测方法通常以预测误差（如平均相对误差、均方
误差等）的大小作为预测模型的评价指标，误差越
小，则预测值越接近实际值，预测精度越高［20］。

本文采用如下指标对区间预测效果进行评价。
a. 期望值平均相对误差 MAPE（Mean Absolute

Percentage Error）［20，31］：

MAPE= 1
Nfore

鄱
i＝1

�Nfore y軃 i*-yi
yi

×100% （16）

其中，Nfore 为预测样本的个数；y軃 i* 为第 i 个预测样本的
预测期望值；yi 为第 i 个预测样本的实际值。 MAPE
用于评价预测期望值与实际值之间的偏差，其值越
小，预测精度就越高。

b. 区间覆盖率 FICP（Forecasting Interval Cove鄄
rage Percentage）［8］：

FICP （1-α）= 1
Nfore

ξ （1-α）×100% （17）

其中，FICP （1-α） 为区间覆盖率；ξ （1-α） 为置信度 1-α 下
实际值落在预测置信区间内的个数。 FICP 用于评价
区间的可信程度，其值越大，可信度就越高。

c. 区间平均宽度 FIAW（Forecasting Interval Ave鄄
rage Width）［8］：

FIAW（1-α）= 1
Nfore

鄱
i＝1

�Nfore U（xi）-L（xi）
yi

（18）

其中， FIAW（1-α） 为置信度 1- α 下的区间平均宽度；
U（xi）为第 i 个预测样本的上界；L（xi）为第 i 个预测
样本的下界。 上式中采用的是相对宽度。 FIAW 用
于评价预测结果描述不确定信息的能力，其值越小，
效果就越好。
3.6 算法流程框图

本文提出了基于 VMD 和 BA鄄RVM 的短期风速
区间预测模型（VMD鄄BA鄄RVM 模型），其具体步骤流
程如图 4 所示。

4 算例分析

本文以 MATLAB 2013a 作为平台进行建模。 采
用美国德克萨斯州麦卡米地区某 20 MW 风电场
2006 年 365 d（每天 144 个点，间隔 10 min）的实际
风速数据作为研究对象，进行提前 1 h 的风速区间
预测。

为验证 VMD鄄BA鄄RVM 模型的区间预测效果，在
不同置信水平（本文以 90%、70% 为例）下实现短期
风速区间预测，预测结果如图 5、图 6 所示。 为了更
好地了解预测区间的局部信息，通过对图形的局部
放大，进一步显示区间预测效果。 以图 5、图 6 中方
框框出的范围为例，放大后的区间预测结果分别如
图 7、图 8 所示。 采用 MAPE、FICP 和 FIAW 指标对
区间预测的效果进行评价，部分预测结果及指标结
果如表 3 所示。

首先从图 5、6 的区间特点以及表 3 的数据可以
得出以下结论：本文模型的短期风速预测期望值能
够有效跟随实际值，其上下浮动趋势与实际风速变
化情况基本一致；风速实际值绝大部分都落在 90%
置信水平的预测区间之内，少部分落在 70% 置信水
平的预测区间之外，区间覆盖率基本符合预先设定
的置信度，满足实际情况，体现了本文模型的有效
性； 90% 置信水平的预测区间宽度明显大于 70% 置



信水平的预测区间宽度。 随着置信度的降低，区间
预测的区间宽度降低，区间覆盖率也随之降低。

由图 7、图 8 相同区域的局部区间预测效果的对
比可知，上述由总体结果得出的结论在局部预测区间

同样适用，体现了本文模型在总体以及局部上都具有
有效性。

为进一步评估本文模型的区间预测效果，将本文
模型与改进前模型（如标准 RVM模型、BA鄄RVM模型、
EEMD鄄RVM 模型）以及现有参考文献模型（EEMD鄄
QPSO鄄ELM 模型）的预测结果分别进行比较，并采用
MAPE、FICP、FIAW 指标以及运行时间 t 对区间预测
的效果进行评价，90%置信水平下的指标评价结果
如表 4 所示。

由表 4 中各模型的指标结果可以得出以下结
论：总体上看，本文模型的预测误差最小，区间宽度
最窄，区间覆盖率与运行时间也处于中上水平，模型
的区间预测效果较为理想；与改进前模型相比，本文
模型的预测误差与区间宽度都得到了明显改善，虽
然区间覆盖率有所下降，但是仍满足指标要求，且这
是区间宽度变窄的必然结果，运行时间虽有所延长，
但基本满足工程实际要求；与现有参考文献模型相
比，本文模型的预测精度和区间覆盖率较高，区间宽
度较窄，运行时间明显缩短。 综上所述，本文所提的
VMD鄄BA鄄RVM 模型可实现短期风速的区间预测，且
预测效果较好。

5 结论

本文提出了一种基于 VMD 和 BA鄄RVM 的短期
风速区间预测方法。 首先为降低数据复杂度，采用
VMD 算法将风速序列分解为多个具有不同中心频
率的子序列，并采用样本熵算法将子序列进行重组
获得趋势分量、细节分量以及随机分量；然后采用
RVM 模型对趋势、细节分量进行点预测，对随机分
量实现区间预测；为进一步提高预测精度，缩小区间
范围，采用 BA 对 RVM 模型参数进行优化；最后将
各分量的预测结果进行叠加得到一定置信水平下的
总的区间预测结果。 算例分析结果表明：与点预测
相比，本文方法的预测精度较高；与现有区间预测方
法相比，本文方法的区间覆盖率较高、区间宽度较
窄，总体预测效果较为理想。 因此，本文所提模型对
适用工程实际问题与改善其他新能源出力预测（如
风电功率、光伏出力等）的效果具有较好的参考价值
和指导意义。

表 4 各预测模型的指标评价结果
Table 4 Results of index assessment for

different forecasting models

模型类型 MAPE ／ % FICP ／ % FIAW t ／ s
标准 RVM 3.73 94.44 0.2282 28
BA鄄RVM 3.67 94.16 0.2166 62

EEMD鄄RVM 3.71 94.12 0.1938 124
VMD鄄BA鄄RVM 2.61 93.75 0.1390 161

EEMD鄄QPSO鄄ELM 3.27 90.89 0.1497 207

（b） 风速

时刻
风速区间 ／ （m·s-1）

90%置信水平 70%置信水平
00:00 ［4.18，5.01］ ［4.44，4.76］ 4.72 4.59
00:10 ［3.85，4.68］ ［4.11，4.42］ 4.24 4.26
00:20 ［3.51，4.34］ ［3.77，4.08］ 4.02 3.92
00:30 ［3.19，4.04］ ［3.46，3.78］ 3.47 3.62

… … … … …

23:40 ［5.38，6.22］ ［5.64，5.96］ 5.90 6.22
23:50 ［5.09，5.93］ ［5.35，5.67］ 5.25 5.93

实际风速 ／
（m·s-1）

风速预测
期望 ／ （m·s-1）

置信水平 ／% MAPE ／ % FICP ／ % FIAW
90 2.61 93.75 0.1390
70 2.61 72.92 0.0526

（a） 指标

表 3 VMD鄄BA鄄RVM 模型的区间预测结果
Table 3 Results of interval prediction

by VMD鄄BA鄄RVM model

图 7 实线框区域 2 种置信水平下的
短期风速区间预测局部结果

Fig.7 Partial results of short鄄term wind speed
interval prediction for solid鄄line area and

two confidence levels
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图 8 虚线框区域 2 种置信水平下的
短期风速区间预测局部结果

Fig.8 Partial results of short鄄term wind speed
interval prediction for dashed鄄line area

and two confidence levels
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Short鄄term wind speed interval prediction based on VMD
and BA鄄RVM algorithm

FAN Lei1，WEI Zhinong1，LI Huijie2，Kwok W Cheung3，SUN Guoqiang1，SUN Yonghui1
（1. College of Energy and Electrical Engineering，Hohai University，Nanjing 210098，China；

2. ALSTOM GRID Technology Center Co.，Ltd.，Shanghai 201114，China；
3. GE Grid Solutions Inc.，Redmond 98052，USA）

Abstract： Since the existing wind speed prediction methods are mostly of deterministic point forecasting
and could not describe the randomness of wind speed，a short鄄term wind speed interval prediction model
based on VMD（Variational Mode Decomposition） and BA鄄RVM（Bat Algorithm鄄Relevance Vector Machine） is
built. VMD is used to get multiple sub鄄sequences from the original wind speed sequence，SE （Sample
Entropy） algorithm is applied to reorganize these sub鄄sequences for obtaining three types of typically
characteristic components，and RVM algorithm is adopted to build the forecasting model for each component.
BA is introduced to optimize the model parameters for further improving the prediction accuracy and
reducing the interval range. The overall interval prediction with a certain confidence level is obtained by
superimposing the forecasted results of three components. Results for a practical case show that，compared
with the existing methods，the proposed method can get higher forecasting accuracy，bigger interval coverage
rate and smaller interval width.
Key words： wind power； wind speed prediction； short鄄term prediction； RVM； VMD； interval prediction


