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基于深度学习分位数回归模型的风电功率概率密度预测
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摘要：针对风电功率预测问题，在现有预测方法和概率性区间预测的基础上，提出基于深度学习分位数回归

的风电功率概率预测方法。 该方法采用 Ａｄａｍ 随机梯度下降法在不同分位数条件下对长短期记忆神经网络

（ＬＳＴＭ）的输入、遗忘、记忆、输出参数进行估计，得出未来 ２００ ｈ 内各个时刻风电功率的概率密度函数。 根据

美国 ＰＪＭ 网上的风电功率实际数据的仿真结果表明，所提方法不仅能得出较为精确的点预测结果，而且能够

获得风电功率完整的概率密度函数预测结果。 与神经网络分位数回归相比，其精度更高，且在同等置信度下

的预测区间范围更小。
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０　 引言

截至 ２０１６ 年年底，中国风电并网容量已达到
１４８．６ ＧＷ［１］，然而随着风电在电网中比例的提高，
风电的随机性、波动性等缺点也被逐步放大，大规模
发展风电给电网带来了巨大挑战。 提前精确预测风
电功率，可以更好地指导电网发电、调度等工作，以
及针对风电爬坡和其他对电网具有较大威胁的风电
事件做好预防和消除工作［２］。

统计学习方法和物理方法是目前风电功率预测
的 ２ 种主要方法。 其中物理方法主要是利用数值天
气预报 ＮＷＰ（Ｎｕｍｅｒｉｃａｌ Ｗｅａｔｈｅｒ Ｐｒｅｄｉｃｔｉｏｎ），目前基
于该方法的预测精度均有限。 相较于物理方法，统
计学习方法在短期风电功率预测上预测精度较高。
统计学习方法又分为点预测（确定性预测）和区间
预测（不确定性预测），点预测的预测方法有 ＩＡＦＳＡ⁃
ＢＰＮＮ（ Ｉｍｐｒｏｖｅｍｅｎｔ Ａｒｔｉｆｉｃｉａｌ Ｆｉｓｈ Ｓｗａｒｍ Ａｌｇｏｒｉｔｈｍ⁃
ＢＰ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ） ［３］ 等。 文献［４］提出了一种在 ３
种不同优化准则下多预测组合模型的权重确定方
法，并利用风电场实际数据验证了预测精度得到了
有效提高。 文献［５］提出了一种在改进局域 Ｖｏｌｔｅｒｒａ
自适应滤波器基础上的混沌时间序列预测模型。

然而确定性预测不能对风电功率不确定性进行
定量描述的缺陷很难克服。 在含风电的电网规划、
运行和安全稳定分析领域中需要对风电的波动区间
进行较精确的估计，仅仅得到单个点的预测值是不
够的［６］。 而且对风电的概率分布以及置信区间的预
测可用于优化风电场的出力可靠性［７］、指导配电网
无功规划［８］、进行实时市场调度［９］，进一步给电网
的发展规划带来更多的信息。 如文献［１０］采用极

限学习机 ＥＬＭ（Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ）模型对风
电功率进行概率区间预测。

回归分析 ＲＡ（Ｒｅｇｒｅｓｓｉｏｎ Ａｎａｌｙｓｉｓ）是确定 ２ 种
及以上变数间相互依赖的定量关系的一种统计分析
方法。 通常的回归分析方法又称为均值回归分析，
均值回归很难代表响应变量服从非对称分布或者散
布较大时的情况。 Ｋｏｅｎｋｅｒ 等提出的分位数回归 ＱＲ
（Ｑｕａｎｔｉｌｅ Ｒｅｇｒｅｓｓｉｏｎ）可以较好地克服均值回归的不
足。 Ｔａｙｌｏｒ 研究了一种神经网络非线性分位数回归
模型［１１］，文献［１２⁃１３］将径向基函数（ＲＢＦ）神经网
络分位数回归模型应用于电力负荷概率密度预测，
并在考虑实时电价的因素下采用支持向量机（ＳＶＭ）
分位数回归模型对电力负荷进行了概率密度预测。
文献［１４］提出一种采用因子分子法对 ２４ ｈ 内小时
级的风电功率序列进行降维处理后，再输入神经网
络分位数回归预测模型进行风电曲线概率预测的
方法。

基于以上分析，为了能得到更加准确的风电功
率预测结果，给出更加准确、范围更小的预测区间和
更符合风电功率的概率密度分布，提出一种长短期
记忆神经网络 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ）分位数回归概率密度预测方法。 该方法
可以预测未来风电功率区间以及概率分布，给电网
运行带来指导作用。 以美国 ＰＪＭ 网（ ｈｔｔｐ：∥ｗｗｗ．
ｐｊｍ． ｃｏｍ ／ ｍａｒｋｅｔｓ⁃ａｎｄ⁃ｏｐｅｒａｔｉｏｎｓ ／ ｏｐｓ⁃ａｎａｌｙｓｉｓ．ａｓｐｘ）上
ＭＩＤＡＴＬ 地区的风电功率数据作为研究数据，能够
得到一定置信度下的未来风电功率预测区间。

１　 ＬＳＴＭ 回归

深度学习在机器学习中的应用非常广泛，１９９７
年 Ｈｏｃｈｒｅｉｔｅｒ 和 Ｓｃｈｍｉｄｈｕｂｅｒ 提出了一种 ＬＳＴＭ，能
够很好地解决序列的长期依赖问题［１５］，其主要结构
如图 １ 所示，ＬＳＴＭ 可以由时间展开表示成这种链状
结构，ＬＳＴＭ 的重复模块中有 ４ 个神经网络层。
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图 １ ＬＳＴＭ 结构

Ｆｉｇ．１ ＬＳＴＭ ｓｔｒｕｃｔｕｒｅ

图 １ 中一个矩形框称作一个元胞（ ｃｅｌｌ），ＬＳＴＭ
有 ４ 个门，第一层神经元为遗忘门（ ｆｏｒｇｅｔ ｇａｔｅ）的
Ｓｉｇｍｏｉｄ 控制层，如式（１）所示。

ｆｔ ＝σ（Ｗｆ［ｈｔ－１，ｘｔ］＋ｂｆ） （１）
第二、三层分别为输入门 （ ｉｎｐｕｔ ｇａｔｅ） 和 ｔａｎｈ

层，分别见式（２）、（３）。 输入门的 Ｓｉｇｍｏｉｄ 层决定要
更新哪些信息；ｔａｎｈ 层创造了一个新的候选值 Ｃ

～
ｔ，该

值可能被加入元胞状态中。
ｉｔ ＝σ（Ｗｉ［ｈｔ－１，ｘｔ］＋ｂｉ） （２）

Ｃ
～

ｔ ＝ ｔａｎｈ（ＷＣ［ｈｔ－１，ｘｔ］＋ｂＣ） （３）
再将元胞的旧状态 Ｃｔ－１更新为 Ｃｔ，见式（４）。

Ｃｔ ＝ ｆｔ∗Ｃｔ－１＋ｉｔ∗Ｃ
～

ｔ （４）
最后，通过一个如式（５）所示包含 Ｓｉｇｍｏｉｄ 层的

输出门（ｏｕｔｐｕｔ ｇａｔｅ）将式（４）通过一个 ｔａｎｈ 层之后
（使得输出值在－１～１ 之间），再与输出门相乘，这样
就将遗忘和记忆参数带至最后的输出。

Ｏｔ ＝σ（ＷＯ［ｈｔ－１，ｘｔ］＋ｂＯ） （５）
ｈｔ ＝Ｏｔ ｔａｎｈ（Ｃｔ） （６）

其中，Ｗｆ、ｂｆ 分别为遗忘门的权重和偏置；Ｗｉ、ｂｉ 分
别为输入门的权重和偏置；ＷＣ、ｂＣ 分别为更新值的
权重和偏置；ＷＯ、ｂＯ 分别为输出门的权重和偏置；
σ（·）为 Ｓｉｇｍｏｉｄ 激活函数；ｔａｎｈ（·）为双曲正切激活
函数；［ｈｔ－１，ｘｔ］表示行数相等的矩阵或向量进行列
合并；“∗”表示对应元素相乘。

２　 条件概率密度预测

２．１　 线性分位数回归模型

考虑样本 Ｙ＝［Ｙ１ Ｙ２ … ＹＮ］和 Ｘ ＝ ［Ｘ１ Ｘ２ …
ＸＮ］，其中 Ｙ 为响应变量，Ｘ 为相应的解释变量，Ｎ
为样本量，求线性回归的模型参数可以通过求解式
（７）所示的目标函数来得到，其中 β 为回归系数。

ｍｉｎ∑
Ｎ

ｉ ＝ １
（Ｙ ｉ－Ｘｉ β） （７）

式（７）中参数向量 β 的估计可以考虑转化为求
解式（８）所示的优化问题。

　 ｍｉｎ
β
∑
Ｎ

ｉ ＝ １
ρ τ（Ｙ ｉ－Ｘ′ｉ β） ＝ ｍｉｎ

β
[ ∑
ｉ Ｙｉ≥Ｘ′ｉ β

τ Ｙ ｉ－Ｘ′ｉ β ＋

　 　 　 ∑
ｉ Ｙｉ ＜ Ｘ′ｉ β

（１－τ） Ｙ ｉ－Ｘ′ｉ β ] （８）

其中，Ｘ′ｉ（ ｉ＝ １，２，…，Ｎ）为在分位数条件下的解释变
量；ｉ Ｙ ｉ≥Ｘ′ｉ β 表示第 ｉ 个响应变量实际值大于等于
线性回归估计值；分位数 τ∈（０，１）；ρτ（ ｕ） ＝ ｕ［ τ－
Ｉ（ｕ）］，Ｉ（·）为示性函数，如式（９）所示。

Ｉ（ｕ）＝ １　 ｕ＜０
０　 ｕ≥０{ （９）

由式（８）得出，在不同的分位数 τ 下可以得到不
同的参数估计 β（τ），就能够测算出在不同分位数 τ
下解释变量对响应变量的条件分位数的影响。 τ 在
（０，１）内连续取值时，就可以得到响应变量的条件
分布，然后得到条件密度，最终得出条件密度预测。
２．２　 ＬＳＴＭ 分位数回归模型

在式（７）所反映的线性回归模型中，限定了解
释变量和响应变量之间只能是线性关系。 但是在现
实中变量之间更多的是非线性关系。 Ｔａｙｌｏｒ 提出了
神经网络分位数 ＱＲＮＮ（Ｑｕａｎｔｉｌｅ Ｒｅｇｒｅｓｓｉｏｎ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ）回归模型：

ＱＹ（τ Ｘ）＝ ｆ（Ｘ，Ｗ（τ），Ｖ（τ）） （１０）
其中，Ｗ（τ）＝ （ｗ ｉｊ（τ）） ｉ＝１，２，…，Ｉ；ｊ＝１，２，…，Ｊ 为输入层与隐
含层之间的连接权重，Ｉ 为输入层节点数目，Ｊ 为隐
含层节点数目；Ｖ（τ）＝ （ｖｊｋ（τ）） ｊ＝１，２，…，Ｊ；ｋ＝１，２，…，Ｋ 为隐
含层与输出层之间的连接权重，Ｋ 为输出层节点
数目。

ｍｉｎ
Ｗ，Ｖ

{∑
Ｎ

ｉ ＝ １
ρ τ［Ｙ ｉ－ｆ（Ｘｉ，Ｗ，Ｖ）］＋λ １∑

ｉ，ｊ
ｗ２

ｉｊ＋λ ２∑
ｉ
ｖ２ｉ } ＝

　 ｍｉｎ
Ｗ，Ｖ

[ ∑
ｉ Ｙｉ≥ｆ（Ｘｉ，Ｗ，Ｖ）

τ Ｙ ｉ －ｆ（Ｘｉ，Ｗ，Ｖ） ＋

　 　 ∑
ｉ Ｙｉ ＜ ｆ（Ｘｉ，Ｗ，Ｖ）

（１－τ） Ｙ ｉ －ｆ（Ｘｉ，Ｗ，Ｖ） ] ＋

　 　 λ １∑
ｉ，ｊ

ｗ２
ｉｊ ＋λ ２∑

ｉ
ｖ２ｉ （１１）

其中，λ１、λ２ 为惩罚参数。
分位数神经网络回归可以参考式（８），将其对

参数 Ｗ（τ）、Ｖ（τ）的估计转化为求解式（１１）的优化
问题。 式（１１）中 λ１、λ２ 可以防止模型在训练过程中
出现过拟合现象，可以使用 Ａｄａｍ 随机梯度下降法
对式（１１）进行求解，估计出参数矩阵 Ｗ（τ）、Ｖ（τ）。

　 ｆｃｏｓｔ ＝ ∑
Ｎ

ｉ ＝ １
ρ τ［Ｙ ｉ － ｆ（Ｘｉ，Ｗ，ｂ）］ ＝

∑
ｉ Ｙｉ≥ｆ（Ｘｉ，Ｗ，ｂ）

τ Ｙ ｉ － ｆ（Ｘｉ，Ｗ，ｂ） ＋

∑
ｉ Ｙｉ ＜ ｆ（Ｘｉ，Ｗ，ｂ）

（１ － τ） Ｙ ｉ － ｆ（Ｘｉ，Ｗ，ｂ） （１２）

其中，Ｗ＝ ｛Ｗｆ，Ｗｉ，ＷＣ，ＷＯ｝为 ＬＳＴＭ 的权重参数；
ｂ＝｛ｂｆ，ｂｉ，ｂＣ，ｂＯ｝ 为网络结构的偏置项权重。

根据 ＬＳＴＭ 回归模型的结构和式（１２）所示的
神经网络分位数回归方法，可以建立一种 ＬＳＴＭ 分
位数回归模型，并将其对网络结构参数估计的
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ＢＰＴＴ（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ Ｔｈｒｏｕｇｈ Ｔｉｍｅ）算法过程的
代价函数转化为如式（１３）所示的分位数回归的目
标函数。 最终可以将参数估计看作式（１３）所示的
优化问题，并用 Ａｄａｍ 随机梯度下降法求解该优化
问题。

ｍｉｎ
Ｗ，ｂ

ｆｃｏｓｔ＋
λ
２

（Ｗ^，ｂ^） ２é

ë
êê

ù

û
úú （１３）

其中，Ｗ^（τ）、ｂ^（τ）分别为带分位数条件的 Ｗ、ｂ。 求

解出参数 Ｗ^（τ）、ｂ^（τ）后，代入式（１４）中可以得到 Ｙ
的条件分位数估计。

Ｑ^Ｙ（τ Ｘ）＝ ｆ（Ｘ，Ｗ^（τ），ｂ^（τ）） （１４）
当 τ 在（０，１）上连续取值时，条件分位数曲线

Ｑ^Ｙ（τ Ｘ）就被称为条件分布（累计），文献［１６］从分

布函数 Ｆ（Ｆ－１（τ））＝ τ 出发推导出条件密度预测，如
式（１５）所示。

Ｐ（ Ｑ^Ｙ（τ Ｘ））＝
ｄτ

ｄＱ^Ｙ（τ Ｘ）
（１５）

接下来对式（１５）执行 Ｘ 条件化、τ 离散化操作，
最后采用密度估计就可以得到 Ｙ 的条件密度预测

Ｐ（ Ｑ^Ｙ（τ Ｘ））。
ＬＳＴＭ 回归对非线性的时间序列具有很好的拟

合能力，在道路运输相关的交通流速预测［１７］、医学

相关的蛋白质二级结构序列预测［１８］ 等问题上都有

较好的预测效果。 概率密度估计主要是为了得到概
率密度曲线，使得电网工作人员能更好地了解未来
风电功率波动范围，获得更多的有用信息。 利用分
位数回归可以将二者有机结合起来，在不同分位数
下进行 ＬＳＴＭ 回归可以得到多个点预测的结果，进
而继续采用高斯核进行概率密度估计，得到概率密
度函数，具体程序流程图见图 ２。

图 ２ 程序流程图

Ｆｉｇ．２ Ｐｒｏｇｒａｍ ｆｌｏｗｃｈａｒｔ

２．３　 模型评价

风电功率点预测模型常用的评价指标有平均绝
对误差 （ ＭＡＥ）、 均方误差 （ ＭＳＥ）、 均方根误差
（ＲＭＳＥ）。 从风电功率特性出发，给出了一种比较 ２
个风 电 功 率 点 预 测 模 型 的 检 验 方 法———ＤＭ
（Ｄｉｅｂｏｌｄ⁃Ｍａｒｉａｎｏ）检验。 该检验方法在假设两模型
误差相等并服从正态分布的基础上做假设检验，当
ＤＭ 检验绝对值大于某个阈值时证明 ２ 个模型的预
测结果有显著差异［１９］。

然而上述评价指标并不能用来评价概率预测的
结果。 考虑风电功率的随机性强、波动范围大的情
况，提出一种非参数模型的风电概率区间预测方法，
并给出参考风电功率特性的概率区间评估指标［２０］，
采用如下 ２ 个评价指标。

ａ． 可靠性指标。
在置信度 １－α 下，一共有 Ｎｉｎｔｅｒｖａｌ个预测区间，可

靠性评价为：

　 　

Ｉαｉ ＝ ［Ｌα
ｉ ，Ｕα

ｉ ］

ξαｉ ＝
０　 Ｐ ｉ∉Ｉαｉ
１　 Ｐ ｉ∈Ｉαｉ{ 　 ｉ ＝ １，２，…，Ｎｉｎｔｅｒｖａｌ

Ｒｃｏｖｅｒ ＝
１

Ｎｉｎｔｅｒｖａｌ
∑
Ｎｉｎｔｅｒｖａｌ

ｉ ＝ １
ξαｉ

ì

î

í

ï
ï
ïï

ï
ï
ïï

（１６）

其中，Ｌα
ｉ 为在上述置信度下第 ｉ 个预测区间的下界；

Ｕα
ｉ 为对应的上界；Ｉαｉ 为对应区间；Ｐ ｉ 为对应实际点

的值；Ｒｃｏｖｅｒ为可靠性指标；ξαｉ 表示第 ｉ 个真实值是否
落在预测区间内，即风电功率预测区间对真实值的
覆盖率。

风电功率实际落在预测区间内的概率应该等于
或接近事先给定的置信度，可靠性指标越接近置信
区间值则代表该预测模型越可靠。

ｂ． 敏锐性指标。
可靠性指标不能全面体现概率预测结果的好

坏，因为区间很大时可靠性通常会更高，相应的区间
宽度过大会导致能提供的有用信息较少，所以还需
要敏锐性指标来共同判断区间预测结果的好坏（区
间平均宽度）：

δαｉ ＝ Ｕα
ｉ － Ｌα

ｉ

δαｍｅａｎ ＝ １
Ｎｉｎｔｅｒｖａｌ

∑
Ｎｉｎｔｅｒｖａｌ

ｉ ＝ １
δαｉ

ì

î

í

ï
ï

ïï

（１７）

其中，δαｉ 为第 ｉ 个预测区间的宽度；δαｍｅａｎ为敏锐性指
标。 预测风电功率的敏锐性指标越小代表得到的风
电功率区间越小，从而可以得到更多未来时间段的
有效风电功率信息。

单一的敏锐性指标和可靠性指标都不能全面反
映风电功率概率预测模型的好坏，只有综合敏锐性
指标与可靠性指标才可以充分反映概率区间预测结
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果的优劣。

３　 算例仿真

美国 ＰＪＭ 网上 ＭＩＤＡＴＬ 地区 ２０１４ 年 ８ 月 １ 日
至 ２０１５ 年 ９ 月 １ 日的风力发电量如图 ３ 所示。 以
２０１４－０１－０８Ｔ０４∶００∶００ 至 ２０１５－０１－０１Ｔ１３∶００ ∶００ 时

间段内的 ３ ７１６ 个时间点为训练样本，提前 ２ ｈ 预测
之后 ２００ 个时间点的风电功率。 本文仿真的实验计
算机 条 件 是 ＣＰＵ 酷 睿 ｉ７ － ７７００、 内 存 ８ ＧＢ、
ＧＰＵ１０５０Ｔｉ ４ ＧＢ。 通过 Ｋｅｒａｓ 深度学习框架将每个
分位数下的 ＬＳＴＭ 迭代 １００ 个轮次（ｅｐｏｃｈｓ），ＬＳＴＭ
结构为 ６４ 个门结构。 训练之前按式（１８）将数据进
行归一化，这样可以提高模型的准确率。

Ｘｔ ＝
Ｘｔ－Ｘｍｉｎ

Ｘｍａｘ－Ｘｍｉｎ
（１８）

其中，Ｘｔ 为 ｔ 时刻的样本向量；Ｘｍｉｎ、Ｘｍａｘ分别为所有
样本的最小值和最大值。

图 ３ 美国风电功率数据

Ｆｉｇ．３ Ａｍｅｒｉｃａｎ ｗｉｎｄ ｐｏｗｅｒ ｄａｔａ

根据上述内容，用 ＱＲＬＳＴＭ（Ｑｕａｎｔｉｌｅ Ｒｅｇｒｅｓｓｉｏｎ
Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）回归预测模
型得到从 ２０１５－０１－０１Ｔ１６∶００∶００ 到 ２０１５－０１－０９Ｔ２１
∶００∶００ 总共 ２００ 个时间点的预测结果，每个时间点

间隔 １ ｈ。 为了体现 ＱＲＬＳＴＭ 回归预测模型的预测
准确度，对比所用的 ＱＲＮＮ 回归预测模型所得的预
测结果和预测区间，ＱＲＮＮ 选取隐含层节点数为 ６４，
惩罚参数为 １。

ＱＲＬＳＴＭ 的可靠性指标为 ８４．１６％，敏锐性指标
为 １２４．５４，ＱＲＮＮ 对应指标分别为 ７９．１２％和 １９１．９９，
指标数据与图 ４ 对应的 ＱＲＬＳＴＭ 与 ＱＲＮＮ 预测结果
一致。 ＱＲＬＳＴＭ 可靠性指标比 ＱＲＮＮ 高 ５．０４％。 虽
然理论上可靠性应该与置信度相等，且上述 ２ 个模
型的可靠性都没有达到置信度 ９０％，但是比较接近
置信度的结果也是可以接受的预测效果。 ＱＲＮＮ 比
ＱＲＬＳＴＭ 的敏锐度指标高出 ５４．０８％，如此大的差距
充分体现了 ＱＲＬＳＴＭ 的优势，不仅预测的可靠性高
于 ＱＲＮＮ，且能在预测结果中提供更多的有效信息。

通过 ２ 个模型指标数据和图 ４ 的对比明显看出
真实值很大概率落在 ＱＲＬＳＴＭ 回归的预测区间内。
相比 ＱＲＮＮ 回归模型，真实值落在 ＱＲＮＮ 预测区间
内的概率明显要小很多，且预测的区间宽度比

图 ４ ＱＲＬＳＴＭ 与 ＱＲＮＮ 风电功率预测结果对比

Ｆｉｇ．４ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｗｉｎｄ ｐｏｗｅｒ ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ
ｂｅｔｗｅｅｎ ＱＲＬＳＴＭ ａｎｄ ＱＲＮＮ

ＱＲＮＮ 的预测区间小很多，这充分说明了本文提出
的 ＱＲＬＳＴＭ 回归模型可很好地预测风电功率的波动
性，且可以预测较长时间的风电功率波动性。

采用 ＱＲＬＳＴＭ 回归方法可以得到预测点的概率
密度曲线，从预测点 ０～２００ 中随机抽取第 ４、４７、９０、
１０４、１３８、１６８ 这 ６ 个时间点的概率密度函数分布区
间见附录中图 Ａ１，其中第 １０４ 个时间点的概率密度
函数见图 ５。 从预测出的概率密度函数可以看出，
ＱＲＬＳＴＭ 可以预测出风电功率的完整概率密度分
布，且真实值都落在该密度函数中间。 以上示例说
明该方法能够给出未来预测时间点概率密度曲线。

图 ５ ＱＲＬＳＴＭ 风电功率预测概率密度函数

Ｆｉｇ．５ Ｐｒｏｂａｂｉｌｉｔｙ ｄｅｎｓｉｔｙ ｆｕｎｃｔｉｏｎ ｏｆ ｗｉｎｄ
ｐｏｗｅｒ ｆｏｒｅｃａｓｔｉｎｇ ｆｏｒ ＱＲＬＳＴＭ

附录中表 Ａ１ 展示了 ＱＲＬＳＴＭ 与 ＱＲＮＮ 预测模
型前 ２４ 个预测点的预测区间和预测区间范围的差
值。 从数据中也可以看出，ＱＲＬＳＴＭ 预测模型预测
出的概率区间比 ＱＲＮＮ 预测出的概率区间范围小
很多。

图 ６ 对比了另外 ２ 种点预测的结果和 ＬＳＴＭ 分

图 ６ ＱＲＬＳＴＭ 区间预测与点预测结果对比

Ｆｉｇ．６ Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＱＲＬＳＴＭ ｉｎｔｅｒｖａｌ
ｐｒｅｄｉｃｔｉｏｎ ａｎｄ ｐｏｉｎｔ ｐｒｅｄｉｃｔｉｏｎ
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位数回归的区间预测结果，可看出相比于点预测，区
间预测的可信度更高，在实际使用预测结果时可以
更好地规避误差带来的风险。 ＱＲＬＳＴＭ、 ＱＲＮＮ、
ＳＶＭ 这 ３ 种点预测模型平均绝对误差分别为 ３４．８、
５２．８、６０．０９，可以看出 ＱＲＬＳＴＭ 中位数预测的准确
率比 ＱＲＮＮ 和 ＳＶＭ 都要高。

４　 结论

本文提出一种 ＱＲＬＳＴＭ 预测模型，其可靠性指
标比 ＱＲＮＮ 高 ５． ０４％， 敏锐性指标比 ＱＲＮＮ 低
５４．０８％，充分体现了 ＱＲＬＳＴＭ 的优势，能够提供更
多的有效信息给电力行业使用者。

该方法不仅在预测精度上有提高，而且能获得
风电功率概率密度函数，可以为电力系统增强风电
消纳能力提供更多的有用信息，便于风电的发展，促
进环保和解决能源不足问题。

附录见本刊网络版（ｈｔｔｐ：∥ｗｗｗ．ｅｐａｅ．ｃｎ）。
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图 A1  QRLSTM 风电功率预测概率密度函数 

Fig.A1 Probability density function of wind power forecasting for QRLSTM  

 

 

 

 

 

 

 



表 A1 RQLSTM 与 RQNN 预测区间比较 

Table A1 Predicted interval comparison between RQLSTM and RQNN  

RQLSTM预测区间 RQNN预测区间 范围差值 

[113.3,227.5] [92.0,276.8] 71 

[131.6,250.3] [109.0,296.2] 68 

[160.2,258.2] [135.5,326.3] 65 

[160.2,323.0] [164.5,358.9] 63 

[276.4,422.1] [244.1,447.0] 57 

[316.5,467.0] [281.8,488.0] 56 

[322.0,473.0] [286.9,493.6] 56 

[317.2,467.7] [282.4,488.7] 56 

[315.9,466.3] [281.2,487.4] 56 

[300.2,448.9] [266.5,471.4] 56 

[187.6,318.6] [161.0,355.0] 63 

[88.6,196.1] [69.1,250.5] 74 

[47.7,143.2] [31.3,206.6] 80 

[31.8,122.2] [16.6,189.4] 82 

[48.9,144.8] [32.5,207.9] 80 

[87.6,194.9] [68.2,249.4] 74 

[96.6,206.3] [76.5,258.9] 73 

[63.5,163.9] [45.9,223.6] 77 

[34.8,126.2] [19.5,192.7] 82 

[52.6,149.6] [35.9,211.9] 79 

[72.0,174.8] [53.8,232.7] 76 

[94.5,203.6] [74.5,256.7] 73 

[131.9,250.6] [109.2,296.4] 68 

[142.7,264.0] [119.2,307.8] 67 
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