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基于 ＷＮＮ⁃ＧＮＮ⁃ＳＶＭ 组合算法的变压器
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摘要：分析了小波神经网络（ＷＮＮ）、灰色神经网络（ＧＮＮ）、支持向量机（ＳＶＭ）预测方法的原理，利用粒子群

优化（ＰＳＯ）算法对这 ３ 种基本预测方法进行了结构参数优化。 将 ＷＮＮ、ＧＮＮ、ＳＶＭ 与 ＰＳＯ⁃ＢＰ 算法进行组

合，推导得出了组合预测模型最优权系数的计算方法，并优化了组合预测模型拓扑结构参数。 算例分析结果

表明：经过 ＰＳＯ 算法优化后，ＷＮＮ、ＧＮＮ、ＳＶＭ 预测模型的预测精度得到了提高，其组合模型较单一模型有更

高的预测精度。
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０　 引言

电力变压器是电力系统中的重要设备，其运行
状态直接关系到电网的安全稳定运行，而电力变压
器本体内部油中溶解气体的体积分数及其变化规律
与变压器的故障模式关系密切，因此油中溶解气体
分析 ＤＧＡ（Ｄｉｓｓｏｌｖｅｄ Ｇａｓ Ａｎａｌｙｓｉｓ）技术的应用较为
广泛［１⁃５］。 而电力变压器油中溶解气体体积分数随
时间的变化关系实际上为多维时间序列，该序列以
相同时间间隔或不同时间间隔排列，包含了电力变
压器所处外界环境、运行状况与油中溶解气体体积
分数的内在关系，因此可通过该时间序列的预测揭
示电力变压器的运行状况，并以此为基础对电力变
压器故障类型进行判定［６］。

文献［７］将一种新的贝叶斯组合神经网络模型
应用于短期交通流量的预测，其中贝叶斯组合神经
网络由反向传播神经网络和径向基函数（ＲＢＦ）神经
网络构成，该组合模型具有较高预测精度且预测稳
定。 文献［８］将阶梯遗传算法和 ＢＰ 神经网络联合
应用于铁路客运量时间序列预测，预测效果优于单
一 ＢＰ 神经网络预测模型。 文献［９］提出利用思维
进化算法优化 ＢＰ 神经网络、粒子群优化（ＰＳＯ）算法
优化支持向量机（ＳＶＭ）和基于单隐层前馈网络极限
学习机组合进行预测的综合预测体系，其用于微电
网的短期负荷预测时具有较高预测精度。 以上研究
表明时间序列预测应用较为广泛，依据已获取历史
时间序列进行数值拟合并在一定时间域内进行预测

具有较大实际应用价值。
目前较多文献均应用单一时间序列预测方法，

例如 ＢＰ 神经网络和径向基神经网络等［１０⁃１１］，这些
单一预测方法通过对网络权值与阈值进行修正可得
到具有一定精度的预测效果。 为进一步提高预测精
度，学者提出了组合预测模型，即将各种单一预测模
型按照一定规则进行组合［１２⁃１３］，综合利用单一预测
模型的优势达到提高预测精度的目的。

另一方面，电力变压器是电力系统中最重要的
设备之一，若电力变压器发生故障，则可能引起电网
大停电。 为及时发现电力变压器故障，国际电工委
员会推荐将 ＤＧＡ 作为油浸式变压器故障诊断方法。
目前已有文献将 ＤＧＡ 数据与 ＢＰ 神经网络、粗糙集
技术以及 ＳＶＭ 等结合对变压器故障进行有效诊
断［１４⁃１６］。 本文将小波神经网络（ＷＮＮ）、灰色神经网
络（ＧＮＮ）和 ＳＶＭ 进行结合，并通过粒子群优化算法
优化 ＢＰ 神经网络 （ ＰＳＯ⁃ＢＰ ） 算法对以上 ＷＮＮ、
ＧＮＮ、ＳＶＭ 进行优化，对电力变压器 ＤＧＡ 历史时间
序列进行短期预测。

本文首先介绍了 ＷＮＮ、ＧＮＮ、ＳＶＭ 的原理，分别
选取了其拓扑结构优化变量，并利用 ＰＳＯ 算法对这
３ 种单一预测方法进行结构参数优化，提出了基于
ＰＳＯ⁃ＢＰ 算法的时间序列组合预测模型，并推导得出
了组合预测模型最优权系数的计算方法。 本文研究
结果对于电力变压器 ＤＧＡ 数据预测，并以此为基础
对电力变压器故障类型进行判定均具有一定的指导
意义。

１　 单一时间序列预测方法理论分析

１．１　 基于 ＷＮＮ 的时间序列预测

小波函数由 １ 个母小波函数经过平移与尺寸伸
缩得到，小波分析即把信号分解为一系列小波函数
的叠加。 小波变换是指把某一基本小波函数 φ（ ｔ）
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平移 τ 后，再在不同尺度 γ 下与待分析的信号 ｘ（ ｔ）
做内积：

ｆｘ（γ，τ） ＝ １
γ
∫∞

－∞
ｘ（ ｔ）φ ｔ － τ

γ
æ

è
ç

ö

ø
÷ ｄｔ　 γ ＞ ０ （１）

对式（１）进行等效拉普拉斯变换得：

ｆｘ（γ，τ） ＝ １
γ
∫∞

－∞
ｘ（ω）φ（γω）ｅｊωτｄω　 γ ＞ ０ （２）

ＷＮＮ 是在 ＢＰ 神经网络基础上以小波基函数作
为隐含层传递函数，其拓扑结构如图 １ 所示。 图 １
中，Ｘ１、Ｘ２、…、ＸＭ为 ＷＮＮ 的输入；Ｙ１、Ｙ２、…、ＹＮ 为
ＷＮＮ 的输出；ωｉｊ和 ωｊｌ为 ＷＮＮ 权值，ｉ ＝ １，２，…，Ｍ，ｊ ＝
１，２，…，Ｊ（Ｊ 为小波基函数数量），ｌ ＝ １，２，…，Ｎ。 当
输入向量［Ｘ１，Ｘ２，…，ＸＭ］输入小波基函数时，其中
一小波基函数的输出可表示为：

ｈ（ ｊ） ＝ ｈ ｊ

∑
Ｍ

ｉ ＝ １
ωｉｊＸ ｉ － τ ｊ

γ ｊ
　 ｊ ＝ １，２，…，Ｊ （３）

其中，ｈ（ ｊ）为隐含层第 ｊ 个节点输出值；γ ｊ、τ ｊ 分别为
第 ｊ 个小波基函数的尺度和平移。

图 １ ＷＮＮ 拓扑结构

Ｆｉｇ．１ Ｔｏｐｏｌｏｇｙ ｏｆ ＷＮＮ

１．２　 基于 ＧＮＮ 的时间序列预测

灰色模型可对灰色不确定系统行为特征值的发

展进行预测，将序列 ｘ（０）
ｔ （ ｔ ＝ ０，１，２，…，Ｋ－１）进行累

加生成后得到数列 ｘ（１）
ｔ ，若 ｘ（１）

ｔ 呈现指数增长规律，
则可利用微分方程进行数据预测。 以下假设原始时
间序列为 ｘ（ ｔ），一次累加生成后的数列为 ｙ（ ｔ），预
测结果为 ｚ（ ｔ），则 ｎ 个参数的 ＧＮＮ 模型的微分方
程为：

　 　 　 　
ｄｙ１

ｄｔ
＋ａ１ｙ１ ＝ ｂ１ｙ２＋ｂ２ｙ３＋…＋ｂｎ－１ｙｎ （４）

其中，ｙ２、…、ｙｎ 为 ＧＮＮ 的输入参数；ｙ１ 为 ＧＮＮ 输

出；ａ１、ｂ１、ｂ２、…、ｂｎ－１ 为微分方程的系数。 令 ｂ１ｙ２ ＋
ｂ２ｙ３＋…＋ｂｎ－１ｙｎ ＝ｕ，则式（４）的通解为：

ｙ１ ＝ － ｋ
ａ１

ｅ－ａ１ｔ＋ ｕ
ａ１

（５）

其中，ｋ 为待定常数。
将式（５）映射到 ＢＰ 神经网络中即为 ｎ 输入、１

输出的 ＧＮＮ，其拓扑结构如图 ２ 所示。 图中，ｔ 为输

入参数序号；ＧＮＮ 分为 Ａ、Ｂ、Ｃ、Ｄ ４ 层，网络权值为：
ω１１ ＝ａ１，ω２１ ＝ － ｙ１（０），ω２ｉ ＝ ２ｂｉ－１ ／ ａ１（ ｉ ＝ ２，３，…，ｎ），
ω３ｉ ＝ １＋ｅ－ａ１ｔ（ ｉ＝ ２，３，…，ｎ）。

图 ２ ＧＮＮ 拓扑结构

Ｆｉｇ．２ Ｔｏｐｏｌｏｇｙ ｏｆ ＧＮＮ

１．３　 基于 ＳＶＭ 的时间序列预测

ＳＶＭ 与 ＢＰ 神经网络拓扑结构类似，ＳＶＭ 中间
节点的线性组合构成输出，其中每个支持向量与中
间节点对应，结构如图 ３ 所示。 ＳＶＭ 用于回归拟合
预测的基本思想是寻求一个最优分类面，目标是使
训练样本距最优分类面误差最小。 设有 Ｌ 个训练样
本｛（ｘｉ，ｙｉ）｝，其中 ｉ ＝ １，２，…，Ｌ；ｙｉ 为对应的输出
值。 建立线性回归函数如式（６）所示。

ｆ（ｘ）＝ ｗΦ（ｘ）＋ｂ （６）

图 ３ ＳＶＭ 拓扑结构

Ｆｉｇ．３ Ｔｏｐｏｌｏｇｙ ｏｆ ＳＶＭ

　 　 现引入变量 ξｉ、ξ∗
ｉ ，则求解 ｗ、ｂ 的问题转化为：

ｍｉｎ １
２
‖ｗ‖２ ＋ Ｃ∑

Ｌ

ｉ ＝ １
（ξ ｉ ＋ ξ∗

ｉ ）

ｓ．ｔ．　 ｙｉ－ｗΦ（ｘｉ）－ｂ≤ε＋ξ ｉ

－ｙｉ＋ ｗΦ（ｘｉ）＋ｂ≤ε＋ ξ∗
ｉ

ξ ｉ≥０， ξ∗
ｉ ≥０

　 ｉ ＝ １，２，…，Ｌ

ì

î

í

ï
ï
ïï

ï
ï
ï

引入 Ｌａｒｇｒａｎｇｅ 函数，并转换为对偶形式后可得
回归函数为：

　 ｆ（ｘ） ＝ ｗ∗Φ（ｘ）＋ｂ∗＝ ∑
Ｌ

ｉ ＝ １
（α ｉ － α∗

ｉ ）Ｋ（ｘｉ，ｘ）＋ｂ∗

（７）
其中，Ｃ 为权重系数；αｉ 和 α∗

ｉ 为 Ｌａｒｇｒａｎｇｅ 因子；
Ｋ（ｘｉ，ｘ）＝ Φ（ｘｉ）Φ（ｘ）为核函数，可选用高斯径向
基核函数，如式（８）所示。

Ｋ（ｘｉ，ｘ）＝ ｅ－
‖ｘ

ｉ
－ｘ‖２

２σ２ ＝ｅ－ｇ‖ｘ ｉ－ｘ‖
２ （８）

因此 ＳＶＭ 主要涉及的参数包括权重系数 Ｃ 和
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核函数参数 ｇ。

２　 ＷＮＮ⁃ＧＮＮ⁃ＳＶＭ 组合算法的实现

单纯基于一种方法进行时间序列预测具有片面
性和不稳定性，假设历史时间序列 ｘ１、 ｘ２、…、 ｘｎ，
ＷＮＮ、ＧＮＮ、ＳＶＭ 对该历史时间序列的预测值为 ｘｉ１、
ｘｉ２、…、ｘｉｎ（ ｉ 取 １、２、３ 时分别对应 ＷＮＮ、ＧＮＮ、ＳＶＭ
的预测值），预测误差矩阵 Ｅ 为［１］：
　 　 　 　 Ｅ＝［（ｅｉｔ） ３×ｎ］［（ｅｉｔ） ３×ｎ］ Ｔ 　 ｉ＝ １，２，３ （９）
其中，ｉ 取 １、２、３ 时分别对应 ＷＮＮ、ＧＮＮ、ＳＶＭ；ｅｉｔ ＝
Ｐ（ ｔ）－Ｐ ｉ（ ｔ），为第 ｔ 时刻的预测误差，Ｐ ｉ（ ｔ）为预测时
间序列。 传统组合预测模型为：
　 　 　 　 Ｐ′（ ｔ）＝ ｗ１Ｐ１（ ｔ）＋ｗ２Ｐ２（ ｔ）＋ｗ３Ｐ３（ ｔ） （１０）
其中，ｗ１＋ ｗ２＋ｗ３ ＝ １。 令 Ｗ＝［ｗ１ ｗ２ ｗ３］为预测模型
线性组合的加权系数。 线性组合预测误差平方和为：

　 　 　 　 　 Ｓ ＝ ∑
ｎ

ｔ ＝ １
(∑

３

ｉ ＝ １
ｗ ｉｅｉｔ )

２
＝ Ｗ ＴＥＷ （１１）

为求得组合预测模型的最优权系数 Ｗ，可将上
式转换为二次规划问题：

ｍｉｎ Ｓ＝ＷＴＥＷ
ｓ．ｔ．　 ＲＴ ＝ １， ＲＴ ＝（１ １ １）{ （１２）

继续引入 Ｌａｒｇｒａｎｇｅ 算子 ２λ（ＲＴＷ－１），分别对
Ｗ 和 λ求导得：

　 ｄ［ＷＴＥＷ－２λ（ＲＴＷ－１）］
ｄＷ

＝ ０⇒ＥＷ－λＲ＝ ０⇒

　 　 Ｗ＝λＥ－１Ｒ （１３）
ｄ［ＷＴＥＷ－２λ（ＲＴＷ－１）］

ｄλ
＝ ０⇒ＲＴ λＥ－１Ｒ＝ １⇒

　 　 λ＝（ＲＴＥ－１Ｒ） －１ （１４）
因此最优权系数 Ｗ＝Ｅ－１Ｒ ／ （ＲＴＥ－１Ｒ）。
在此基础上，提出一种基于 ＢＰ 神经网络的时

间序列组合预测模型，可有效利用各种预测方法的
优势，提高时间序列预测的精度和可靠性。 组合模
型的基本建模思路为：

ａ． 利用 ＷＮＮ、ＧＮＮ、ＳＶＭ 分别对时间序列进行
预测，并通过 ＰＳＯ 算法优化其拓扑结构优化变量；

ｂ． 基于以上 ３ 种单一模型的预测结果，结合最
优权系数计算方法，获得权系数组合模型预测结果；

ｃ． 将预测得到的 ４ 组灰色预测结果作为 ＢＰ 神
经网络的输入向量，以原始历史时间序列作为 ＢＰ
神经网络输出向量，建立基于 ＢＰ 神经网络的组合
模型并应用 ＰＳＯ 算法进行优化，其拓扑结构如图 ４
所示。

３　 预测实例计算与分析

３．１　 原始数据的选取与预处理

变压器油在过热或者放电故障条件下将分解生

图 ４ 基于 ＰＳＯ⁃ＢＰ 算法的时间序列组合预测模型

Ｆｉｇ．４ Ｃｏｍｂｉｎｅｄ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ
ｂａｓｅｄ ｏｎ ＰＳＯ⁃ＢＰ ａｌｇｏｒｉｔｈｍ

成特征气体，气体主要包括氢气 （Ｈ２ ）、二氧化碳
（ＣＯ２）、甲烷（ＣＨ４）、乙烷（Ｃ２Ｈ６）、乙烯（Ｃ２Ｈ４）、乙
炔（Ｃ２Ｈ２）６ 种故障气体，气体含量及比例对于故障

类型的判断具有参考价值［１７⁃１９］。 对某变压器进行周
期性变压器 ＤＧＡ 时，发现其总烃超过了注意值，随
后进行了跟踪试验，发现各种气体的体积分数均快
速升高，以氢气、甲烷 ２ 种气体的体积分数为例验证
本文所提组合预测方法的准确性。

ＷＮＮ、ＧＮＮ 和 ＳＶＭ 的输出向量为氢气或甲烷
的含量，输入向量为除输入向量外另外 ５ 种气体的
含量。 组合预测模型期望达到的目标是输入已知的
５ 种气体含量，输出目标是对应时间点处氢气或甲
烷 的 含 量。 文 中 仿 真 建 模 平 台 为 ＭＡＴＬＡＢ
（Ｒ２００９ｂ），运行环境为 Ｉｎｔｅｌ Ｃｏｒｅ ｉ５ ３２３０，４ Ｇ 内存，
５００ Ｇ 硬盘，通过 ＭＡＴＬＡＢ 自带函数 ｍａｐｍｉｎｍａｘ，结
合 ａｐｐｌｙ 和 ｒｅｖｅｒｓｅ 命令满足 ＷＮＮ、ＧＮＮ 和 ＳＶＭ 的
输入需要［２０⁃２１］。
３．１．１　 ＳＶＭ 预测模型

采用高斯径向基核函数作为 ＳＶＭ 核函数，涉及
的优化参数包括权重系数 Ｃ 和核函数参数 ｇ，基于
交叉验证原理，通过 ＰＳＯ 算法对 ＳＶＭ 模型进行参数
寻优，提高 ＳＶＭ 模型的预测效果［２２］。 ＰＳＯ 算法参
数设置：学习因子 ｃ１ ＝ １．５、ｃ２ ＝ １．７，算法进化代数为
３００，粒子种群的最大数量为 ２０。 ＳＶＭ 的权重系数
Ｃ∈［０．１，１００］，核函数参数 ｇ∈［０．０１，１ ０００］，ＳＶＭ
Ｃｒｏｓｓ Ｖａｌｉｄａｔｉｏｎ 参数的初始值设定为 ３。 对氢气体
积分数的时间序列进行预测时，ＳＶＭ 的最佳参数设
置为 Ｃ＝ ５．６６、ｇ＝ ０．２５；对甲烷体积分数的时间序列
进行预测时，ＳＶＭ 的最佳参数设置为 Ｃ ＝ １．４１、ｇ ＝
０．１８。

ＰＳＯ 算法对 ＳＶＭ 的优化效果见图 ５，ＳＶＭ 对氢
气、甲烷体积分数的时间序列预测结果见图 ６。
３．１．２　 ＷＮＮ 预测模型

ＷＮＮ 参数设置为：５ 个输入节点和 １ 个输出节
点，１０ 个隐含层节点；参数学习率为 ０．０１，学习迭
代次数为 ２００ 次；网络神经元间权值初始值应用
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图 ５ ＰＳＯ 算法优化 ＳＶＭ 效果

Ｆｉｇ．５ Ｏｐｔｉｍｉｚｉｎｇ ｅｆｆｅｃｔ ｏｆ ＰＳＯ ａｌｇｏｒｉｔｈｍ ｏｎ ＳＶＭ

图 ６ ＳＶＭ 对氢气和甲烷的时间序列预测结果

Ｆｉｇ．６ Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ ｏｆ Ｈ２

ａｎｄ ＣＨ４ ｖｏｌｕｍｅ ｆｒａｃｔｉｏｎｓ ｂｙ ＳＶＭ

ｒａｎｄｎ 函数随机赋值；在学习过程中采用 Ｍｏｒｌｅｔ 母
小波基函数。 应用 ＰＳＯ 算法对 ＷＮＮ 进行网络权
值和神经元阈值的优化过程中，ＰＳＯ 算法的参数设
定与 ＳＶＭ 一致，ＷＮＮ 在对氢气、甲烷体积分数时
间序列预测误差变化趋势如图 ７ 所示。 由图 ７ 可
见，在 ＰＳＯ 算法优化 ＷＮＮ 的过程中，随着迭代次
数的增加，适应度函数值在前几次迭代过程中收敛
较快，然后趋于平稳，这表明 ＰＳＯ 算法对 ＷＮＮ 的
权值、神经元阈值的优化过程逐渐趋于收敛，优化
效果良好。

图 ７ ＷＮＮ 预测误差收敛情况

Ｆｉｇ．７ Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｃｏｎｖｅｒｇｅｎｃｅ ｏｆ ＷＮＮ

ＷＮＮ 对氢气、甲烷体积分数时间序列的预测结
果如图 ８ 所示。 由图可见，经过 ＰＳＯ 算法优化后，
ＷＮＮ 的预测结果更加接近时间序列真实值，且前 １５
个时间序列点预测精度较高，然后预测序列逐渐发
散，精度降低趋势。
３．１．３　 ＷＮＮ 预测模型

ＧＮＮ 需对网络初始化参数 ａ、ｂｎ－１进行初始化，
通过 ｒａｎｄ 函数随机赋值，其中灰色神经网络的优化

参数包括 ａ１、ｂ１、ｂ２、ｂ３、ｂ４、ｂ５、ｂ６，在优化过程中 ＰＳＯ
算法的参数设定与 ４．１．２ 节中一致。 ＧＮＮ 模型首先

对特征气体体积分数的原始时间序列进行一次累

图 ８ ＷＮＮ 对氢气和甲烷体积分数时间序列的预测结果

Ｆｉｇ．８ Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ ｏｆ Ｈ２

ａｎｄ ＣＨ４ ｖｏｌｕｍｅ ｆｒａｃｔｉｏｎｓ ｂｙ ＷＮＮ

加，累加后的时间序列呈现准指数变化规律，然后通

过一阶微分方程对其进行拟合。 经过 ＰＳＯ 算法优

化后的 ＧＮＮ 预测模型适应度函数值随迭代次数的

变化如图 ９ 所示。 由图可见，适应度函数值逐渐减

小而趋于稳定，证明了 ＰＳＯ 算法优化 ＧＮＮ 的稳

定性。

图 ９ 适应度函数值随迭代次数变化关系

Ｆｉｇ．９ Ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｆｉｔｎｅｓｓ ｆｕｎｃｔｉｏｎ
ａｎｄ ｉｔｅｒａｔｉｏｎ ｎｕｍｂｅｒ

ＧＮＮ 对氢气、甲烷体积分数时间序列的预测结
果如图 １０ 所示，由图可见经过 ＰＳＯ 算法优化后，
ＧＮＮ 的预测精度提高，但 ＧＮＮ 对前 １０ 个时间序列
点的预测精度较低，出现了预测时间序列点跳变的
情况。

图 １０ ＧＮＮ 对氢气、甲烷体积分数时间序列的预测结果

Ｆｉｇ．１０ Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ ｏｆ Ｈ２ ａｎｄ
ＣＨ４ ｖｏｌｕｍｅ ｆｒａｃｔｉｏｎｓ ｂｙ ＧＮＮ

３．２　 组合模型修正预测时间序列

限于篇幅，后文以甲烷体积分数时间序列为例

对组合预测模型进行讨论。 依据 ＳＶＭ⁃ＰＳＯ 预测模

型、ＷＮＮ⁃ＰＳＯ 预测模型、ＧＮＮ⁃ＰＳＯ 预测模型的预测

值与真实时间序列得到预测误差矩阵 ｅ［１，３］，限于篇

幅略去矩阵中部分元素。
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２．７２３ １ １．０８１ ５．５７３ ３
－０．７８１ ７ －２．６１５ ５ －０．４６９ ６
１．１３８ １ １．２７３ ９ １．６９６ １
－０．１０８ ３ －１．２４７ ４ －１．４２３ １
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（２４）

相应的预测误差矩阵 Ｅ 为：
　 　 Ｅ＝［（ｅｉｔ） ３×ｎ］［（ｅｉｔ） ３×ｎ］ Ｔ ＝

２０．１５１ ６ １７．４２６ ２ ２６．９１４ ０
１７．４２６ ２ ３０．２８８ ６ ３３．６３０ ７
２６．９１４ ０ ３３．６３０ ７ ４７４．８３３ ８

é

ë

ê
ê
ê

ù

û

ú
ú
ú

（２５）

将预测误差矩阵 Ｅ 代入 Ｗ＝Ｅ－１Ｒ ／ （ＲＴＥ－１Ｒ）中
得到组合预测模型的最优权系数 Ｗ：

Ｗ＝［０．８３２ ８ ０．１８６ ５ －０．０１９ ３］ （２６）
因此传统组合预测模型为：

Ｐ′（ ｔ）＝ ０．８３２ ８Ｐ１（ ｔ）＋ ０．１８６ ５ Ｐ２（ ｔ）－０．０１９ ３Ｐ３（ ｔ）
（２７）

将传统组合预测模型预测结果与真实时间序列
进行对比，结果如图 １１ 所示。

图 １１ 传统组合预测模型预测结果

Ｆｉｇ．１１ Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｔｒａｄｉｔｉｏｎａｌ ｃｏｍｂｉｎａｔｉｏｎ ｍｏｄｅｌ

图 １１ 表明应用权系数修正的传统组合预测模
型可将甲烷体积分数的时间序列预测精度进一步
提升，前 １５ 个时间序列点的预测值基本和时间序
列真实值一致，在后 １０ 个时间点处出现了预测
偏差。
３．３　 基于 ＰＳＯ⁃ＢＰ 算法的组合预测模型

文中提出的组合预测模型基于 ＳＶＭ⁃ＰＳＯ、
ＷＮＮ⁃ＰＳＯ、ＧＮＮ⁃ＰＳＯ 和传统组合预测模型的预测结
果，因此将 ＢＰ 神经网络的输入层设置为 ４ 个，输出
层设置为 １ 个，用于组合预测模型输出的时间序列；
中间层神经元个数设定为 ６ 个；ＰＳＯ 算法用于优化
ＢＰ 神经网络的权值和神经元阈值。 ＢＰ 神经网络组
合预测模型的预测结果如图 １２ 所示。

图 １２ ＰＳＯ⁃ＢＰ 组合预测模型预测效果

Ｆｉｇ．１２ Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ＰＳＯ⁃ＢＰ ｃｏｍｂｉｎａｔｉｏｎ ｍｏｄｅｌ

图 １２ 表明 ＢＰ 神经网络组合预测模型的预测值
与时间序列真实值基本吻合，经过 ＰＳＯ 算法优化
后，ＢＰ 神经网络组合预测模型表现出较强的非线形
拟合能力和预测性能。

４　 讨论

利用 ＳＶＭ、ＷＮＮ、ＧＮＮ、 ＳＶＭ⁃ＰＳＯ、ＷＮＮ⁃ＰＳＯ、
ＧＮＮ⁃ＰＳＯ、传统组合模型、基于 ＰＳＯ⁃ＢＰ 算法的组合
预测模型对甲烷体积分数进行预测，根据甲烷体积
分数时间序列真实值与预测值分别计算绝对平均误
差 Ｅ１、均方根误差 Ｅ２、最大绝对误差 Ｅ３ 和序列相关
度系数 Ｅ４ ４ 个指标来评定各个预测模型的预测精
度，如图 １３ 所示。 图中，预测算法序号 １—８ 分别对
应 ＳＶＭ、ＰＳＯ⁃ＳＶＭ、ＷＮＮ、ＰＳＯ⁃ＷＮＮ、ＧＮＮ、ＰＳＯ⁃ＧＮＮ
预测模型、传统组合模型、基于 ＰＳＯ⁃ＢＰ 算法的组合
预测模型。

图 １３ 预测模型预测效果对比

Ｆｉｇ．１３ Ｃｏｍｐａｒｉｓｏｎ ａｍｏｎｇ ｐｒｅｄｉｃｔｉｎｇ ｍｏｄｅｌｓ

图 １３ 表明 ＳＶＭ、ＷＮＮ、ＧＮＮ 经过 ＰＳＯ 算法优
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化后，平均误差 Ｅ１、均方根误差 Ｅ２、最大绝对误差 Ｅ３

均显著降低，序列相关度系数 Ｅ４ 增大，这说明时间
序列预测精确度提高。 传统组合模型和基于 ＰＳＯ⁃
ＢＰ 算法的组合预测模型的 ４ 个评价指标均优于其
他 ６ 种预测模型，表明了组合预测模型的优势，且基
于 ＰＳＯ⁃ＢＰ 算法的组合预测模型的 Ｅ１、Ｅ２、Ｅ３ 更低，
具有更好的预测精度。

５　 结论

本文分析了 ＷＮＮ、ＧＮＮ、ＳＶＭ 的原理，并应用
ＰＳＯ 算法对上述 ３ 种基本预测方法进行结构参数优
化，提出了基于 ＰＳＯ⁃ＢＰ 算法的组合预测模型，ＰＳＯ
算法通过优化 ＷＮＮ、ＧＮＮ、ＳＶＭ 预测模型的拓扑结
构参数可提高其预测精度，将 ＷＮＮ、ＧＮＮ、ＳＶＭ 预测
模型与 ＰＳＯ⁃ＢＰ 算法进行组合，并应用 ＰＳＯ 算法优
化组合预测模型的拓扑结构参数，组合模型较单一
模型有更高的预测精度。 本文提出的预测方法适用
于变压器油色谱的时间序列预测，也可用于电力系
统其他时间序列的预测。
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故障诊断方法研究［Ｊ］ ． 高压电器，２０１６，５２（２）：５７⁃６１．
ＣＨＥＮＧ Ｊｉａｔａｎｇ，ＤＵＡＮ Ｚｈｉｍｅｉ，ＸＩＯＮＧ Ｙａｎ，ｅｔ ａｌ． Ｄｉｓｓｏｌｖｅｄ ｇａｓ
ａｎａｌｙｓｉｓ ｂａｓｅｄ ＱＰＳＯ⁃ＢＰ ｍｏｄｅｌ ｆｏｒ ｔｒａｎｓｆｏｒｍｅｒ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ［ Ｊ］ ．
Ｈｉｇｈ Ｖｏｌｔａｇｅ Ａｐｐａｒａｔｕｓ，２０１６，５２（２）：５７⁃６１．

［ ５ ］ 欧阳庭辉，查晓明，秦亮，等． 含核函数切换的风电功率短期预

测新方法［Ｊ］ ． 电力自动化设备，２０１６，３６（９）：８０⁃８６．
ＯＵＹＡＮＧ Ｔｉｎｇｈｕｉ， ＺＨＡ Ｘｉａｏｍｉｎｇ， ＱＩＮ Ｌｉａｎｇ， ｅｔ ａｌ． Ｓｈｏｒｔ⁃ｔｅｒｍ
ｗｉｎｄ ｐｏｗｅｒ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｋｅｒｎｅｌ ｆｕｎｃｔｉｏｎ ｓｗｉｔｃｈｉｎｇ［Ｊ］ ． Ｅｌｅｃ⁃
ｔｒｉｃ Ｐｏｗｅｒ Ａｕｔｏｍａｔｉｏｎ Ｅｑｕｉｐｍｅｎｔ，２０１６，３６（９）：８０⁃８６．

［ ６ ］ 任韧，徐进，朱世华． 最小二乘支持向量域的混沌时间序列预测

［Ｊ］ ． 物理学报，２００６，５５（２）：５５５⁃５６３．
ＲＥＮ Ｒｅｎ，ＸＵ Ｊｉｎ，ＺＨＵ Ｓｈｉｈｕａ． Ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｃｈａｏｔｉｃ ｔｉｍｅ ｓｅｑｕｅｎｃｅ

ｕｓｉｎｇ ｌｅａｓｔ ｓｑｕａｒｅｓ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｄｏｍａｉｎ［Ｊ］ ． Ａｃｔａ Ｐｈｙｓｉｃａ Ｓｉｎｉｃａ，
２００６，５５（２）：５５５⁃５６３．

［ ７ ］ 祖向荣，田敏，白焰． 基于模糊聚类与函数小波核回归的短期负

荷预测方法［Ｊ］ ． 电力自动化设备，２０１６，３６（１０）：１３４⁃１４０．
ＺＵ Ｘｉａｎｇｒｏｎｇ， ＴＩＡＮ Ｍｉｎ， ＢＡＩ Ｙａｎ． Ｓｈｏｒｔ⁃ｔｅｒｍ ｌｏａｄ ｆｏｒｅｃａｓｔｉｎｇ
ｂａｓｅｄ ｏｎ ｆｕｚｚｙ ｃｌｕｓｔｅｒｉｎｇ ａｎｄ ｆｕｎｃｔｉｏｎａｌ ｗａｖｅｌｅｔ⁃ｋｅｒｎｅｌ ｒｅｇｒｅｓｓｉｏｎ
［Ｊ］ ． Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ Ａｕｔｏｍａｔｉｏｎ Ｅｑｕｉｐｍｅｎｔ，２０１６，３６（１０）：１３４⁃
１４０．　

［ ８ ］ 周辉仁，郑丕谔． 基于递阶遗传算法和 ＢＰ 网络的时间序列预

测［Ｊ］ ． 系统仿真学报，２００７，１９（２１）：５０５５⁃５０５８．
ＺＨＯＵ Ｈｕｉｒｅｎ，ＺＨＥＮＧ Ｐｉｅ． Ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇ ｂａｓｅｄ ｏｎ ｈｉｅ⁃
ｒａｒｃｈｉｃａｌ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍ ａｎｄ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ［ Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ
Ｓｙｓｔｅｍ Ｓｉｍｕｌａｔｉｏｎ，２００７，１９（２１）：５０５５⁃５０５８．

［ ９ ］ 单英浩，付青，耿炫，等． 基于改进 ＢＰ⁃ＳＶＭ⁃ＥＬＭ 与粒子化 ＳＯＭ⁃
ＬＳＦ 的微电网光伏发电组合预测方法［Ｊ］ ． 中国电机工程学报，
２０１６，３６（１２）：３３３４⁃３３４２．
ＳＨＡＮ Ｙｉｎｇｈａｏ，ＦＵ Ｑｉｎｇ，ＧＥＮＧ Ｘｕａｎ，ｅｔ ａｌ． Ｃｏｍｂｉｎｅｄ ｆｏｒｅｃａｓｔｉｎｇ
ｏｆ ｐｈｏｔｏｖｏｌｔａｉｃ ｐｏｗｅｒ ｇｅｎｅｒａｔｉｏｎ ｉｎ ｍｉｃｒｏｇｒｉｄ ｂａｓｅｄ ｏｎ ｔｈｅ ｉｍｐｒｏｖｅｄ
ＢＰ⁃ＳＶＭ⁃ＥＬＭ ａｎｄ ＳＯＭ⁃ＬＳＦ ｗｉｔｈ ｐａｒｔｉｃｌｉｚａｔｉｏｎ［Ｊ］ ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ＣＳＥＥ，２０１６，３６（１２）：３３３４⁃３３４２．

［１０］ 杨金芳，瞿永杰，王东风，等． 基于支持向量回归的时间序列预

测［Ｊ］ ． 中国电机工程学报，２００５，２５（１７）：１１０⁃１１４．
ＹＡＮＧ Ｊｉｎｆａｎｇ，ＺＨＡＩ Ｙｏｎｇｊｉｅ，ＷＡＮＧ Ｄｏｎｇｆｅｎｇ，ｅｔ ａｌ． Ｔｉｍｅ ｓｅｒｉｅｓ
ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｒｅｇｒｅｓｓｉｏｎ［ Ｊ］ ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ＣＳＥＥ，２００５，２５（１７）：１１０⁃１１４．

［１１］ 王德文，雷倩． 基于贝叶斯正则化深度信念网络的电力变压器

故障诊断方法［Ｊ］ ． 电力自动化设备，２０１８，３８（５）：１２９⁃１３５．
ＷＡＮＧ Ｄｅｗｅｎ，ＬＥＩ Ｑｉａｎ． Ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｏｆ ｐｏｗｅｒ ｔｒａｎｓｆｏｒｍｅｒ ｂａｓｅｄ
ｏｎ ＢＲ⁃ＤＢＮ［ Ｊ］ ． Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ Ａｕｔｏｍａｔｉｏｎ Ｅｑｕｉｐｍｅｎｔ，２０１８，３８
（５）：１２９⁃１３５．

［１２］ 张学清，梁军，张熙，等． 基于样本熵和极端学习机的超短期风

电功率组合预测模型［ Ｊ］ ． 中国电机工程学报，２０１３，３３（２５）：
３３⁃４０．
ＺＨＡＮＧ Ｘｕｅｑｉｎｇ，ＬＩＡＮＧ Ｊｕｎ，ＺＨＡＮＧ Ｘｉ，ｅｔ ａｌ． Ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ
ｆｏｒ ｕｌｔｒａ ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｐｏｗｅｒ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｓａｍｐｌｅ ｅｎｔｒｏｐｙ
ａｎｄ ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ［Ｊ］ ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＣＳＥＥ，２０１３，
３３（２５）：３３⁃４０．

［１３］ 阮羚，谢齐家，高胜友，等． 人工神经网络和信息融合技术在变

压器状态评估中的应用 ［ Ｊ］ ． 高电压技术， ２０１４， ４０ （ ３）：
８２２⁃８２８．
ＲＵＡＮ Ｌｉｎｇ，ＸＩＥ Ｑｉｊｉａ，ＧＡＯ Ｓｈｅｎｇｙｏｕ，ｅｔ ａｌ． Ａｐｐｌｉｃａｔｉｏｎ ｏｆ ａｒｔｉｆｉｃｉａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｉｎｆｏｒｍａｔｉｏｎ ｆｕｓｉｏｎ ｔｅｃｈｎｏｌｏｇｙ ｉｎ ｐｏｗｅｒ ｔｒａｎｓ⁃
ｆｏｒｍｅｒ ｃｏｎｄｉｔｉｏｎ ａｓｓｅｓｓｍｅｎｔ［ Ｊ］ ． Ｈｉｇｈ Ｖｏｌｔａｇｅ Ｅｎｇｉｎｅｅｒｉｎｇ，２０１４，
４０（３）：８２２⁃８２８．

［１４］ 熊浩，孙才新，李小虎，等． 基于克隆选择分类算法的电力变压

器故障诊断［Ｊ］ ． 电网技术，２００６，３０（４）：６５⁃７３．
ＸＩＯＮＧ Ｈａｏ，ＳＵＮ Ｃａｉｘｉｎ，ＬＩ Ｘｉａｏｈｕ，ｅｔ ａｌ． Ｐｏｗｅｒ ｔｒａｎｓｆｏｒｍｅｒ ｆａｕｌｔ
ｄｉａｇｎｏｓｉｓ ｂａｓｅｄ ｏｎ ｃｌｏｎａｌ ｓｅｌｅｃｔｉｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ［ Ｊ］ ．
Ｐｏｗｅｒ Ｓｙｓｔｅｍ Ｔｅｃｈｎｏｌｏｇｙ，２００６，３０（４）：６５⁃７３．

［１５］ 牛哲文，余泽远，李波，等． 基于深度门控循环单元神经网络的

短期风功率预测模型 ［ Ｊ］ ． 电力自动化设备，２０１８，３８ （ ５）：
３６⁃４２．
ＮＩＵ Ｚｈｅｗｅｎ，ＹＵ Ｚｅｙｕａｎ，ＬＩ Ｂｏ，ｅｔ ａｌ． Ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｐｏｗｅｒ ｆｏｒｅ⁃
ｃａｓｔｉｎｇ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｄｅｅｐ ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
［Ｊ］ ． Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ Ａｕｔｏｍａｔｉｏｎ Ｅｑｕｉｐｍｅｎｔ，２０１８，３８（５）：３６⁃４２．

［１６］ 熊浩，孙才新，李小虎，等． 基于克隆选择分类算法的电力变压

器故障诊断［Ｊ］ ． 电网技术，２００６，３０（４）：６５⁃７３．
ＸＩＯＮＧ Ｈａｏ，ＳＵＮ Ｃａｉｘｉｎ，ＬＩ Ｘｉａｏｈｕ，ｅｔ ａｌ． Ｐｏｗｅｒ ｔｒａｎｓｆｏｒｍｅｒ ｆａｕｌｔ
ｄｉａｇｎｏｓｉｓ ｂａｓｅｄ ｏｎ ｃｌｏｎａｌ ｓｅｌｅｃｔｉｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ［ Ｊ］ ．
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Ｐｏｗｅｒ Ｓｙｓｔｅｍ Ｔｅｃｈｎｏｌｏｇｙ，２００６，３０（４）：６５⁃７３．
［１７］ 杨廷方，周力行，李景禄，等． 基于最优权值的组合模型诊断变

压器故障［Ｊ］ ． 电网技术，２０１３，３７（１）：１９０⁃１９４．
ＹＡＮＧ Ｔｉｎｇｆａｎｇ，ＺＨＯＵ Ｌｉｘｉｎｇ，ＬＩ Ｊｉｎｇｌｕ，ｅｔ ａｌ． Ｐｏｗｅｒ ｔｒａｎｓｆｏｒｍｅｒ
ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｂａｓｅｄ ｏｎ ｏｐｔｉｍａｌ ｗｅｉｇｈｔｓ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ ［ Ｊ ］ ．
Ｐｏｗｅｒ Ｓｙｓｔｅｍ Ｔｅｃｈｎｏｌｏｇｙ，２０１３，３７（１）：１９０⁃１９４．

［１８］ 刘亚南，范立新，徐钢，等． 基于非负矩阵分解与改进极端学习

机的变压器油中溶解气体浓度预测模型［ Ｊ］ ． 高压电器，２０１６，
５２（１）：１６２⁃１６９．
ＬＩＵ Ｙａｎａｎ，ＦＡＮ Ｌｉｘｉｎ，ＸＵ Ｇａｎｇ，ｅｔ ａｌ． Ｃｏｎｃｅｎｔｒａｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ
ｍｏｄｅｌ ｏｆ ｄｉｓｓｏｌｖｅｄ ｇａｓｅｓ ｉｎ ｔｒａｎｓｆｏｒｍｅｒ ｏｉｌ ｂａｓｅｄ ｏｎ ＮＭＦ ａｎｄ ｉｍ⁃
ｐｒｏｖｅｄ ＥＬＭ［Ｊ］ ． Ｈｉｇｈ Ｖｏｌｔａｇｅ Ａｐｐａｒａｔｕｓ，２０１６，５２（１）：１６２⁃１６９．

［１９］ 马福民，逯瑞强，张腾飞． 基于局部密度自适应度量的粗糙 Ｋ⁃
ｍｅａｎｓ 聚类算法［Ｊ］ ． 计算机工程与科学，２０１８，４０（１）：１８４⁃１９０．
ＭＡ Ｆｕｍｉｎ，ＬＵ Ｒｕｉｑｉａｎｇ，ＺＨＡＮＧ Ｔｅｎｇｆｅｉ． Ｒｏｕｇｈ Ｋ⁃ｍｅａｎｓ ｃｌｕｓｔｅ⁃
ｒｉｎｇ ｂａｓｅｄ ｏｎ ｌｏｃａｌ ｄｅｎｓｉｔｙ ａｄａｐｔｉｖｅ ｍｅａｓｕｒｅ［ Ｊ］ ． Ｃｏｍｐｕｔｅｒ Ｅｎｇｉ⁃
ｎｅｅｒｉｎｇ ＆ Ｓｃｉｅｎｃｅ，２０１８，４０（１）：１８４⁃１９０．

［２０］ 高佳程，曹雁庆，朱永利，等． 基于 ＫＥＬＭ⁃ＶＰＭＣＤ 方法的未知局

部放电类型的模式识别［ Ｊ］ ． 电力自动化设备，２０１８，３８（５）：
１４１⁃１４７．
ＧＡＯ Ｊｉａｃｈｅｎｇ，ＣＡＯ Ｙａｎｑｉｎｇ，ＺＨＵ Ｙｏｎｇｌｉ，ｅｔ ａｌ． Ｐａｔｔｅｒｎ ｒｅｃｏｇｎｉｔｉｏｎ
ｏｆ ｕｎｋｎｏｗｎ ＰＤ ｔｙｐｅｓ ｂａｓｅｄ ｏｎ ＫＥＬＭ⁃ＶＰＭＣＤ［Ｊ］ ． Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ
Ａｕｔｏｍａｔｉｏｎ Ｅｑｕｉｐｍｅｎｔ，２０１８，３８（５）：１４１⁃１４７．

［２１］ 程启明，陈路，程尹曼，等． 基于 ＥＥＭＤ 和 ＬＳ⁃ＳＶＭ 模型的风电

功率短期预测方法［Ｊ］ ． 电力自动化设备，２０１８，３８（５）：２７⁃３５．
ＣＨＥＮＧ Ｑｉｍｉｎｇ， ＣＨＥＮ Ｌｕ， ＣＨＥＮＧ Ｙｉｎｍａｎ， ｅｔ ａｌ． Ｓｈｏｒｔ⁃ｔｅｒｍ
ｗｉｎｄ ｐｏｗｅｒ ｆｏｒｅｃａｓｔｉｎｇ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ＥＥＭＤ ａｎｄ ＬＳ⁃ＳＶＭ ｍｏｄｅｌ
［Ｊ］ ． Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ Ａｕｔｏｍａｔｉｏｎ Ｅｑｕｉｐｍｅｎｔ，２０１８，３８（５）：２７⁃３５．
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