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基于改进混沌时间序列的风电功率区间预测方法
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摘要：风电功率区间预测是预测给定置信水平下风电功率的上限和下限，可以反映风电功率的变化范围，为
调度提供有效的辅助信息。 考虑风电功率的混沌特性，提出了基于改进混沌时间序列的风电功率区间预测

方法。 由于风电功率具有强间歇性和波动性，传统的混沌时间序列方法在风电功率区间预测中难以获得好

的聚类效果和高的预测精度，影响了功率区间预测的结果。 引入蚁群聚类算法和支持向量机，利用蚁群聚类

算法的强搜索能力和支持向量机的强预测能力对传统方法进行改进，获得了更好的区间预测结果。 将改进

方法应用于英国和德国风电场的风电功率区间预测中，对比分析改进方法与基于神经网络的功率区间预测

方法和传统方法在不同置信水平下的预测结果，验证了所提改进方法的有效性。
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０　 引言

随着风电的广泛应用，准确预测风电功率对维
持电网的安全运行、降低发电成本、提高风电市场的
竞争力具有重要的意义。 目前，关于风电功率的点
预测方法已有大量的研究成果，预测方法主要可以
分为物理预测方法和统计预测方法［１⁃３］。 物理预测
方法先基于数值天气预报和风电场的详细地理信息
估计风电机组轮毂高度处的风速最优值，再根据风
电机组或风电场的功率曲线将风速转换为风电场的
输出功率［４］；统计预测方法不考虑风电功率变化的
物理过程，而是基于历史统计数据，通过曲线拟合、
参数估计和数据训练等方法建立影响因素与风电功
率的关系，主要方法包括时间序列法［５⁃６］、灰色预测
法［７⁃８］、卡尔曼滤波法［９⁃１０］、神经网络［１１⁃１３］、支持向量
机［１４⁃１５］和组合方法［１６⁃１８］等。

然而，目前风电功率点预测的预测精度仍不是
十分理想，仅依赖点预测结果还难以辅助调度进行
准确的决策。 为了进一步丰富调度的辅助信息，学
者们开始对风电功率的区间预测进行研究。 根据不
同的区间形成方法，风电功率的区间预测方法主要
分为 ２ 类［１９］：第一类是采用神经网络、极限学习机
等方法训练历史数据，构建风电功率的双输出模型，
预测风电功率可能发生的上界和下界；第二类是事
先假设或估计风电功率的概率分布函数，通过对概
率分布函数进行逆运算，可以得到给定置信度水平
下风电功率的区间。

文献［２０⁃２９］属于第一类风电功率区间预测方

法：文献［２０⁃２１］利用神经网络进行预测，并分别采
用估计法和基于模糊理论的估计法生成预测区间；
文献［２２⁃２４］分别基于神经网络和小波神经网络设
计了风电功率的区间预测模型，并分别采用模拟退
火方法、粒子群优化算法和人工蜂群算法训练网络
的参数；文献［２５⁃２６］分别利用极限学习机和核极限
学习机构建风电功率区间预测模型，并运用粒子群
优化算法训练参数；文献［２７⁃２８］首先利用聚类经验
模态分解与样本熵方法对原始风电功率时间序列进
行分解，然后基于极限学习机建立风电功率区间预
测模型，并分别采用量子粒子群优化算法、混沌萤火
虫算法训练参数；文献［２９］首先利用变分模态分解
对原始风电功率时间序列进行分解，然后基于核极
限学习机建立风电功率区间预测模型，并采用人工
蜂群算法训练参数。 文献［３０⁃３５］则属于第二类风
电功率区间预测方法：文献［３０］提出一种基于经验
分布的非参数重采样概率预测方法；文献［３１］建立
风电功率的条件 Ｃｏｐｕｌａ 联合分布函数；文献［３２］采
用非参数估计法估计风电功率预测误差的分布；文
献［３３］假设风电功率预测误差服从贝塔分布；文献
［３４⁃３５］利用分位数回归对风电功率概率分布的分
位点进行预测，进而计算得到不同置信水平下的预
测区间。 上述方法为风电功率区间预测提供了很多
的思路和基础。 然而，上述方法主要从数据训练的
角度对风电功率进行区间预测，没有考虑风电功率
时间序列的性质。

目前，已有文献已经证明了风电功率时间序列
具有混沌特性，并运用混沌理论对风电功率进行了
点预测［３６⁃３８］。 混沌理论通过对原始序列进行重构将
原系统拓展到高维的空间中，从而以高维的方式直
观地表现出非线性系统中隐含的信息特征。 基于
此，有学者提出了基于混沌时间序列的电力负荷区
间预测方法（本文称之为传统方法） ［３９⁃４０］。 但是，风
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电功率具有较强的间歇性和波动性，传统方法中的
系统聚类算法和加权一阶局域法难以获得好的聚类
效果和高的预测精度，从而很难得到好的区间预测
结果。 因此，本文改进了传统方法，提出了基于蚁群
聚类算法和支持向量机的风电功率区间预测方法。

１　 基于传统混沌时间序列的风电功率区间
预测方法

１．１　 传统方法的基本原理

假设长度为 Ｎ 的风电功率时间序列 Ｐ ＝［Ｐ（１），
Ｐ（２），…，Ｐ（Ｎ）］ Ｔ，预测目标为 ｈ 时刻后的功率，将
其记为 Ｐ（Ｎ＋ｈ），即由 Ｐ 预测 Ｐ（Ｎ＋ｈ）的区间。 基
于传统混沌时间序列的风电功率区间预测方法的基
本过程包括相空间重构、系统聚类、加权一阶局域法
预测和区间形成 ４ 个步骤。 下文将分别对每个步骤
进行阐述。 此外，本节定义了大量风电功率相关的
变量，具体变量说明见附录 Ａ 中的表 Ａ１。

ａ． 相空间重构。
对于风电功率序列 Ｐ，相空间重构后形成如下矩阵：

ＰＷ ＝［ＰＷ（１），ＰＷ（２），…，ＰＷ（Ｍ）］ Ｔ ＝
Ｐ（１） Ｐ（１＋τ） … Ｐ（１＋（ｍ－１）τ）
Ｐ（２） Ｐ（２＋τ） … Ｐ（２＋（ｍ－１）τ）
︙ ︙ ︙

Ｐ（Ｍ） Ｐ（Ｍ＋τ） … Ｐ（Ｍ＋（ｍ－１）τ）

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

（１）

其中，ＰＷ 为 Ｍ×ｍ 阶的重构相空间矩阵，其每一行称
为一个相点；τ 和 ｍ 分别为延迟时间和嵌入维数，是
相空间重构的参数；Ｍ ＝Ｎ－（ｍ－１） τ 为重构相空间
中相点的个数。 相空间重构的关键是确定延迟时间
τ 和嵌入维数 ｍ。 本文采用互信息法［４１］确定最佳延
迟时间，采用关联维数法［４１］确定最佳嵌入维数。

ｂ． 系统聚类。
采用系统聚类算法［４０］对矩阵 ＰＷ 中的相点进行

聚类，找到 ＰＷ（Ｍ） 的相似相点，即聚类结果中与
ＰＷ（Ｍ）是同一类的相点，形成 ＰＷ（Ｍ）的相似相点矩
阵 ＰＳ：
　 ＰＳ ＝［ＰＳ（１），ＰＳ（２），…，ＰＳ（ｎ）］ Ｔ ＝

Ｐ（ｅ） Ｐ（ｅ＋τ） … Ｐ（ｅ＋（ｍ－１）τ）
Ｐ（ ｆ） Ｐ（ ｆ＋τ） … Ｐ（ ｆ＋（ｍ－１）τ）
︙ ︙ ︙

Ｐ（ｇ） Ｐ（ｇ＋τ） … Ｐ（ｇ＋（ｍ－１）τ）

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

（２）

其中，ｅ， ｆ，ｇ∈［１，Ｍ－１］，并且 ｅ≠ｆ≠ｇ；ｎ 为相似相
点的个数。 寻找 ＰＷ（Ｍ）的相似相点是因为 ＰＷ（Ｍ）
是最新的相点，其与待预测量的时间间隔最短，相关
性较强。

ｃ． 加权一阶局域法预测。
以 ＰＳ 中的相点 ＰＳ（１）为例说明此预测过程。

首先，计算 ＰＳ（１）与 ＰＷ 中除 ＰＳ（１）外的其余相点之
间的空间欧氏距离，基于计算结果选出与 ＰＳ（１）之

间距离较小的 Ｋ 个相点，将其记为 ＰＪ，１：

　 ＰＪ，１ ＝［ＰＪ，１（１），ＰＪ，１（２），…，ＰＪ，１（Ｋ）］ Ｔ ＝
Ｐ（ｏ） Ｐ（ｏ＋τ） … Ｐ（ｏ＋（ｍ－１）τ）
Ｐ（ｐ） Ｐ（ｐ＋τ） … Ｐ（ｐ＋（ｍ－１）τ）
︙ ︙ ︙

Ｐ（ｑ） Ｐ（ｑ＋τ） … Ｐ（ｑ＋（ｍ－１）τ）

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

（３）

其中，ｏ，ｐ，ｑ∈［１，Ｍ－ｈ］，并且 ｏ≠ｐ≠ｑ。 则这 Ｋ 个相
点对应的 ｈ 时刻后的相点为：
Ｐｈ

Ｊ，１ ＝［Ｐｈ
Ｊ，１（１），Ｐｈ

Ｊ，１（２），…，Ｐｈ
Ｊ，１（Ｋ）］Ｔ ＝

Ｐ（ｏ＋ｈ） Ｐ（ｏ＋ｈ＋τ） … Ｐ（ｏ＋ｈ＋（ｍ－１）τ）
Ｐ（ｐ＋ｈ） Ｐ（ｐ＋ｈ＋τ） … Ｐ（ｐ＋ｈ＋（ｍ－１）τ）

︙ ︙ ︙
Ｐ（ｑ＋ｈ） Ｐ（ｑ＋ｈ＋τ） … Ｐ（ｑ＋ｈ＋（ｍ－１）τ）

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

（４）
然后，利用加权一阶局域法［４０］ 拟合 ＰＪ，１与 Ｐｈ

Ｊ，１

之间的函数关系式。 最后，将 ＰＳ（１）作为函数的自
变量代入函数式，可以得到 ＰＳ（１）在 ｈ 时刻后相点
的预测值，记为 ＰＹ（１）：
ＰＹ（１）＝ ［Ｐ

　～（ｅ＋ｈ），Ｐ
　～（ｅ＋ｈ＋τ），…，Ｐ

　～（ｅ＋ｈ＋（ｍ－１）τ）］
（５）

其中， Ｐ
　～ （ｅ＋ｈ）为 Ｐ（ ｅ＋ｈ）的预测值。 按上述方法对

ＰＳ 中所有相点在 ｈ 时刻后的相点进行预测，形成预
测集 ＰＹ：

ＰＹ ＝［ＰＹ（１），ＰＹ（２），…，ＰＹ（ｎ）］ Ｔ ＝
Ｐ
　～ （ｅ＋ｈ） Ｐ

　～ （ｅ＋ｈ＋τ） … Ｐ
　～ （ｅ＋ｈ＋（ｍ－１）τ）

Ｐ
　～ （ ｆ＋ｈ） Ｐ

　～ （ ｆ＋ｈ＋τ） … Ｐ
　～ （ ｆ＋ｈ＋（ｍ－１）τ）

︙ ︙ ︙
Ｐ
　～ （ｇ＋ｈ） Ｐ

　～ （ｇ＋ｈ＋τ） … Ｐ
　～ （ｇ＋ｈ＋（ｍ－１）τ）

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

（６）
ｄ． 区间形成。
因预测目标为 Ｐ（Ｎ）在 ｈ 时刻后的功率 Ｐ（Ｎ＋ｈ），

故先要提取 ＰＹ 的最后一列预测值，将其记为 ＰＹｍ。
由 ＰＹｍ中的最大值 Ｐｍａｘ

Ｙｍ 、最小值 Ｐｍｉｎ
Ｙｍ 形成 Ｐ（Ｎ＋ｈ）的

初始预测区间［Ｐｍｉｎ
Ｙｍ ，Ｐｍａｘ

Ｙｍ ］；将初始预测区间分成 Ｄ
份，每一份长度为 Ｉ ＝ （Ｐｍａｘ

Ｙｍ －Ｐｍｉｎ
Ｙｍ ） ／ Ｄ；计算 ＰＹｍ中预

测值落入区间［Ｐｍｉｎ
Ｙｍ ＋ｒＩ，Ｐｍａｘ

Ｙｍ －ｒＩ］（ ｒ 为 １～Ｄ ／ ２ 范围内
的整数，初始值取为 １）中的可靠度 Ｒ，即计算落入区
间［Ｐｍｉｎ

Ｙｍ ＋ｒＩ，Ｐｍａｘ
Ｙｍ －ｒＩ］中的预测值个数 ｌ 与落入区间

［Ｐｍｉｎ
Ｙｍ ，Ｐｍａｘ

Ｙｍ ］中的预测值个数 Ｌ 的比值；增加 ｒ 直到 Ｒ
与预先设定的置信水平 ＸＰＩＮＣ相等，那么此时的区间

［Ｐｍｉｎ
Ｙｍ ＋ｒＩ，Ｐｍａｘ

Ｙｍ －ｒＩ］即为满足给定置信水平的区间。
１．２　 传统方法存在的不足分析

在基于传统混沌时间序列的风电功率区间预测
方法中，采用系统聚类算法和加权一阶局域法难以
得到好的聚类效果和高的预测精度。 本节将对系统
聚类算法和加权一阶局域法的不足进行分析。
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系统聚类算法［４０］ 将距离最近的样本合并为一
类，其操作简单，但存在以下不足：每一个新类的生
成都是基于之前类合并的结果；已合并的类不能撤
销，类与类之间不能再交换样本；某一次合并的效果
会影响整个聚类过程，从而影响最终的聚类结果。

加权一阶局域法［４０］ 将输入与输出的关系拟合
为线性函数，在风电功率相似相点的预测中，其一阶
局域线性拟合为：

Ｐｈ
Ｊ，１ ＝ａΞ＋ｂＰＪ，１ （７）

其中，ａ 和 ｂ 为拟合的参数；Ξ为 Ｋ×ｍ 阶的全 １ 矩阵。
风电功率相点间的关系复杂，不是简单的线性关系，
加权一阶局域法的线性模型难以获得高的预测精度。

基于上述不足，本文对传统方法进行了改进，在
相空间重构的基础上，采用蚁群聚类算法选择相似
相点，采用支持向量机对相似相点进行预测，进而实
现风电功率区间预测。

２　 基于蚁群聚类算法和支持向量机的改进
风电功率区间预测方法

２．１　 基于蚁群聚类算法的聚类效果改进

蚁群算法是一种根据大自然中蚁群寻觅食物形
成的智能搜索算法。 在聚类分析方面，学者们受蚂
蚁堆积尸体和分类幼体的启发，将蚁群算法用于聚
类分析［４２］。 本文将蚁群聚类算法用于风电功率相
点选择中，首先定义相点 ＰＷ（ ｖ） （ ｖ ＝ １，２，…，Ｍ）和
类 ｗ（ｗ＝ １，２，…，Ａ，其中 Ａ 为类的数目）之间的信息
素浓度 αｖ，ｗ，以其大小来表征路径的远近，由此判断
相点 ＰＷ（ｖ）是否归为类 ｗ。 聚类的基本思想是将相
点归到信息素浓度最大的一类中。

信息素的更新如式（８）所示。

αｖ，ｗ（ ｔ＋１）＝ （１－ ρ）αｖ，ｗ（ ｔ）＋
Ｑ
Ｆｖ，ｗ

（８）

其中，αｖ，ｗ（ ｔ＋１）和 αｖ，ｗ（ ｔ）分别为第 ｔ＋１ 次和第 ｔ 次
迭代中相点 ＰＷ（ ｖ）和类 ｗ 之间的信息素浓度；ρ 为
信息素的挥发系数；Ｑ 为常数，表示蚂蚁循环一周所
释放的信息素总量；Ｆｖ，ｗ 为该次迭代中相点 ＰＷ（ ｖ）
和类 ｗ 之间的目标函数值。 灰色系统理论中的关联
度根据曲线间的相似程度来评价关联性［４３］，能够在
一定程度上反映相点间的变化关系，将其应用于目
标函数值中。

以相点 ＰＷ（ｖ）为参考，类 ｗ 的聚类中心 ＰＣ（ｗ）
与相点 ＰＷ（ｖ）在第 ｕ（ｕ ＝ １，２，…，ｍ）个元素的关联
系数 ξｖ，ｗ（ｕ）为：

　 　 　 　 ξｖ，ｗ（ｕ）＝
ｍｉｎ
ｗ

　ｍｉｎ
ｕ

ΔＰ

ΔＰ ＋λ ｍａｘ
ｗ

　ｍａｘ
ｕ

ΔＰ
＋

λ ｍａｘ
ｗ

　ｍａｘ
ｕ

ΔＰ

ΔＰ ＋λ ｍａｘ
ｗ

　ｍａｘ
ｕ

ΔＰ
（９）

ΔＰ＝ＰＷ（ｖ，ｕ）－ＰＣ（ｗ，ｕ）
其中，ｍｉｎ

ｗ
　ｍｉｎ

ｕ
ΔＰ 为相点 ＰＷ（ｖ）与不同聚类中心在

第 ｕ 个元素上差值绝对值的最小值；ｍａｘ
ｗ

　ｍａｘ
ｕ

ΔＰ 为

相点 ＰＷ（ｖ）与不同聚类中心在第 ｕ 个元素上差值绝
对值的最大值；λ 为分辨系数，取值范围为 ０ ～ １，通
常取为 ０．５。 聚类中心 ＰＣ（ｗ）与相点 ＰＷ（ ｖ）的关联
度 δｖ，ｗ为：

δｖ，ｗ＝
１
ｍ∑

ｍ

ｕ ＝ １
ξｖ，ｗ（ｕ） （１０）

相点 ＰＷ（ｖ）和类 ｗ 之间的目标函数值为：
Ｆｖ，ｗ ＝ １－ δｖ，ｗ （１１）

该次迭代中总的目标函数值为：

Ｆ＝∑
Ａ

ｗ ＝ １
∑
Ｂ

ｓ ＝ １
Ｆｓ，ｗ （１２）

其中，Ｆ 用于表征总的聚类效果；ｓ 表示相点 ＰＷ（ ｓ）
为类 ｗ 中的相点；Ｂ 为类 ｗ 中的相点数。

采用蚁群聚类算法对风电功率相点进行聚类的
具体流程如下。

ａ． 初始化蚁群聚类算法参数：设置蚂蚁数目、最
大迭代次数、聚类数目、信息素挥发系数、蚂蚁循环
一周所释放的信息素总量、初始信息素浓度等。

ｂ． 根据信息素浓度，每只蚂蚁将相点归类到具
有最大信息素浓度的类中；根据聚类结果计算每一
类的聚类中心，取类中各相点对应元素的平均值；计
算目标函数值 Ｆｖ，ｗ和 Ｆ。

ｃ． 在所有蚂蚁的聚类结果中选出具有最小 Ｆ 值
的结果作为本次循环的最优解，并比较每次循环的
最小 Ｆ 值，记录所有循环中的最优解。

ｄ． 利用 Ｆｖ，ｗ 根据式（８）更新信息素。
ｅ． 判断迭代次数是否达到最大迭代次数，若达

到，则输出最优解，即为最优聚类结果；否则，转步骤 ｂ。
与系统聚类算法相比，蚁群聚类算法的主要优

势为：每次迭代可以根据信息素调整分类，而不是一
次性地只根据距离进行分类；中间某次迭代对聚类
结果的影响不大。
２．２　 基于支持向量机的预测精度改进

支持向量机是一种常用的分类和拟合方法，它
在解决小样本、非线性问题中表现出许多特有的优
势，能推广应用到函数拟合等其他机器学习问题中。

在风电功率相似相点的预测中，支持向量机模
型可表示为：

Ｐｈ
Ｊ，１＝∑

Ｚ

ｚ ＝ １
ｃ（ ｚ）Ｈ（ＰＪ，１，ＰＥ（ ｚ））＋ｄΞ （１３）

其中，Ｚ 为支持向量的数目；ＰＥ（ ｚ）为支持向量；ｃ（ ｚ）
为权值；ｄ 为偏置量；Ｈ（·）为核函数，通常采用高斯
径向基函数，如式（１４）所示。
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　 Ｈ（ＰＪ，１，ＰＥ（ ｚ））＝ ｅｘｐ －
‖ＰＪ，１－ＰＥ（ ｚ）‖２

２μ２

æ

è
ç

ö

ø
÷ （１４）

其中，μ 为核函数的参数。
与加权一阶局域法相比，支持向量机可以拟合

风电功率相点间的非线性关系，训练得到更有效的
预测模型，有利于预测精度的提高。
２．３　 风电功率区间预测具体步骤

ａ． 对风电功率时间序列数据进行归一化处理。
ｂ． 利用互信息法［４１］ 确定风电功率时间序列的

最佳延迟时间，利用关联维数法［４１］ 确定最佳嵌入维
数，然后对风电功率时间序列进行相空间重构。

ｃ． 采用蚁群聚类算法对重构后相空间中的风电
功率相点进行聚类，找到与 ＰＷ（Ｍ）同属一类的相点
作为 ＰＷ（Ｍ）的相似相点，得到相似相点矩阵 ＰＳ。

ｄ． 运用支持向量机对 ＰＳ 中的每个相点在 ｈ 时
刻后的相点进行预测，形成预测矩阵 ＰＹ。

ｅ． 从 ＰＹ 中提取出 ＰＹｍ，由 ＰＹｍ形成初始预测区

间［Ｐｍｉｎ
Ｙｍ ，Ｐｍａｘ

Ｙｍ ］，ｒ 的初值取为 １。
ｆ． 计算 ＰＹｍ中预测值落入区间［Ｐｍｉｎ

Ｙｍ ＋ｒＩ，Ｐｍａｘ
Ｙｍ －ｒＩ］

中的可靠度 Ｒ。
ｇ． 若 Ｒ＞ＸＰＩＮＣ，则增加 ｒ 并转步骤 ｆ；若 Ｒ＝ＸＰＩＮＣ，

则转步骤 ｈ。
ｈ． 输出满足给定置信水平的区间［Ｐｍｉｎ

Ｙｍ ＋ｒＩ，Ｐｍａｘ
Ｙｍ －

ｒＩ］。 　

３　 风电功率区间预测性能评价指标

目前，评价风电功率区间预测性能的指标通常
有预测区间覆盖率 ＰＩＣＰ（Ｐｒｅｄｉｃｔｉｏｎ Ｉｎｔｅｒｖａｌ Ｃｏｖｅｒａｇｅ
Ｐｒｏｂａｂｉｌｉｔｙ） ＸＰＩＣＰ、预测区间平均宽度 ＰＩＮＡＷ（Ｐｒｅ⁃
ｄｉｃｔｉｏｎ Ｉｎｔｅｒｖａｌ Ｎｏｒｍａｌｉｚｅｄ Ａｖｅｒａｇｅ Ｗｉｄｔｈ）ＸＰＩＮＡＷ以及
累积带宽偏差 ＡＷＤ（Ａｃｃｕｍｕｌａｔｅｄ Ｗｉｄｔｈ Ｄｅｖｉａｔｉｏｎ）
ＸＡＷＤ。 评价指标的计算公式见文献［２６］或附录 Ｂ
中的式（Ｂ１）—（Ｂ４）。

４　 算例分析

算例所用的数据为英国的 １ 座风电场在 ２０１２
年的风电功率数据（算例 １）和德国的 １ 座风电场在
２０１６ 年的风电功率数据（算例 ２），每 １５ ｍｉｎ 进行一
次数据采样，每天有 ９６ 个采样点。 考虑到不同季节
的影响，分别采用基于神经网络的区间预测方法（神
经网络方法）、传统混沌时间序列方法（传统方法）
和改进混沌时间序列方法（改进方法）对 ２ 个算例在
３ 月、６ 月、９ 月和 １２ 月最后 ７ ｄ 的风电功率进行区
间预测。 在每一次的预测中，基于前一个月的数据
预测之后 ３ ｈ 的风电功率区间，即每次预测 １２ 个
点，每天预测 ８ 次，连续预测 ７ ｄ，预测 ５６ 次即可得
到 ７ ｄ 的预测结果。

首先，为了验证本文所提改进方法的有效性，将

改进方法与神经网络方法的区间预测结果进行比
较。 其次，为了比较传统方法和改进方法的预测效
果，设置 ４ 种仿真方案：方案 １ 采用系统聚类算法和
加权一阶局域法进行预测；方案 ２ 采用蚁群聚类算
法和加权一阶局域法进行预测；方案 ３ 采用系统聚
类算法和支持向量机进行预测；方案 ４ 采用蚁群聚
类算法和支持向量机进行预测。
４．１　 预测参数设置

风电功率时间序列的长度 Ｎ 为用于预测的一个

月的风电功率数据点数。 利用互信息法［４１］ 求出算

例 １ 的 ３ 月、６ 月、９ 月和 １２ 月的最佳延迟时间分别
为 １６、１５、１５ 和 １４，算例 ２ 的 ３ 月、６ 月、９ 月和 １２ 月
的最佳延迟时间分别为 １４、１４、１６ 和 １８；利用关联维

数法［４１］求出算例 １ 的 ４ 个月的最佳嵌入维数分别

为 ４、５、４ 和 ６，算例 ２ 的 ４ 个月的最佳嵌入维数分别
为 ３、３、４ 和 ４。 在蚁群聚类算法中，蚂蚁数目、最大
迭代次数、聚类数目、信息素挥发系数、蚂蚁循环一
周所释放的信息素总量分别为 １００、１００、６０、０．１、１，
初始信息素浓度为 ０．００１ ～ ０．０１ 之间的随机数。 在

对相似相点进行预测时，Ｋ 取为 ５０。 在形成区间时，
Ｄ 取为 １００。
４．２　 改进方法与神经网络方法的对比

为了验证改进方法的有效性，对改进方法与神

经网络方法的区间预测结果进行比较。 算例 １ 和 ２
的结果集中展示于附录 Ｃ，本节仅对算例 １ 的结果
进行分析。 表 １—４ 给出了算例 １ 中改进方法与神

经网络方法预测结果的评价指标。

表 １ 算例 １ 中改进方法与神经网络方法的评价指标

对比（３ 月 ２５—３１ 日）
Ｔａｂｌｅ １ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｂｅｔｗｅｅｎ

ｉｍｐｒｏｖｅｄ ｍｅｔｈｏｄ ａｎｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｅｔｈｏｄ ｉｎ Ｅｘａｍｐｌｅ １
（Ｍａｒｃｈ ２５ ｔｏ ３１）

置信
水平 ／ ％

ＸＰＩＣＰ ／ ％ ＸＰＩＮＡＷ ／ ％ ＸＡＷＤ ／ ％
神经网
络方法

改进
方法

神经网
络方法

改进
方法

神经网
络方法

改进
方法

８５ ８５．４２ ８４．３８ １４．９５ １０．００ ２．９６ ２．５３
９０ ９０．６３ ９０．３３ １６．２３ １１．２３ １．７８ １．７７
９５ ９４．７９ ９５．３９ １８．５９ １４．２７ ０．９３ ０．８９
９８ ９７．９２ ９７．６２ １９．３９ １６．１０ ０．７０ ０．７０

表 ２ 算例 １ 中改进方法与神经网络方法的评价指标

对比（６ 月 ２４—３０ 日）
Ｔａｂｌｅ ２ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｂｅｔｗｅｅｎ

ｉｍｐｒｏｖｅｄ ｍｅｔｈｏｄ ａｎｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｅｔｈｏｄ ｉｎ Ｅｘａｍｐｌｅ １
（Ｊｕｎｅ ２４ ｔｏ ３０）

置信
水平 ／ ％

ＸＰＩＣＰ ／ ％ ＸＰＩＮＡＷ ／ ％ ＸＡＷＤ ／ ％
神经网
络方法

改进
方法

神经网
络方法

改进
方法

神经网
络方法

改进
方法

８５ ８４．８２ ８５．５７ １５．７８ １２．１２ ３．００ ２．９２
９０ ９０．６３ ８９．７３ １８．８７ １４．４２ １．０９ １．０４
９５ ９４．７９ ９５．０９ ２０．９１ １７．０４ ０．９６ ０．８６
９８ ９７．９２ ９８．５１ ２１．９３ １８．２７ ０．６０ ０．５５
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表 ３ 算例 １ 中改进方法与神经网络方法的评价指标

对比（９ 月 ２４—３０ 日）
Ｔａｂｌｅ ３ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｂｅｔｗｅｅｎ

ｉｍｐｒｏｖｅｄ ｍｅｔｈｏｄ ａｎｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｅｔｈｏｄ ｉｎ Ｅｘａｍｐｌｅ １
（Ｓｅｐｔｅｍｂｅｒ ２４ ｔｏ ３０）

置信
水平 ／ ％

ＸＰＩＣＰ ／ ％ ＸＰＩＮＡＷ ／ ％ ＸＡＷＤ ／ ％
神经网
络方法

改进
方法

神经网
络方法

改进
方法

神经网
络方法

改进
方法

８５ ８４．９７ ８５．４２ １５．４５ １２．３７ ２．８６ ２．６７
９０ ９０．０３ ９０．１８ １７．３３ １４．４１ １．９２ １．７５
９５ ９４．４９ ９４．７９ １８．７８ １６．５０ １．０５ ０．８０
９８ ９７．７７ ９７．３２ ２０．３４ １７．８４ ０．７２ ０．５１

表 ４ 算例 １ 中改进方法与神经网络方法的评价指标

对比（１２ 月 ２５—３１ 日）
Ｔａｂｌｅ ４ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｂｅｔｗｅｅｎ

ｉｍｐｒｏｖｅｄ ｍｅｔｈｏｄ ａｎｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｅｔｈｏｄ ｉｎ Ｅｘａｍｐｌｅ １
（Ｄｅｃｅｍｂｅｒ ２５ ｔｏ ３１）

置信
水平 ／ ％

ＸＰＩＣＰ ／ ％ ＸＰＩＮＡＷ ／ ％ ＸＡＷＤ ／ ％
神经网
络方法

改进
方法

神经网
络方法

改进
方法

神经网
络方法

改进
方法

８５ ８５．１２ ８４．２３ １４．６４ １０．８４ ３．３０ ３．１９
９０ ８９．８８ ８９．７３ １６．８１ １３．４９ １．５０ １．３１
９５ ９５．０９ ９５．５４ １８．６７ １６．０１ ０．７７ ０．６４
９８ ９８．０７ ９７．７７ ２０．６６ １６．９３ ０．５３ ０．３６

　 　 由表 １—４ 可知：在不同的置信水平下，神经网
络方法和改进方法的 ＸＰＩＣＰ 与给定的置信水平相差
不大，偏差不超过 ±１％，均能满足置信水平的要求；
在同一置信水平下，改进方法的 ＸＰＩＮＡＷ、ＸＡＷＤ均小于
神经网络方法，说明改进方法既能获得较窄的区间，
又能使落在区间外的点偏离区间的程度较小，具有
更好的区间预测效果；无论是神经网络方法还是改
进方法，随着置信水平上升，预测区间的宽度会增
大，而区间能覆盖的点也增多，落在区间外的点与区
间的偏差会减小。 经计算，表 １— ４ 中改进方法的
ＸＰＩＮＡＷ和 ＸＡＷＤ 较神经网络方法分别平均减少了
２０．３３％和 １１．１８％，由此验证了改进方法的有效性。
４．３　 改进方法与传统方法的对比

为了比较改进方法和传统方法的预测效果，对
４ 种仿真方案的预测结果进行分析。 考虑到算例 ２
中 ３ 月、６ 月、９ 月和 １２ 月最后一天的风电功率曲线
在变化范围和变化方向上具有不同的特点，具有较
强的可对比性，所以本节重点对这 ４ 天的结果进行
分析。
４．３．１　 采用蚁群聚类算法的改进效果分析

为了验证蚁群聚类算法的改进效果，对算例 ２
中方案 １ 和方案 ２ 的结果进行分析。 这 ２ 种方案的
预测结果和预测结果的评价指标分别如图 １ 和表 ５
所示（图 １ 中的风电功率为标幺值，后同）。

由图 １ 可看出，３ 月 ３１ 日的风电功率曲线变化
范围较小且变化方向相对单一，６ 月 ３０ 日的风电功
率曲线变化范围较小但变化方向复杂，９ 月 ３０ 日的
风电功率曲线变化范围较大且变化方向复杂，１２ 月

　 　 　 　 　

图 １ 算例 ２ 中方案 １、２ 在 ９０％置信水平下的预测结果

Ｆｉｇ．１ Ｐｒｅｄｉｃｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ Ｓｃｈｅｍｅ １ ａｎｄ ２ ｕｎｄｅｒ ９０％
ｃｏｎｆｉｄｅｎｃｅ ｌｅｖｅｌ ｉｎ Ｅｘａｍｐｌｅ ２

表 ５ 算例 ２ 中方案 １、２ 在 ９０％置信水平下的评价指标

Ｔａｂｌｅ ５ Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ Ｓｃｈｅｍｅ １ ａｎｄ ２ ｕｎｄｅｒ ９０％
ｃｏｎｆｉｄｅｎｃｅ ｌｅｖｅｌ ｉｎ Ｅｘａｍｐｌｅ ２

预测
日期

ＸＰＩＣＰ ／ ％ ＸＰＩＮＡＷ ／ ％ ＸＡＷＤ ／ ％
方案 １ 方案 ２ 方案 １ 方案 ２ 方案 １ 方案 ２

３ 月 ３１ 日 ８９．５８ ９０．６３ １４．６４ １３．３１ ２．２１ １．７３
６ 月 ３０ 日 ８９．５８ ８９．５８ １６．７３ １４．４９ ２．７８ ２．１２
９ 月 ３０ 日 ９０．６３ ８９．５８ １６．６０ １４．７２ ２．４３ １．９０
１２ 月 ３１ 日 ９０．６３ ９０．６３ １４．１２ １３．１０ ２．０８ １．６５

３１ 日的风电功率曲线变化范围较大但变化方向相
对单一，无论是哪天的风电功率曲线，预测区间都能
够较大程度地覆盖，并跟随风电功率曲线的变化而
变化，且与方案 １ 相比，方案 ２ 的预测区间跟随风电
功率曲线变化的效果更好。 由表 ５ 可知，在这 ４ 天
的预测中，２ 种方案的 ＸＰＩＣＰ都很接近给定的置信水
平 ９０％，而方案 ２ 的 ＸＰＩＮＡＷ和 ＸＡＷＤ均小于方案 １，说
明方案 ２ 能获得更好的区间预测结果，验证了蚁群
聚类算法的改进效果。
４．３．２　 采用支持向量机的改进效果分析

为了验证支持向量机的改进效果，对算例 ２ 中
方案 １ 和方案 ３ 的结果进行对比分析。 图 ２ 和表 ６
分别给出了这 ２ 种方案的预测结果和预测结果的评
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价指标。

图 ２ 算例 ２ 中方案 １、３ 在 ９０％置信水平下的预测结果

Ｆｉｇ．２ Ｐｒｅｄｉｃｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ Ｓｃｈｅｍｅ １ ａｎｄ ３ ｕｎｄｅｒ ９０％
ｃｏｎｆｉｄｅｎｃｅ ｌｅｖｅｌ ｉｎ Ｅｘａｍｐｌｅ ２

表 ６ 算例 ２ 中方案 １、３ 在 ９０％置信水平下的评价指标

Ｔａｂｌｅ ６ Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ Ｓｃｈｅｍｅ １ ａｎｄ ３ ｕｎｄｅｒ ９０％
ｃｏｎｆｉｄｅｎｃｅ ｌｅｖｅｌ ｉｎ Ｅｘａｍｐｌｅ ２

预测
日期

ＸＰＩＣＰ ／ ％ ＸＰＩＮＡＷ ／ ％ ＸＡＷＤ ／ ％
方案 １ 方案 ３ 方案 １ 方案 ３ 方案 １ 方案 ３

３ 月 ３１ 日 ８９．５８ ９０．６３ １４．６４ １３．６６ ２．２１ １．６７
６ 月 ３０ 日 ８９．５８ ９０．６３ １６．７３ １４．２７ ２．７８ ２．０３
９ 月 ３０ 日 ９０．６３ ９０．６３ １６．６０ １４．５４ ２．４３ １．７９
１２ 月 ３１ 日 ９０．６３ ８９．５８ １４．１２ １２．７７ ２．０８ １．８２

　 　 由图 ２ 可以看出，方案 １、３ 都能够有效地对风
电功率进行区间预测，其预测区间都能较好地覆盖
实际值，且方案 ３ 的预测区间更窄，其变化更符合实
际风电功率的变化规律。 由表 ６ 可知，在这 ４ 天的
预测中，２ 种方案的 ＸＰＩＣＰ都与 ９０％很接近，但方案 ３
的 ＸＰＩＮＡＷ和 ＸＡＷＤ均小于方案 １，即方案 ３ 能获得更好
的区间预测结果，验证了支持向量机的改进效果。
４．３．３　 改进方法的预测效果分析

为了验证改进方法的综合改进效果，对算例 ２
中方案 １ 和方案 ４ 的结果进行对比分析。 图 ３ 和表
７ 分别为这 ２ 种方案的预测结果和预测结果的评价
指标。

图 ３ 算例 ２ 中方案 １、４ 在 ９０％置信水平下的预测结果

Ｆｉｇ．３ Ｐｒｅｄｉｃｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ Ｓｃｈｅｍｅ １ ａｎｄ ４ ｕｎｄｅｒ ９０％
ｃｏｎｆｉｄｅｎｃｅ ｌｅｖｅｌ ｉｎ Ｅｘａｍｐｌｅ ２

表 ７ 算例 ２ 中方案 １、４ 在 ９０％置信水平下的评价指标

Ｔａｂｌｅ ７ Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ Ｓｃｈｅｍｅ １ ａｎｄ ４ ｕｎｄｅｒ ９０％
ｃｏｎｆｉｄｅｎｃｅ ｌｅｖｅｌ ｉｎ Ｅｘａｍｐｌｅ ２

预测
日期

ＸＰＩＣＰ ／ ％ ＸＰＩＮＡＷ ／ ％ ＸＡＷＤ ／ ％
方案 １ 方案 ４ 方案 １ 方案 ４ 方案 １ 方案 ４

３ 月 ３１ 日 ８９．５８ ８９．５８ １４．６４ １０．６９ ２．２１ １．４７
６ 月 ３０ 日 ８９．５８ ９０．６３ １６．７３ １１．７５ ２．７８ １．７１
９ 月 ３０ 日 ９０．６３ ８９．５８ １６．６０ １２．４１ ２．４３ １．６０
１２ 月 ３１ 日 ９０．６３ ８９．５８ １４．１２ １０．１６ ２．０８ １．４５

　 　 由图 ３ 可以看出，方案 １ 和方案 ４ 的预测区间
都能较大程度地覆盖实际值，但方案 ４ 的预测区间
更窄，且其跟随实际风电功率变化的能力更强，具有
更好的跟随效果。 由表 ７ 可知，方案 １ 和方案 ４ 的
ＸＰＩＣＰ 都在 ９０％附近，但是方案 ４ 的 ＸＰＩＮＡＷ和 ＸＡＷＤ均
小于方案 １。 其中，方案 ４ 的 ＸＰＩＮＡＷ较方案 １ 平均减
少了 ２７．５１％，方案 ４ 的 ＸＡＷＤ较方案 １ 平均减少了
３４．１１％。 因此，与传统方法相比，改进方法具有更
好的预测效果。 另外，还可以看出，６ 月 ３０ 日和 ９ 月
３０ 日的预测效果比 ３ 月 ３１ 日和 １２ 月 ３１ 日的预测
效果差。 由此可知，传统方法和改进方法对于像 ３
月 ３１ 日和 １２ 月 ３１ 日的变化方向相对单一的风电
功率预测效果较好，而对于像 ６ 月 ３０ 日和 ９ 月 ３０
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日的变化方向复杂的风电功率预测效果较差。 这是
因为当风电功率发生较大变化，即上爬坡或下爬坡
时，相比于非爬坡阶段，此时的风电功率变化更加复
杂，即使基于相似相点进行预测，也难以及时准确跟
踪此时风电功率的变化，且相似相点的变化方向、变
化时间和变化大小与此时风电功率的差别较大，从
而导致此时的预测效果相对较差，区间预测结果有
上偏或下偏。

为了进一步分析改进方法的预测效果，对算例
２ 采用 ３ 种方法在不同置信水平下的预测结果进行
对比分析，具体结果见附录 Ｃ 中的表 Ｃ５—Ｃ８。 由表
中结果可得：在不同的置信水平下，改进方法均能获
得更好的区间预测结果；随着置信水平的上升，预测
区间宽度增大，落在区间外的点与区间的偏差减小。

５　 结论

本文考虑风电功率的混沌特性，采用蚁群聚类
算法和支持向量机对传统混沌时间序列方法进行改
进，提出了基于改进混沌时间序列的风电功率区间
预测方法。 由算例分析结果可得以下结论：

ａ． 本文所提改进方法能够有效地实现风电功率
区间预测，且与基于神经网络的区间预测方法相比，
改进方法具有更好的区间预测效果；

ｂ． 与传统混沌时间序列方法相比，改进方法分
别采用蚁群聚类算法和支持向量机进行聚类和预
测，能够获得好的聚类效果和高的预测精度，从而得
到更好的区间预测结果。

附录见本刊网络版（ｈｔｔｐ：∥ｗｗｗ．ｅｐａｅ．ｃｎ）。
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附录 A
表 A1 变量说明

Table A1 Variable declaration

变量 含义

P 原始风电功率序列

WP 相空间重构后形成的矩阵

W ( )MP WP 中最新的一个相点

SP W ( )MP 的相似相点集

S (1)P SP 中的第一个相点

J,1P 与 S (1)P 距离较小的 K 个相点

J,1
hP J,1P 中每个相点对应的 h 时刻后的相点

Y (1)P S (1)P 在 h 时刻后相点的预测值

YP SP 中所有相点在 h 时刻后相点的预测值

YmP YP 的最后一列预测值

附录 B
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其中， wL 为预测风电功率的点数； i 为布尔量，当对应时刻风电功率的实际值落在预测区间内时， 1i  ，

否则 0i  。
w

PINAW
1w 1
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其中，G1 用于归一化处理； iU 和 iU 分别为预测区间的上界和下界。

第 i 个预测点的带宽偏差为：

AWD,

( )
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( )     ( )
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i i
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(B3)

其中， ( )P i 为要预测的风电功率的实际值。

累积带宽偏差为：
w

AWD AWD,
1w 2

1 ( ( ))
L

i
i

X X P i
L G 
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其中，G2 用于归一化处理。

附录 C
表 C1 算例 1 中 3 种区间预测方法的结果对比（3 月 25—31 日）

Table C1 Result comparison among three interval prediction methods in Example 1(March 25 to 31)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 84.82 84.38 85.42 14.18 10.00 14.95 2.71 2.53 2.96
90 90.03 90.33 90.63 16.00 11.23 16.23 2.00 1.77 1.78
95 94.94 95.39 94.79 18.81 14.27 18.59 0.95 0.89 0.93
98 98.07 97.62 97.92 20.03 16.10 19.39 0.75 0.70 0.70



表 C2 算例 1 中 3 种区间预测方法的结果对比（6 月 24—30 日）
Table C2 Result comparison among three interval prediction methods in Example 1(June 24 to 30)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 85.27 85.57 84.82 14.94 12.12 15.78 3.21 2.92 3.00
90 89.88 89.73 90.63 17.34 14.42 18.87 1.56 1.04 1.09
95 95.09 95.09 94.79 19.88 17.04 20.91 1.07 0.86 0.96
98 98.21 98.51 97.92 21.87 18.27 21.93 0.73 0.55 0.60

表 C3 算例 1 中 3 种区间预测方法的结果对比（9 月 24—30 日）
Table C3 Result comparison among three interval prediction methods in Example 1(September 24 to 30)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 85.27 85.42 84.97 15.60 12.37 15.45 2.94 2.67 2.86
90 90.48 90.18 90.03 17.87 14.41 17.33 2.11 1.75 1.92
95 94.64 94.79 94.49 19.49 16.50 18.78 1.00 0.80 1.05
98 97.17 97.32 97.77 21.07 17.84 20.34 0.76 0.51 0.72

表 C4 算例 1 中 3 种区间预测方法的结果对比（12 月 25—31 日）
Table C4 Result comparison among three interval prediction methods in Example 1(December 25 to 31)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 84.67 84.23 85.12 13.23 10.84 14.64 3.82 3.19 3.30
90 89.58 89.73 89.88 16.70 13.49 16.81 1.79 1.31 1.50
95 95.39 95.54 95.09 19.65 16.01 18.67 0.90 0.64 0.77
98 98.36 97.77 98.07 20.89 16.93 20.66 0.61 0.36 0.53

表 C5 算例 2 中 3 种区间预测方法的结果对比（3 月 25—31 日）
Table C5 Result comparison among three interval prediction methods in Example 2(March 25 to 31)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 84.38 84.97 84.67 13.66 9.85 12.29 4.02 3.15 3.53
90 90.03 89.58 89.73 15.41 10.79 14.25 2.17 1.49 1.93
95 95.09 94.79 95.09 18.13 13.80 16.95 1.30 0.99 1.19
98 97.62 97.92 97.77 19.24 15.44 18.65 0.87 0.62 0.82

表 C6 算例 2 中 3 种区间预测方法的结果对比（6 月 24—30 日）
Table C6 Result comparison among three interval prediction methods in Example 2(June 24 to 30)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 85.12 84.67 85.42 13.57 10.15 13.41 3.90 3.32 3.78
90 90.18 89.29 89.43 16.25 12.85 15.69 2.33 1.81 2.12
95 94.49 95.24 94.94 17.82 14.08 17.15 1.20 1.11 1.34
98 98.07 97.77 98.21 19.75 15.33 18.79 0.97 0.48 0.69

表 C7 算例 2 中 3 种区间预测方法的结果对比（9 月 24—30 日）
Table C7 Result comparison among three interval prediction methods in Example 2(September 24 to 30)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 85.27 84.52 85.12 13.16 9.64 12.41 3.70 3.09 3.28
90 89.58 89.73 90.18 15.44 12.46 14.80 2.21 1.72 2.30
95 94.94 94.35 94.79 17.29 13.38 17.07 1.14 1.03 1.06
98 97.32 97.47 98.21 18.76 14.87 19.10 0.90 0.56 0.75

表 C8 算例 2 中 3 种区间预测方法的结果对比（12 月 25—31 日）
Table C8 Result comparison among three interval prediction methods in Example 2(December 25 to 31)

置信水平/%
XPICP/% XPINAW/% XAWD/%

传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法 传统方法 改进方法 神经网络方法

85 85.42 84.82 85.27 14.35 10.35 15.14 4.26 3.44 3.63
90 89.43 89.88 90.03 16.03 11.45 17.11 2.37 1.60 1.85
95 94.79 94.64 95.24 19.04 14.22 18.54 1.38 1.08 1.22
98 98.36 98.21 98.07 20.42 16.39 19.55 0.96 0.66 0.79
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