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摘要：针对电缆隧道内积水的问题，提出了一种改进的基于区域建议的卷积神经网络（Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ）方法，
并将其应用在电缆隧道积水定位识别中。 考虑到 Ｓｏｆｔｍａｘ 分类方法的正则化参数选取会引起概率计算产生

问题，改用支持向量机（ＳＶＭ）进行图像分类，以增强分类的置信度。 使用区域建议网络（ＲＰＮ）提取隧道积水

原图中的区域建议，然后用 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络在建议框中进行图像识别、ＳＶＭ 分类和位置精修。 实验结

果表明，所提方法计算速度快、识别精度高，在实际工程中表现出较高的效率。
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０　 引言

电缆是由几根或几组导线围绕中心绞合而成
的，每组导线之间相互绝缘，且外侧包有高度绝缘的
覆盖层，因此电缆具有内通电、外绝缘的特征。 电缆
隧道是全封闭型的地下构筑物，其可容纳较多数量
的电缆，并有供安装和巡视的通道。 电缆隧道适用
于地下水位低，电缆线路较集中的电力主干线，一般
敷设 ３０ 根以上的电力电缆。

鉴于架空输电线路占用过多地上空间，以及出
于安全性方面的考虑，在 １１０ ｋＶ 及以下电压等级系
统中，电缆隧道的应用日益广泛。 但是，电缆隧道长
期运行会因种种原因造成隧道内积水，如结构损伤
造成渗漏、隧道接缝处防水处理不好、雨水倒灌等。
电缆本体，尤其是电缆中间接头、Ｔ 接头长时间浸泡
在水中运行，会造成电缆绝缘受潮，形成水树枝，加
速绝缘老化，进而形成电树枝，引发绝缘击穿，造成
电缆故障停电。 除此之外，隧道积水还会使隧道内
的空气湿度增大，腐蚀隧道内的附属设施，对电力电
缆的正常安全运行构成威胁［１］。 因此，及时监控和
识别出隧道积水具有十分重要的现实意义。

目前，国内外对于电缆隧道内的积水检测研究
较少，只有基于水泵及水位的检测系统，其检测目标
为电缆隧道内集水坑的水位，当水位超过预设值时
会启动远程警报，隧道维护人员通过该信号确定水
泵是否正常排水，并采取相关的应急措施［２］。 然而，
这种检测方式只能将对象局限于集水坑，无法兼顾
整个电缆隧道各个位置的积水情况，且反馈不够及
时，难以实时监控电缆隧道内的积水情况，解决潮湿

问题。 为改进电缆隧道内积水检测的以上缺陷，本
文基于视频监控系统，采用数字图像处理技术和基
于区域建议的卷积神经网络 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ（ Ｆａｓｔｅｒ
Ｒｅｇｉｏｎ⁃ｂａｓｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）算法进行
电缆隧道积水的实时监控和图像定位识别。 该算法
先使用区域建议网络 ＲＰＮ（Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ Ｎｅｔｗｏｒｋ）
提取积水位置区域建议，然后用检测网络在建议框
中进行图像识别以及支持向量机 ＳＶＭ （ Ｓｕｐｐｏｒｔ
Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ）分类，最后对区域建议框进行位置
精修。 本文算法通过将传统 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 中的 Ｓｏｆｔ⁃
ｍａｘ 分类方法替换为 ＳＶＭ，避免了由 Ｓｏｆｔｍａｘ 正则化
参数选取造成的概率计算近似结果，增强了分类的
置信度。

１　 基于区域建议的卷积神经网络

卷积神经网络［３］ ＣＮＮ（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔ⁃
ｗｏｒｋ）已经被广泛应用于多个领域中，如目标检测［４］

和语音识别［５］ 等。 其中，Ｒｏｓｓ Ｇｉｒｓｈｉｃｋ 等人在 ２０１４
年提出的基于区域建议的卷积神经网络 Ｒ⁃ＣＮＮ
（Ｒｅｇｉｏｎ⁃ｂａｓｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）表现出
色，发展十分迅速。 Ｒ⁃ＣＮＮ 是使用区域建议方式进
行图像识别的经典算法和基础方法，之后的 Ｆａｓｔ
Ｒ⁃ＣＮＮ和 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 算法都是在 Ｒ⁃ＣＮＮ 的基础
上提出和改进得到的。

一般而言，Ｒ⁃ＣＮＮ 算法可以分为 ４ 个步骤：①候
选区域生成；②特征提取；③类别判断；④位置精修。
即首先使用视觉方法生成大量候选区域，再用 ＣＮＮ
方法通过卷积运算形成这些区域的高维特征向量，
然后将这些特征向量送入某种分类器，如简单的逻
辑回归和 Ｓｏｆｔｍａｘ 回归等，计算候选区域得分数（Ｏｂ⁃
ｊｅｃｔ Ｓｃｏｒｅ）和候选框（Ｂｏｕｎｄｉｎｇ Ｂｏｘ）的重叠度 ＩｏＵ 后，
进行候选框的位置精修，从而实现对象识别和定位［６］。

与使用滑动窗依次判断所有可能区域的原始目
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标检测算法相比，Ｒ⁃ＣＮＮ 算法预先提取了一系列较
可能是物体的候选区域，然后仅在这些候选区域上
（采用 ＣＮＮ）提取特征进行判断，有效减少了后续特
征向量的计算量，可较好地应对尺度问题；ＣＮＮ 在
实现上采用 ＧＰＵ 并行计算，计算速度和效率得到了
提高；此外，外围框的回归步骤使得目标定位的准确
性也得到了提高。

２　 基于 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 的积水定位识别

尽管 Ｒ⁃ＣＮＮ 成为了图像识别领域的典型算法，
但其第一步区域建议生成耗时长是该算法亟待解决
的瓶颈问题。 针对该缺陷，Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 应运而生，
针对该算法提出了一种 ＲＰＮ，它是一个基于全卷积
的网络［７］，能够同时预测输入图片每个位置的目标
区域框和目标得分，旨在高效生成高质量的区域建
议框。 它的出现替代了之前的 Ｓｅｌｅｃｔｉｖｅ Ｓｅａｒｃｈ［８］ 和
Ｅｄｇｅ Ｂｏｘｅｓ［９］ 等方法，其与检测网络共享全图的卷
积特征，使得区域建议检测几乎不耗费时间［１０⁃１１］。
因此，本文以 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 为主体、以 ＺＦｎｅｔ 为基
础、用 ＳＶＭ 替代 Ｓｏｆｔｍａｘ 分类方法，来实现电缆隧道
内的积水定位识别。
２．１　 积水定位识别的网络训练

Ｆａｓｔｅｒ⁃ＲＣＮＮ 算法中包含 ２ 个 ＣＮＮ：ＲＰＮ 和 Ｆａｓｔ
Ｒ⁃ＣＮＮ 检测网络。 本文采用 ＺＦｎｅｔ 对 ＣＮＮ 进行预
训练，用作 ＲＰＮ 和 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络的初始化。
训练过程如图 １ 所示。

图 １ 积水定位识别的网络训练过程

Ｆｉｇ．１ Ｎｅｔｗｏｒｋ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｆｏｒ ｗａｔｅｒ
ａｃｃｕｍｕｌａｔｉｏｎ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ

（１）预训练 ＣＮＮ。
本文使用 ＺＦｎｅｔ 进行预训练，典型的 ＺＦｎｅｔ 结构

如附录 Ａ 中的图 Ａ１ 所示。 它包含 ５ 个卷积层
ＣＯＮＶ（ ＣＯＮＶｏｌｕｔｉｏｎａｌ ｌａｙｅｒ） 和 ２ 个全连接层 ＦＣ
（Ｆｕｌｌｙ Ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒ），部分卷积层的后面还添加
了池化层，每层滤波器尺寸和卷积步长略有不同。
如图 Ａ１ 所示，ＺＦｎｅｔ 的最后一个卷积层 ＣＯＮＶ５ 输
出 ２５６ 通道的特征图（Ｆｅａｔｕｒｅ Ｍａｐ），全连接层 ＦＣ６
将 ２５６ 个通道内的全部特征进行串联，生成一个
４ ０９６维的单通道高维特征向量。 不同类别的图像
在深层特征上的差异很大，对经过 ＣＯＮＶ５、ＦＣ６、ＦＣ７
输出的特征向量使用分类器（本文使用的是 ＳＶＭ），
能够输出较好的图像识别效果。 本文使用 ＰＡＳＣＡＬ

ＶＯＣ２０１１ Ｅｘａｍｐｌｅ Ｉｍａｇｅｓ 对 ＺＦｎｅｔ 进行预训练，用于
ＲＰＮ 和 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络的初始化。 本质上，本
文使用的 ＲＰＮ 和 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络就是在
ＺＦｎｅｔ 的基础上，加上特定功能的层得到的，具体方
式将在下文进行介绍。

（２）训练 ＲＰＮ。
使用之前预训练得到的 ＺＦｎｅｔ 对 ＲＰＮ 进行初始

化，在原 ＣＯＮＶ５ 的后面额外增加一个特定功能的小
卷积层 ＣＯＮＶ６，在该层上对 ＣＯＮＶ５ 输出的 Ｆｅａｔｕｒｅ
Ｍａｐ（与原始图像相互映射）进行滑窗式的卷积运
算，对于图像的每个位置，考虑 ９ 个固定尺度和长宽
比（１∶１、１∶２、２ ∶１）的候选窗口。 ＣＯＮＶ６ 的输出作为

２ 个独立的全连接层———ｂｏｘ 回归层和 ｂｏｘ 分类层
的输入，最终得到每个位置上 ９×２ 个窗口属于目标 ／
背景的概率，以及 ９×４ 个平移缩放参数。 ＲＰＮ 训练
流程如图 ２ 所示。

图 ２ ＲＰＮ 训练过程

Ｆｉｇ．２ Ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ＲＰＮ

（３）训练 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络。
同样使用预训练得到的 ＺＦｎｅｔ 对检测网络进行

初始化，将 ＲＰＮ 得到的区域建议作为检测网络的输
入，同样进行 ５ 层卷积提取特征，并通过相应的池化
层进行特征图压缩运算，得到 ２５６ 通道的特征图，然
后经过 ＦＣ６ 和 ＦＣ７ 的全连接层串联，最后通过 ＳＶＭ
进行分类，最终得到该区域建议框内是否存在隧道
积水和该积水区域框的位置。 多次使用样本进行训
练和微调，在误差反向传播的过程中更新层连接权
重矩阵 ω、偏差矩阵 ｂ 的参数，最终得到适合用于电
缆隧道积水定位识别的检测网络。

（４）ＲＰＮ 与 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络共享卷积层。
经过以上训练后，２ 个网络还是彼此独立的，因

此需要通过共享卷积层来使得特征既可用作区域建
议框的生成，又可用作目标检测。 具体方法是：

ａ． 使用 ＺＦｎｅｔ 独立训练生成 ＲＰＮ；
ｂ． 使用 ａ 中 ＲＰＮ 生成的区域建议和网络参数

训练 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络；
ｃ． 利用 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络的参数初始化

ＲＰＮ，注意此时要将 ＲＰＮ 和 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络共
享的卷积层的学习率设置为 ０，即不更新这些卷积
层，仅更新 ＲＰＮ 特有的那些网络层，并重新训练。
则 ＲＰＮ 和 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络就共享了所有公共
的卷积层，使得区域建议几乎不耗费时间，有效缩短
了算法耗时。
２．２　 ＳＶＭ 方法

ＳＶＭ 是一种以统计学习理论为基础的机器学
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习方法［１２］。 主要通过寻求结构化风险最小实现经
验风险和置信范围的最小化，使系统在样本数量不
大时也能得到较好的统计规律。 与传统的模式识别
方法相比， ＳＶＭ 推广能力很强并能保证全局最
优［１３］。 ＳＶＭ 算法的核心思想是寻找一个满足分类
要求的最优分类超平面 Ｈ，使得 Ｈ 不仅能将不同类
的样本正确分开，而且不同类样本中每个点到 Ｈ 的
距离最小值之和达到最大［１４⁃１５］。

用 ｘ 表示待分类数据，ｘ∈Ｒｎ，线性分类器的学
习目标是在 ｎ 维数据空间中寻找一个分类超平面，
将数据分为 ２ 类。 超平面用 ωＴｘ＋ｂ＝ ０ 来表示，其中
ωＴ 和 ｂ 是通过大量样本训练得到的。

在线性可分的情况下，用 ｙ 表示分类类别，如式
（１）所示。

ｙｉ ＝
１ ωＴｘ＋ｂ＞１
－１ ωＴｘ＋ｂ＜－１{ （１）

此时的分类间隔 ｄ 为：

ｄ＝ ２
‖ω‖

（２）

则使 ｄ 最大的问题可转化为：

ｍｉｎ １
２
‖ω‖２ （３）

采用 Ｌａｇｒａｎｇｅ 优化法求解上述问题，定义目标
函数为：

　 Ｌ（ω，ｂ，α ｉ）＝
１
２
‖ω‖２－∑

ｎ

ｉ ＝ １
α ｉ［ｙｉ（ωＴｘｉ＋ｂ）－１］

（４）
其中，αｉ（ ｉ＝ １，２，…，ｎ）为各个样本的拉格朗日系数。

求解 Ｌ（ω，ｂ，αｉ ）的最小值，即求解如下对偶
问题：

ｍａｘ
α ｉ≥０

∑
ｎ

ｉ ＝ １
α ｉ－

１
２ ∑

ｎ

ｉ ＝ １，ｊ ＝ １
α ｉα ｊｙｉｙ ｊ ｘＴ

ｊ ｘｉ
æ

è
ç

ö

ø
÷

ｓ．ｔ． ∑
ｎ

ｉ ＝ １
α ｉｙｉ ＝ ０

ì

î

í

ï
ï

ï
ï

（５）

求解式（５）得到线性可分情况的最优平面解。
对于线性不可分的情况，引入松弛变量 ζｉ＞０（ ｉ ＝

１，２，…，ｎ）允许错分样本的存在，则样本集（ｘｉ，ｙｉ）
满足：

ｙｉ（ωＴｘｉ＋ｂ）－１＋ ζｉ≥０ ｉ＝ １，２，…，ｎ （６）
其中，ζｉ 为训练样本关于最优分类超平面的偏差。

另外，增加一个惩罚因子 Ｃ≥０，控制对错分样
本的约束程度，则此时的最大间隔问题等价为：

ｍｉｎ
ω，ｂ，ζ ｉ

１
２
‖ω‖２＋Ｃ∑

ｎ

ｉ ＝ １
ζ ｉ}{ （７）

接下来同样使用 Ｌａｇｒａｎｇｅ 优化法转化为求解对
偶问题：

ｍａｘ
０≤α ｉ≤Ｃ

∑
ｎ

ｉ ＝ １
α ｉ－

１
２ ∑

ｎ

ｉ ＝ １，ｊ ＝ １
α ｉα ｊｙｉｙ ｊｘＴ

ｊ ｘｉ
æ

è
ç

ö

ø
÷

ｓ．ｔ．　 ∑
ｎ

ｉ ＝ １
α ｉｙｉ ＝ ０

ì

î

í

ï
ï

ï
ï

（８）

现实中的分类大多是非线性分类，本文中遇到
的隧道积水图片识别分类同样也是非线性的，这时
候可以通过空间变换，将非线性问题转化为某个高
维空间中的线性问题，在变换后的高维空间中求其
最优分类面或最优广义分类面。 从线性不可分的低
维空间映射到线性可分的高维空间要使用到核函
数，常见的核函数有多项式核函数（Ｐｏｌｙｎｏｍｉａｌ）、高
斯径向基函数（ＲＢＦ）和 Ｓ 形双曲正切（Ｓｉｇｍｉｏｄ）函
数等， 本 文 在 隧 道 积 水 定 位 识 别 算 法 中 使 用
ＲＢＦ 核：

Ｋ（ｘ１，ｘ２）＝ ｅｘｐ（－γ‖ｘ１－ｘ２‖２） γ＞０ （９）
积水识别是一个二分类问题，给定一组训练样

本，将其分为 ２ 类进行标记，有积水为“＋１”，无积水
为“－１”，只需要 １ 个 ＳＶＭ 分类器。 在实际操作中，
可以通过下列步骤训练和使用 ＳＶＭ 进行分类：

（１）对已分类的图片进行特征提取；
（２）采用简单的线性方法对特征向量实行归一

化，防止大的数据波动主导数据波动、小的数据波动
被忽略；

（３）选定核函数，本文使用的是 ＲＢＦ 核；
（４）使用交叉验证法选取参数 Ｃ、γ；
（５）采用最佳参数对训练集进行训练获取 ＳＶＭ

分类模型；
（６）用训练得到的 ＳＶＭ 模型对 ＦＣ７ 输出的特

征向量进行分类预测，将输出特征向量矩阵与 ＳＶＭ
权重矩阵进行点乘，得到该区域建议框的得分，即该
区域建议框中是否存在积水。
２．３　 利用 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 进行积水定位识别

由以上网络训练过程和 ＳＶＭ 分类方法可知：使
用 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 进行积水定位识别的 ２ 个网络共享
卷积层，因此整个检测过程只需完成系列卷积运算，
实现了端到端的定位识别，解决了区域建议步骤耗
时长的瓶颈问题，大幅缩短了算法时间；以 ＳＶＭ 作
为最后的分类器，实现了经验风险和置信范围的最
小化，使分类器在样本数量不大时也能得到较好的
统计规律。

积水定位识别的算法流程如下。
（１）将样本图像输入 ＺＦｎｅｔ 进行系列卷积运算，

在 ＣＯＮＶ５ 卷积层上得到特征图。
（２）ＣＯＮＶ５ 得到的特征图进入区域建议网络

ＲＰＮ，在特征图上生成大量区域建议框。 需要注意
的是，对于特征图的每个位置，本文考虑 ９ 个固定尺
度和长宽比（１∶１、１∶２、２∶１）的候选窗口。

（３）对 ＲＰＮ 生成的区域建议框进行非极大值抑
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制（ＮＭＳ），保留得分较高的 ２００ 个框。
（４）由 Ｆａｓｔ Ｒ⁃ＣＮＮ 检测网络对区域建议框中的

图像提取特征向量，输入全连接层，再输入 ＳＶＭ 分
类器计算各区域建议框的得分，并对区域建议框进
行回归精修。

３　 实验结果

为验证本文算法在隧道积水识别中的有效性，
在 ＰＣ 机上进行了仿真实验，ＰＣ 的基本配置如下：
ＣＰＵ 双核 ２．８ ＧＨｚ，ＧＰＵ 采用单块 ＴｉｔａｎＸ，１２ ＧＢ 显
存，３２ ＧＢ 内存，Ｕｂｕｎｔｕ １４．０４ 操作系统，深度学习采
用 ＺＦ 框架进行网络训练，训练时间共 ２２ ｈ。
３．１　 仿真步骤

（１）网络结构：本次实验使用 ＺＦ⁃Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ
的结构，以图 ２ 所示的 ＺＦｎｅｔ 框架为主，根据 ２．３ 节
的算法流程进行改造。 输入先通过 ５ 层卷积层和 ３
层池化层得到特征向量，然后在 ＲＰＮ 中使用特定卷
积层得到一系列区域建议及坐标，在 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ
中对上述区域建议取特征向量，最后输入全连接层
进行 ＳＶＭ 分类和建议框回归精修。

（２）训练算法：本文使用随机梯度下降法进行
网络微调训练，初始学习率为 １０－４，动量项为 ０．９，权
值衰减系数为 ０．０００ ５，训练迭代次数为 ６ ０００。

（３）训练数据：本文收集了 ２ １７０ 张珠海横琴隧
道的积水图像，人工标定并以 ８ ∶２的比例分配了训

练和测试用的数据集，训练前没有对积水图像做任
何处理，重复训练 １０ 次取平均值作为最终结果。

（４）方法比较：为了验证改进 ＺＦ⁃Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ
的优良性能，将本文提出的方法与 ＣＮＮ 和 ＢＰＮＮ 方
法进行对比实验。 将训练集分别输入 ＺＦ⁃Ｆａｓｔｅｒ
Ｒ⁃ＣＮＮ、ＣＮＮ、ＢＰＮＮ 进行训练，将训练得到的网络
模型用于测试集测试，每组实验都取 １０ 次测试的平
均值作为最终结果输出，３ 种方法的训练集、测试集
完全相同。
３．２　 仿真结果

本文给出了纵向 ６ 幅电缆隧道积水识别的仿真
实验结果，并在横向上将原图、本文方法结果、ＣＮＮ
方法结果、ＢＰＮＮ 方法结果进行了比较，见附录 Ｂ 中
的图 Ｂ１。 本文采用的基于改进的 ＺＦ⁃Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ
的电缆隧道积水定位识别方法可以准确识别定位不
同角度、不同环境的隧道积水状态，统计结果显示识
别准确率高达 ８９．６％以上，而 ＣＮＮ、ＢＰＮＮ 方法在候
选框的选取上会出现多框情况（如图 Ｂ１（ｃ）、（ｄ）所
示），识别结果不够精准，有时还会出现识别错误。

在识别速度上，本文方法以 ９８ ｍｓ 的速度优于
ＣＮＮ 方法（１２１ ｍｓ）和 ＢＰＮＮ 方法（１２７ ｍｓ）。

此外，附录 Ｂ 中的图 Ｂ２ 给出了不同卷积层数
下卷积中间层特征图的可视化结果。 观察图 Ｂ２ 可
知，浅层的卷积层只能提取到一些低级的特征，如边

缘、线条和角等，而深层的卷积层则可以提取到更加
复杂和抽象的特征。

本文方法的训练误差如图 ３ 所示。 由图可见，
在初始的 ２ ０００ 次迭代训练中，训练误差快速减小，
３ ０００ 次以后训练误差逐渐稳定，表示训练已经得到
了较好的权重和参数，生成了较合适的网络模型。

图 ３ 训练误差

Ｆｉｇ．３ Ｔｒａｉｎｉｎｇ ｅｒｒｏｒ

本文方法在识别效果准确率和识别速度上相较
其他方法具有优势，这是因为新提出的方法在区域
建议预训练中得到了较为理想的权重和偏置，使得
后续训练时网络更容易收敛。

４　 结论

本文将图像处理技术和深度学习方法应用于电
缆隧道积水图像的识别和分析中，提出了一种改进
的 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 方法，并在电缆隧道积水定位识别
中进行了应用。 该实验在实践上是对积水检测方法
效果和时效的创新，在理论上则主要对分类环节进
行了改进。 本文以 ＳＶＭ 替代传统 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 中
的 Ｓｏｆｔｍａｘ 分类方法，避免了 Ｓｏｆｔｍａｘ 正则化参数选
取可能导致的概率计算近似结果，使系统在样本数
量不大时也能得到较好的统计规律，保证了全局最
优，提高了分类置信度。 在电缆隧道的特殊环境下，
通过对积水的识别，能够实现对早期隧道积水的快
速检测，为及时采取相应的排水措施提供了可能，防
止电缆由于绝缘受损导致电力安全运行受到威胁。
该方法可基于电缆隧道内原有的视频监控系统，也
可基于智能巡检机器人实现电缆隧道内的积水检
测。 实验结果表明，该方法具有非常快的识别速度
和较高的识别准确率，为电缆隧道的安全运行提供
了有效保障，是图像处理技术在电力行业应用上的
一次创新尝试。

附录见本刊网络版（ｈｔｔｐ：∥ｗｗｗ．ｅｐａｅ．ｃｎ）。
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附录 A 

 

图 A1 典型的 ZFnet 结构图 

Fig.A1 Typical ZFnet structure



附录 B 

 

 

图 B1 积水定位识别结果 

             Fig.B1 Water Recognition Result 

 

       

图 B2 卷积中间层特征图可视化输出 

Fig.B2 Visual feature map of intermediate convolutional layer 
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