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基于遗传算法优化XGBoost的油浸式变压器故障诊断方法

张又文，冯 斌，陈 页，廖伟涵，郭创新
（浙江大学 电气工程学院，浙江 杭州 310027）

摘要：为了提高油浸式变压器故障诊断的精度及可靠性，研究了一种基于遗传算法优化极端梯度提升

（XGBoost）的油浸式变压器故障诊断方法。首先，以油中溶解气体分析（DGA）为依据，采用无编码比值方法

提取油浸式变压器的 9维故障特征，并对数据样本进行归一化处理；以归一化样本为输入建立基于XGBoost
的故障诊断模型，并采用遗传算法对模型中的多个超参数同时进行优化。在算例部分，收集 547例故障类型

确定的DGA数据进行对比实验，结果表明与现有传统方法相比，所提方法的诊断精度和稳定性有显著提升；

同时验证了遗传算法对故障诊断模型的优化提升效果。
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0 引言

油浸式变压器是输变电系统的关键设备之一，

其运行状态决定着电力系统能否安全可靠运行。然

而，我国目前尚在投运的油浸式变压器中，有很大一

部分运行年限较长，存在绝缘劣化等故障隐患［1］。
为了保障电力系统运行的可靠性和经济性，必须建

立高效准确的变压器故障实时诊断模型。

油浸式变压器发生绝缘老化时会产生少量气体

溶解在绝缘油中，油中溶解气体的组成成分及其比

例关系能够反映变压器的运行工况。正常运行的油

浸式变压器，由于绝缘老化裂解等原因会产生极少

量的气体，其主要成分为氢气（H2）、甲烷（CH4）、乙

烷（C2H4）、乙烯（C2H2）、乙炔（C2H2）、一氧化碳（CO）
和二氧化碳（CO2）［2］。当变压器发生不同类型的故

障时，特定的气体组分会迅速增加，例如绝缘油过热

时，CH4和 C2H4的比例迅速增大；高能放电时，H2和
C2H2含量升高。变压器故障类型和气体成分的变化

呈现较强的相关性，因此对气体组分、含量进行分析

的油中溶解气体分析DGA（Dissolved Gas Analysis）
方法是目前最为重要的变压器状态检测和故障诊断

方法之一［3］。
以 DGA为基础形成的三比值法、Rogers比值

法、Duval三角形法等规则简单，曾发挥了重要作用，

但均存在着状态编码不完备、编码界限过于绝对的

问题，在实际应用中存在局限性［4］。近年来，随着人

工智能的不断发展，不少学者将机器学习的方法应

用于变压器故障诊断建模中，并取得了较好的诊断

效果。当前主流的变压器故障诊断模型分为非集成

学习模型和集成学习模型。其中非集成学习的方法
包括 BP神经网络、支持向量机（SVM）、贝叶斯网络
等，上述方法改进了传统模型的计算速度和精度，
但均存在局限性：BP神经网络学习能力强，但是易
陷入局部最优，需要人为调整大量参数，且收敛速度
较慢；SVM本质为二分类器，在处理变压器故障诊断
等多分类问题时效率较低；贝叶斯网络要求条件属
性较多等。基于集成学习的方法主要有随机森林
RF（Random Forest）和梯度提升树 GBDT（Gradient
Boosting Decision Tree）2个分支。RF以多个决策
树为基分类器建立组合模型，通过减小方差提高预
测精度，但在处理噪声较大的分类和回归问题时易
产生过拟合的问题；GBDT通过降低偏差的方式减
小总误差，且对调参的要求较低，具有更好的鲁棒
性，但由于其个体学习器之间存在强依赖关系，无法
并行训练，因此模型的训练速度较慢。

文献［5］提出了一种基于梯度提升（gradient
Boost）的高拓展性方法——极端梯度提升 XGBoost
（eXtreme Gradient Boosting），其基本思想与 GBDT
相同，即基于Boosting思想，以损失函数的负梯度为
依据训练多个个体学习器，并按照一定策略组合成
一个准确可靠的集成学习器。与GBDT不同的是，
XGBoost在损失函数中加入正则化项对模型的复杂
程度施加惩罚，以提高模型的泛化能力，防止过拟
合；并行和分布式的计算模式也大幅提高了其训练
速度。文献［6］从梯度提升形式和正则化方法两方
面进行阐述，论证了XGBoost相比于GBDT具有更高
的适应性和更强的鲁棒性。目前XGBoost已在国内
外多个领域得到了广泛认可。文献［7］将 XGBoost
和RF应用于海上和陆地风力涡轮机的故障分类，仿
真结果统计表明，与 SVM相比，该方法具有较强的
抗过拟合能力，且在处理多维信号时具有显著优势。
文献［8］将 XGBoost应用于基于软件定义网络 SDN
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（Software Defined Network）的云中分布式拒绝攻击
DDoS（Distributed Denial of Service attack）的检测，
结果验证了该方法快速且可扩展，具有较高的准确性
和较低的误报率。国内已经有部分学者将XGBoost
应用于电力系统负荷预测和暂态稳定性评估的研究
中［9-11］，但在设备故障诊断和状态评估领域的应用研
究仍有欠缺。

基于上述研究，本文提出了一种基于 XGBoost
的油浸式变压器故障诊断方法：采用无编码比值法
提取变压器实时运行的特征；采用归一化方法处理
提取后的特征数据；将处理后的数据作为样本训练
XGBoost模型，并采用遗传算法（GA）对模型的多个
超参数同时进行优化，最终建立基于XGBoost的变
压器故障诊断模型，实现对油浸式变压器运行状态
的实时精准诊断。算例分析结果表明，所提方法及
模型能够稳定可靠地提升变压器故障诊断的准确率
和稳定性。

1 XGBoost
XGBoost以分类回归树CART（Classification And

Regression Tree）为基分类器，采用集成学习中梯度
提升的方法进行加法训练，将多个个体分类器组合
成一个集成分类器，以提升其预测速度与精度。
1.1 基分类器与集成学习

集成学习是一种数据挖掘算法，本质上是将多
个学习器进行有效融合，形成一个精度和泛化性显
著优于单一学习器的集成学习器［12］。集成学习主要
分为个体学习器的构建和个体学习器集成方法的确
定2个阶段。

XGBoost模型的基学习器为 CART，对于每棵
CART，其复杂度由结构和叶子节点输出值决定，对
于一个确定的输入，存在一个叶子节点输出值与之
对应，表征CART对当前输入的预测结果。只包含 1
棵 CART的分类模型过于简单，往往无法对多种故
障进行有效分类，为了提升模型的可信度，在模型中
再加入 1棵 CART，通过不同的分类规则进行预测，
最终预测结果为 2棵 CART的预测分数之和。2棵
CART根据不同的特征进行分类，不仅提高了预测
的可信度，也提升了计算速度。在实际研究中，为了
处理更加复杂的分类问题，通常向模型中加入多棵
CART以不断提升学习效果。

集成学习的性能同样依赖集成策略的选择。在
集成学习中，Bagging算法与 Boosting算法是 2种典
型的集成方式［13］。Bagging算法通过放回抽样方式
对训练样本进行采样，生成 n个不同子集，利用每个
样本子集训练生成一个基学习器，再利用组合策略
将基学习器构建为集成学习器；Boosting算法也是一
种基于数据集的重采样算法，与Bagging算法不同的
是，Boosting算法要求基学习器能够对指定的数据分

布进行学习。指定的数据分布通过重赋权法实现，
即在每轮训练中，根据基学习器的表现对训练样本
的权重分布进行调整，每一次迭代增加不能正确学
习的样本权重，降低能正确学习的样本权重，使得先
前训练中结果错误的样本在后续训练获得更多关
注。对无法接受带权样本的算法，则可通过重采样
法实现，即在每一轮学习中，根据样本分布对训练集
重新进行采样，再利用重采样所得样本集对基学习
器进行训练［14］。Boosting算法在每轮都要检查当前
生成的基学习器是否满足基本条件，一旦不满足则
抛弃当前基学习器，学习过程也随之停止［15］。基于
重赋权法的Boosting算法流程如图1所示。

1.2 XGBoost原理
XGBoost以CART为基分类器，通过梯度提升的

方法进行集成，其基本思想是将多个分类准确率较
低的基分类器集成为一个准确可靠的集成分类器。
XGBoost的训练始于一个常数预测，每次迭代生成 1
棵 CART拟合现有模型的残差，通过多轮迭代提升
模型的准确率。XGBoost模型构建如下。

对于一个有 n个样本、m个特征的数据集 D =
{(x i，yi)} (x i∈Rm，yi∈R )，K棵CART最终预测输出 ŷ i为：

ŷ i =∑
k= 1

K

fk (x i ) fk ∈ F （1）
F ={ f (x)=ωq ( )x } q：Rm→ T，ω∈RT （2）

其中，每个函数 fk 对应一棵独立的树结构向量 q和
叶子权重 ω，q由样本指向相应的叶子标签，每棵
CART的每个叶子节点对应一个连续分数值，即权
重，第 i个节点的分数为ωi；T为叶子节点个数；F为
CART构成的集合；ωq ( )x 为对样本 x的打分，即模型

预测值。对于每个样本，各 CART依据不同分类规
则将其分类到叶子节点中，通过累加对应叶子的分
数ω获得最终的预测结果。

为了学习模型中的函数集合，最小化下列正则
化目标：

L (ϕ ) =∑
i

l ( ŷ i，yi)+∑
k

Ω ( fk ) （3）

图1 Boosting算法流程

Fig.1 Flowchart of Boosting algorithm
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Ω ( fk )= γT + 12 λω2 （4）
其中，ϕ为模型中的函数集合；γ、λ为控制模型复杂

程度的正则化参数，参数值越大，模型越不容易过拟
合。式（3）为可微的凸损失函数，用于度量预测值与
标签值的差距；式（3）等号右侧第 1项为损失函数，

用于度量CART预测值与真实值之间的差距；式（3）
等号右侧第 2项为正则项，用于对模型的复杂程度

进行惩罚，该附加的正则项能够平滑各叶节点的权
重，避免过拟合。显然，正则化的目标函数倾向于选
择结构简单、预测性强的模型。当正则化参数为 0
时，目标函数就退化为传统的GBDT。

上述目标函数以函数作为参数，无法采用传统方

法进行优化，故采用加法学习方式（additive manner）
进行训练。训练由一个常数预测开始，每次向模型

中加入一个新函数学习当前的模型。记 ŷ ( )ti 为第 i个
样本在第 t次训练中的预测值，寻找一个最优的新函

数 ft，以最大限度地降低目标函数。第 t次训练中的

预测值等于第 t-1次训练中的预测值与 ft 之和。

ì

í

î

ï

ï
ïï

ï

ï
ïï

ŷ ( )0
i = 0
ŷ ( )1
i = f1 (x i )= ŷ ( )0

i + f1 (x i )
⋮
ŷ ( )ti =∑

k= 1

t

fk (x i )= ŷ ( )t- 1
i + ft (x i )

（5）

L( t ) =∑
i= 1

n

( )l ( )yi，ŷ ( )t- 1
i + ft ( )x i +Ω ( ft ) （6）

为了快速优化目标函数，对损失函数 L( )t 进行二

阶泰勒展开，可得：

L( )t =∑
i= 1

n é
ë
ê

ù
û
úl ( )yi，ŷ ( )t- 1

i + gi ft ( )x i + 12 hi f 2t ( )x i +Ω ( ft)（7）
gi = ∂ ŷ( )t- 1

i
l (yi，ŷ ( )t- 1

i ) （8）
hi = ∂2ŷ( )t- 1

i
l (yi，ŷ ( )t- 1

i ) （9）
其中，gi和 hi分别为损失函数的一阶、二阶梯度。将

常数项移除，则可以得到第 t次训练的简化目标函

数为：

L͂( t ) =∑
i= 1

n ( )gi ft ( )x i + 12 hi f 2t ( )x i +Ω ( ft) （10）
将叶子节点 j中的样本编号集合定义为：

Ij ={ |i q (x i )= j} （11）
其中，q (x i )为 x i对应的叶子标签值。

则根据式（11），可以将式（10）写为：

L͂( t ) =∑
i= 1

n ( )gi ft ( )x i + 12 hi f 2t ( )x i + γT + 12 λ∑j = 1
T

ω2
j =

∑
j = 1

T é

ë
êê

ù

û
úú( )∑

i∈ Ij
gi ωj + 12 ( )∑

i∈ Ij
hi + λ ω2

j + γT （12）

对于一个固定的结构 q，其叶子节点 j的最优权

重如式（13）所示。

ω*
j =-

∑
i∈ Ij
gi

∑
i∈ Ij
hi + λ （13）

则对应的最优目标函数如式（14）所示，其可用

于评价CART结构 q的质量。

L͂( t ) (q ) =- 12∑j = 1
T ( )∑

i∈ Ij
gi

2

∑
i∈ Ij
hi + λ + γT （14）

通常情况下，列举所有可能的CART结构 q是不

可能的，因此采用精确贪心算法，从单叶节点开始迭

代地向树中加入分支。设 IL、IR分别为分裂后左、右

子分支节点的样本编号集，I = IL ∪ IR，则分裂后损失

的减小值如式（15）所示，其可用于评估候选分裂点。

Lsplit = 12

é

ë

ê

ê

ê

ê

ê
êê
ê
ê

ê ( )∑
i∈ IL
gi

2

∑
i∈ IL
hi +λ +

( )∑
i∈ IR
gi

2

∑
i∈ IR
hi +λ -

ù

û

ú

ú

ú

ú
úú
ú

ú( )∑
i∈ I
gi

2

∑
i∈ I
hi +λ - γ （15）

1.3 分裂点的查找

在 XGBoost的训练中，最关键的问题是根据式

（15）找到最佳分裂点。为此，利用精确贪心算法枚

举出所有特征的所有可能分裂点。遍历连续特征的

所有可能分裂点对计算的要求很高，为了提高计算

效率，精确贪心算法必须首先对每个特征的所有数

据进行排序，并且按照顺序访问数据，以获得式（15）
所示的结构评分的梯度数据。精确贪心算法的伪代

码见附录A。
精确贪心算法遍历了所有可能的分裂点，但当

数据量过大时，无法将全部的数据加载入内存，为此

提出了一种近似算法［5］。近似算法首先根据特征的

百分比分布提出候选分裂点，然后将连续的特征值

映射到由候选分裂点分割出的桶（buckets）中，遍历

所有的候选分裂点找出最佳的分裂点。近似算法的

伪代码见附录B。
2 基于XGBoost的变压器故障诊断模型

2.1 特征提取与数据预处理

油浸式变压器油中溶解特征气体为 H2、CH4、
C2H6、C2H4、C2H2，上述 5种气体含量分散性较大，直

接作为样本输入会对诊断精度产生不良影响［16］。因

此，在DGA故障诊断领域，一般采用特征气体含量

比值而非单一气体含量作为样本输入。本文按照式

（16）对特征气体含量进行归一化处理。
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x'ij = xij

∑
k= 1

5
xik

（16）

其中，xij为第 i个样本中第 j个特征气体含量；x'ij为归

一化的特征气体含量。

油浸式变压器故障诊断中，DGA气体的特征编

码方式较多，如 ICE比值法（包含 3个维度的特征）、

Rogers比值法（包含 4个维度的特征）等，不同的编

码方式可提取变压器内部不同的故障信息，从而对

后续故障诊断的结果产生影响。文献［17］通过大量

的变压器模拟实验数据总结出不同工况下变压器

气体产生规律，结合特征气体的含量及其比值关系，

提出了利用无编码比值法分析判断变压器故障性

质的诊断方法。无编码比值法包含9个维度的特征：

C（CH4）/C（H2），C（C2H4）/C（C2H2），C（C2H4）/C（C2H6），

（C（CH4）+C（C2H4））/（C1+C2），C（H2）/（C（H2）+C1+C2），

C（C2H4）/（C1+C2），C（CH4）/（C1+C2），C（C2H6）/（C1+C2），

C（C2H2）/（C1+C2）。其中，C（·）表示气体含量；C1为
CH4所代表的一阶碳氢化合物气体含量之和；C2为
C2H6、C2H4、C2H2所代表的二阶碳氢化合物气体含量

之和。

本文采用上述无编码比值作为油浸式变压器故

障诊断模型的特征输入，利用油中溶解特征气体含

量比值与故障类型的相关性来诊断变压器故障类

型。与传统的比值法相比，无编码比值法包含了更

多维度的特征信息，解决了三比值法编码不完备的

问题，能够提升诊断结果的准确性［18］。
2.2 故障状态编码

在对故障模型进行训练前，应对变压器故障类

型进行编码。根据DL／T 722—2014《变压器油中

溶解气体分析和判断导则》，油浸式变压器故障类型

分为低温过热、中温过热、高温过热、局部放电、低能

放电、高能放电、低能放电兼过热、高能放电兼过热

8种。结合正常工况，油浸式变压器工作状态及相

应状态编码如表1所示。

2.3 基于GA优化的模型训练

为了克服交叉验证以及网格搜索参数寻优等传

统优化方法的缺点，本文将GA［19］引入变压器故障诊

断模型中，实现对多个超参数的同时优化，以提高模
型诊断准确率。
2.3.1 优化参数选取

XGBoost采用集成学习中梯度提升的方法进行
加法训练，其由一个常数预测开始，在每次迭代过程
中，以最小化正则化目标函数为依据生成新的弱学习
器并将其加入现有模型中，以提升模型的预测精度。

在模型训练中，迭代次数过少易造成欠拟合，导
致模型对问题的求解能力不足，而迭代次数过多又
可能造成过拟合，使得模型对于训练数据表达能力
过强而泛化性能低下；学习率η过小时，梯度下降很
慢，过大时又可能跨过最优值，产生振荡；同时模型
中其他参数，如决策树的最大深度 dmax、随机样本的
抽取比例 rsubsample、特征的抽取比例 rcolsample、决策树节
点分裂标准 γsplit都会对模型学习能力和分类性能产
生影响。因此本文选取以上 6个超参数，采用GA进
行优化，以提高诊断模型的性能。
2.3.2 GA优化的XGBoost模型

基于XGBoost的油浸式变压器故障诊断模型流
程图见附录C，其具体实现步骤如下：

（1）对采集到的样本数据进行归一化处理；
（2）选取无编码比值作为模型的特征输入，将样

本数据按比例随机分为训练集和测试集；
（3）设置 XGBoost模型的初始参数并进行预训

练，利用GA不断对模型参数进行调整；
（4）判断是否达到最大迭代次数或者终止条件，

若达到则将此时的训练参数值作为模型的最优参
数，否则返回步骤（3）；

（5）利用测试集对模型的诊断效果进行测试，输
出故障分类结果。

3 算例分析

3.1 特征提取与数据预处理

本文从文献［20-22］中选取 547个故障类型确
定的典型油浸式变压器DGA数据进行分析，其中测
试集样本数占样本总数的20%。训练集和测试集样
本分布具体情况见表 2。XGBoost的初始参数预设
为：n=500；η= 0.3；γsplit =0；dmax=6；rsubsample =1；rcolsample=1；表1 设备状态编码

Table 1 Device status code

工作状态

正常

低温过热

中温过热

高温过热

局部放电

状态编码

0
1
2
3
4

工作状态

低能放电

高能放电

低能放电兼过热

高能放电兼过热

状态编码

5
6
7
8

表2 样本分布

Table 2 Sample distribution

工作状态

正常状态

低温过热

中温过热

高温过热

局部放电

低能放电

高能放电

总计

样本总数

52
52
58
119
55
118
93
547

训练集样本数

41
43
41
80
43
79
65
392

测试集样本数

11
9
17
39
12
39
28
155
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定义损失函数为线性回归（reg：linear）；其余参数均
设置为默认值。
3.2 XGBoost的诊断结果

在 Inter（R） Core（TM） i5、2.70 GHz、内存 8 GB
的环境下，利用 python3编程，输入预设参数和训练
样本对所提模型进行训练。基于XGBoost的油浸式
变压器故障诊断结果如表 3所示。数据显示，测试
样本中表征中温过热、高温过热、局部放电和高能放
电的故障样本全部被正确识别；低温过热的故障样
本误判 1个；正常状态样本误判 4个；低能放电的故
障样本误判 3个。除正常状态外，本文方法的诊断
准确率较高，且在不同故障类型下表现稳定。

3.3 多模型诊断结果对比

选取线性判别分析（LDA）、K近邻（KNN）、SVM、
RF、GBDT这 5种主流监督学习模型在经验参数下
进行训练，并将测试结果与XGBoost模型进行对比，
结果如表 4所示。由表可见，XGBoost模型的诊断精
度在 6种模型中最高，并且在分类正确率较低的状
态中也有很好的表现。

为了对 XGBoost的计算稳定性进行说明，连续
对 547个样本组成的样本集进行 100次随机抽样，每
次抽取 20%的样本作为测试集，其余 80%的样本作
为训练集，利用得到的训练样本对不同模型进行训
练，并对诊断结果进行统计，结果如表 5所示。由表
可见，基于XGBoost的变压器故障诊断模型的 100次
诊断平均正确率为 0.917，正确率均方差为 0.018；与
5种主流监督学习模型相比，基于XGBoost的变压器

故障诊断模型具有最高的平均正确率，并且与准确
率较高的RF和GBDT模型相比正确率均方差更小，
说明本文所提方法能够稳定保持高精度的计算
输出。

GBDT、XGBoost、LightGBM都是目前机器学习
中流行的梯度提升方法，为了对它们的计算量进行
对比，读取上述 100次随机抽样训练所用的平均训
练时间和平均测试时间如表 6所示。由表可见，本
文所采用的XGBoost与GBDT、LightGBM相比，平均
测试时间没有显著差异，但其平均训练时间大幅减
少，仅为GBDT平均训练时间的 35.6%、LightGBM平
均训练时间的 16.5%。由于测试阶段的计算量与训
练阶段相比可以忽略不计，综合来看XGBoost模型
的收敛速度快，训练效率较高。

3.4 GA寻优效果
由于XGBoost模型的超参数对其训练学习效果

有着显著的影响，因此在预训练结束后，采用GA对
设定的 6个超参数同时进行优化。GA参数设置如
下：采用实数编码方式；种群个数为 50；适应度函
数为XGBoost模型诊断正确率。当遗传代数达到第
6代时，适应度达到 0.981并在之后保持不变。相比
于初始模型，诊断正确率提升了 5.4 %。此时输出
XGBoost模型的最优参数，如表7所示。

选取 3.3节多模型诊断结果中精度较高的 2种
监督学习模型RF和GBDT，在上述GA参数设置下，
对两者的超参数进行优化，结果如图 2所示。可以

表3 XGBoost的诊断结果

Table 3 Diagnosis results of XGBoost

工作状态

正常状态

低温过热

中温过热

高温过热

局部放电

低能放电

高能放电

总计

测试样本数

11
10
13
22
11
26
17
110

诊断正确样本数

7
9
13
22
11
23
17
102

正确率

0.636
0.900
1
1
1

0.885
1

0.927

表4 不同模型的诊断结果

Table 4 Diagnosis results of different models

状态编码

0
1
2
3
4
5
6

平均

诊断正确率

LDA
0.455
0.300
1

0.818
0.455
0.538
0.471
0.600

KNN
0.636
0.500
0.692
0.909
0.909
0.769
0.765
0.764

SVM
0.273
0.700
0.692
0.909
0.909
0.692
0.706
0.718

RF
0.545
0.900
0.923
0.955
0.818
0.923
1

0.891

GBDT
0.455
0.900
0.923
0.955
0.909
0.885
1

0.882

XGBoost
0.636
0.900
1
1
1

0.885
1

0.927

表5 不同模型重复训练诊断结果

Table 5 Diagnosis results of different models

with repeated training

模型

LDA
KNN
SVM
RF
GBDT
XGBoost

最高正确率

0.709
0.845
0.800
0.936
0.945
0.982

最低正确率

0.518
0.700
0.718
0.855
0.818
0.891

平均正确率

0.611
0.741
0.724
0.873
0.887
0.917

正确率均方差

0.038
0.044
0.035
0.032
0.026
0.018

表6 不同模型训练时间对比

Table 6 Comparison of training time among

different models

模型

GBDT
XGBoost
LightGBM

平均训练时间／ms
845.9
302.5
1 837.0

平均测试时间／ms
3.36
3.08
3.72

表7 最优参数

Table 7 Optimal parameters

参数

η
dmax
rsubsample

最优值

0.55
8
0.64

参数

rcolsample
n
γsplit

最优值

0.80
770
0.23
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看出，RF和GBDT优化模型精度分别在第 6代和第
10代达到了 0.910和 0.905，并在之后保持不变，相比
于初始模型，诊断精度分别提升了 3.7 %和 1.8 %。
与GA优化的XGBoost模型相比，RF和GBDT对参数
设置更加敏感，GA的优化能够提升两者的诊断效
果，防止不良参数设置对模型学习能力的负面影
响，但最终精度仍低于优化后的XGBoost模型。

3.5 实例计算

利用上述模型对来自文献［23］的 10组变压器
检测异常数据进行故障识别，样本数据详见附录D。
基于XGBoost的诊断模型和改良 ICE比值法对 10组
样本的诊断结果比较如表 8所示。由表可见，由于
ICE比值法的编码边界太过于绝对，编码不完备，当
样本处于不同编码区间边界时往往无法正确识别故
障类型。而采用所提XGBoost模型可以对处于模糊
区间的样本进行学习和正确分类，基本弥补了 ICE
比值法编码缺失、诊断正确率低等不足。

4 结论

本文针对现阶段油浸式变压器故障多样性和复
杂性导致的诊断精度不高的问题，提出了一种基于
XGBoost的油浸式变压器故障诊断模型，结合算例
数据分析，得到以下结论：

（1）对样本数据进行归一化处理，并采用无编码
比值作为输入特征，深层地挖掘了油中溶解气体与
故障类型间的内在联系；

（2）在采用无编码比值作为特征输入时，相比于

LDA、KNN、SVM、RF和 GBDT，XGBoost具有更高的
精度和稳定性；

（3）将GA引入XGBoost诊断模型，选取对模型
影响较大的 6个超参数进行同时优化，有效地提升
了模型诊断精度。

附录见本刊网络版（http：∥www.epae.cn）。
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Table 8 Diagnosis results

序号

1
2
3
4
5
6
7
8
9
10

实际故障
类型编码

0
1
1
2
2
3
3
4
5
6

改良 ICE比值法

编码

000
001
001
021
021
002
002
010
121
101

诊断结果

无编码

1
1
2
2
3
3
4
8*
7*

XGBoost
诊断结果

0
1
1
2
2
3
3
4
5
5*

注：“*”表示诊断错误。
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Fault diagnosis method for oil-immersed transformer based on
XGBoost optimized by genetic algorithm

ZHANG Youwen，FENG Bin，CHEN Ye，LIAO Weihan，GUO Chuangxin
（College of Electrical Engineering，Zhejiang University，Hangzhou 310027，China）

Abstract：In order to improve the accuracy and reliability of fault diagnosis for oil-immersed transformer，the
fault diagnosis method for oil-immersed transformer based on XGBoost（eXtreme Gradient Boosting） optimized
by GA（Genetic Algorithm） is studied. Firstly，based on DGA（Dissolved Gas Analysis），the non-coding method
is used to extract the 9-dimensional fault characteristics of oil-immersed transformer，and the data samples
are normalized. The fault diagnosis model based on XGBoost is built with the normalized samples as inputs，
and the hyperparameters in the model are simultaneously optimized by GA. In case study，547 samples of
DGA data determined by fault types are collected for comparison experiments. Results show that the diag‐
nosis accuracy and stability of the proposed method are significantly improved compared with the existing
traditional methods. The optimization effect of GA on the fault diagnosis model is verified at the same time.
Key words：dissolved gas analysis；electric transformers；fault diagnosis；XGBoost；genetic algorithms
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附录 A  

输入：I，当前节点的样本编号集合 

输入：d，特征维度 

gain←0 

G← ii I
g

 , H← ii I
h

  

for k=1 to m do 

GL←0, HL←0 

for j in I do 

GL←GL+gj，HL←HL+hj 

GR←G-GL，HR←H-HL 

score←max(score，
2 2 2
L R

L R

G G G

H H H  
 

  
) 

end 

end 

输出：得分最大的分裂点 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

附录 B  

for k=1 to m do 

对特征 k 按照百分比划分 Sk={sk1，sk2，…，skl} 

end 

for k=1 to m do 

Gkv←=
, , 1{ }k v jk k v

jj j s x s
g

    

Hkv←=
, , 1{ }k v jk k v

jj j s x s
h

    

end 

其中，xjk 为特征 k 中第 j 个样本数据。 



 

 

附录 C   

 

 

 

 

 

 

 

 

 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

序号 
油中溶解气体含量/（uL·L

-1） 

H2 CH4 C2H6 C2H4 C2H2 

1 31.0 23.0 10.6 7.1.0 0.4 

2 160.0 130.0 33.0 96.0 0 

3 78.0 56.0 18.0 21.0 0 

4 181.0 262.0 210.0 528.0 0 

5 27.0 90.0 42.0 63.0 0.2 

6 20.6 19.9 7.4 61.3 1.5 

7 70.4 68.5 28.9 241.0 10.4 

8 650.0 53.0 34.0 20 0 

9 176.0 205.9 47.7 75.7 68.7 

10 115.9 75.0 14.7 25.5 6.8 

 

图 C1 诊断模型流程图 

Fig.C1 Flowchart of diagnosis model 
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附录 D 

 
表 D1 变压器异常数据 

Fig.D1 Abnormal data of transformer 
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