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基于Attention-BiLSTM神经网络和气象数据
修正的短期负荷预测模型
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（天津大学 智能电网教育部重点实验室，天津 300072）

摘要：基于循环神经网络的负荷预测模型大多将历史负荷数据和影响负荷的其他因素如气象数据等共同作

为预测模型的输入特征，但气象数据内部规律性不强，不适合作为循环神经网络的输入。针对该问题，提出

一种基于Attention-BiLSTM神经网络和气象数据修正的短期负荷预测模型。采用最大信息系数分析影响负

荷的主要因素；考虑到负荷序列较长且存在双向信息流，利用BiLSTM神经网络进行预测；引入注意力机制，

通过注意力权重突出关键因素的影响，挖掘负荷数据的内部规律；利用核极限学习机结合气象数据进行误差

预测和修正，完成负荷预测。以我国东部某地区真实数据作为实际算例，实验结果表明，所提模型与其他模

型相比有更好的预测效果。
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0 引言

准确高效的短期电力负荷预测是保证电力系统
安全可靠运行的前提，也是电网合理安排发电计划
的依据。电力市场化改革的进行，对短期电力负荷
预测的精度提出了更高的要求。

用于短期电力负荷预测的方法主要分为统计学
方法和机器学习方法两大类。统计学方法主要有回
归分析法［1］、自回归积分滑动平均模型［2］、波动模
型［3］等，这些方法原理简单，计算速度较快，但是对
于变量间非线性关系的处理能力有限。机器学习方
法主要有支持向量机法［4-5］、反向传播（BP）神经网
络［6］、随机森林法［7］等，这些方法的共同缺点是难以
挖掘负荷序列的时序性，且不适合处理大量数据。

近年来，深度学习发展迅速，为短期负荷预测方
法的研究提供了新的思路。典型的深度学习方法有
卷积神经网络、深度信念网络和循环神经网络RNN
（Recurrent Neural Network）等。其中，以RNN为主体
的预测模型由于在处理时序数据方面的优势而被广
泛应用。长短时记忆 LSTM（Long Short-Term Me-
mory）神经网络是一种特殊的RNN，其通过增加门控
单元，解决了传统RNN存在的梯度消失问题［8］，能够
更好地学习时间序列中的历史信息。文献［9］使用
LSTM神经网络进行负荷预测，相较于BP神经网络，
LSTM神经网络提高了预测精度，但是由于输入特征
较多，难以突出对当前负荷影响更大的因素。文献
［10］在负荷预测前首先使用卷积神经网络进行特

征提取，但是其仅将历史负荷数据作为模型的输入，

而没有考虑其他因素对负荷数据的影响。文献［11］
在使用 LSTM神经网络进行预测的同时，引入注意

力（Attention）机制，通过给输入特征赋予不同的权

重，突出关键特征的影响，增强了模型学习序列中长

距离依赖的能力。

上述方法存在的共同问题是，LSTM神经网络只

能考虑单向的数据信息，忽视了序列的反向信息对

预测的影响。另外，这些方法通常是将历史负荷数

据和影响负荷的其他因素如气象数据等作为模型

的输入特征共同输入预测模型。文献［12］通过对真

实气象数据序列特征的分析发现，气象数据在几个

星期到几年的范围内可近似为白噪声，序列内部规

律性差。而RNN及其变体处理内部规律性不强的

数据的能力较差［13］。因此，气象数据等不适合作为

RNN模型的输入特征。

针对以上问题，本文提出一种基于 Attention-

BiLSTM（Attention Bidirectional Long Short-Term
Memory）和气象数据修正的短期负荷预测模型。在

采用最大信息系数MIC（Maximum Information Coeffi⁃
cient）分析影响负荷的主要因素的基础上，针对规

律性较强的历史负荷数据以及规律性较差的气象

数据分别建立预测模型和误差修正模型。首先，使

用双向长短时记忆（BiLSTM）神经网络学习历史负

荷数据的正、反向规律，并引入 Attention机制突出

关键因素的影响；然后，使用核极限学习机 KELM
（Kernel Extreme Learning Machine）结合气象数据

进行误差预测，并对预测模型的结果进行修正，旨在

提高模型的整体预测精度。实验结果表明，本文模

型相较于其他模型具有更高的预测精度。
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1 影响负荷的因素分析

由于负荷序列具有一定的周期性和趋势性，因
此历史负荷数据是预测当前时刻负荷的最主要依
据。此外，气象数据特别是温度和相对湿度对负荷
数据也有一定影响。因此，本文重点考虑历史负荷
及温度、相对湿度对当前时刻负荷的影响。

由于MIC在处理相关性分析问题时具有较好的
鲁棒性和较小的计算复杂度［14］，因此本文采用MIC
分析各变量与当前负荷数据之间的相关性。
1.1 MIC

MIC是一种基于互信息的关联性分析算法。它
采用网格划分的方法，不仅可以衡量数据集中变量
之间的线性和非线性函数关系，还可以广泛地挖掘
变量之间的非函数依赖关系，具有较好的普适性和
公平性。MIC计算方法描述如下。

在一个二元数据集D∈R2中，给定 2个变量 X=
{xi，i=1，2，⋯，n}和 Y ={yi，i=1，2，⋯，n}，n为变量 X

和Y的维度，则其互信息 I (X；Y )定义为：

I (X；Y )=∑
yi ∈Y
∑
xi ∈X

p ( xi，yi ) log2 p ( xi，yi )
p ( xi ) p ( yi ) （1）

式中：p ( xi，yi )为X和Y的联合概率密度；p ( xi )、p ( yi )
分别为X、Y的边缘概率密度。

将数据集 D中由 xi和 yi构成的散点图划分为 a
行 b列的网格，记为 G =（a，b）。分别计算各个网格
中的互信息 ID | G (X；Y )（D | G表示数据集 D在网格 G

下的划分），并选取最大值作为划分G的互信息值，
则最大互信息值 I *D | G (X；Y )可定义为：

I *D | G (X；Y )= maxG ID | G (X；Y ) （2）
将得到的互信息标准化，求出MIC：

MD | G (X；Y )= I
*
D | G (X；Y )
lg min (a，b) （3）

F (D ) MIC = maxab < B (n ){MD | G (X；Y )} （4）
式 中 ：MD | G (X；Y ) 为 标 准 化 的 最 大 互 信 息 值 ；

lg min (a，b)为标准化系数；F (D ) MIC为MIC；B（n）为

网格划分数的上界，一般取 B（n）=n0.6。MIC是一种
归一化的最大互信息，其取值范围为［0，1］，2个变
量间的MIC值越接近 1，表示变量间的关联性越强，
MIC值越接近0，表示变量间的关联性越弱。
1.2 历史负荷与当前负荷的相关性分析

附录A图A1为我国东部某地区一个月的负荷
数据变化情况。由图可知，电力负荷数据具有明显
的周期性：随着人们生活作息的变化，白天负荷水平
逐渐提高，夜晚负荷水平逐渐降低，这体现出负荷的
日周期性；一周中每天的负荷遵从上述变化，其中周
一至周五为工作日，负荷以工业用电为主，负荷水平

较高，而周六、周日由于工厂等用电大户休息，负荷

以居民用电为主，处于较低水平，这体现出负荷的周

周期性。此外，负荷数据还具有连续性，中间一般不

会出现阶跃和离散现象。

设 pi（t）为第 i天 t时刻的负荷数据，Pi（t）为第 i
天以负荷项 pi（t）为尾项，向第 i-1天方向扩展的长度

为 24个时刻的负荷序列。考虑到负荷的日周期性、

周周期性以及连续性，分别计算一个月内 Pi（t-1）、

Pi（t-2）、Pi-1（t）、Pi-1（t-1）、Pi-7（t）、Pi-7（t-1）和当前负

荷序列Pi（t）之间的相关性，计算结果如表1所示。

由表 1可知，所选负荷序列与当前负荷序列的

MIC值均大于 0.7，相关性较强［15］。其中，Pi（t-1）与

Pi（t）时间相距最近，相关性最强。另外，所选负荷数

据的周周期性略强于日周期性，计算结果符合负荷

变化的实际情况。

1.3 气象数据与当前负荷的相关性分析

除了历史负荷，气象也被认为是影响当前负荷

的重要因素，本文主要考虑温度和相对湿度对负荷

的影响。

设 Pi为第 i天的负荷数据，Ti为第 i天的温度数

据，Hi为第 i天的相对湿度数据。由于气象数据对负

荷数据的影响可能存在季节性差异，因此计算各季

节典型月中每日气象数据和负荷数据的相关性。本

文认为MIC值大于 0.2则表示两序列之间存在一定

的相关性。分别计算各季节典型月中气象数据与负

荷数据之间的MIC值大于 0.2的天数占比，计算结果

如表2所示。

表 2结果表明，温度和相对湿度是负荷重要的

外部影响因素，且存在季节性差异。其中温度与负

荷的相关性更强，对负荷的影响更大。综合来看，气

象数据在夏季时对负荷的影响最为明显。

表1 历史负荷与当前负荷的相关性

Table 1 Correlation between historical

load and current load

负荷序列

Pi（t-1）
Pi（t-2）
Pi-1（t）

MIC
0.9075
0.7587
0.8152

负荷序列

Pi-1（t-1）
Pi-7（t）
Pi-7（t-1）

MIC
0.7600
0.8501
0.7815

表2 气象数据与负荷的相关性

Table 2 Correlation between meteorological

data and load

典型月

4月（春）

7月（夏）

10月（秋）

12月（冬）

MIC值大于0.2的天数占比／%
温度

36.7
51.6
32.3
45.2

相对湿度

16.7
22.6
16.1
12.9
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2 基于Attention-BiLSTM神经网络的预测模型

2.1 BiLSTM神经网络

LSTM神经网络是一种时间 RNN，是目前最成
功的RNN架构之一。LSTM神经网络基本结构见附
录A图A2。

LSTM神经网络的核心是门控单元，其中遗忘门
负责选择性地遗忘历史信息，输入门负责保留当前
信息并将其与历史信息融合，输出门决定当前状态
对隐含层的影响。LSTM神经网络对应的参数计算
如下：

f t =σ (Wf [ h t-1，x t ]+bf ) （5）
i t =σ (Wi [ h t-1，x t ]+bi ) （6）
o t =σ (Wo [ h t-1，x t ]+bo ) （7）

c t = f tc t-1 + i t tanh(Wc [ h t-1，x t ]+bc ) （8）
h t =o t tanh c t （9）

式中：ft、it、ot、ct分别为当前 t时刻遗忘门、输入门、
输出门和状态单元的状态；h t-1为前一时刻隐含层的
状态；x t 为当前 t时刻的输入；Wf、Wi、Wo、Wc 和 bf、
bi、bo、bc分别为对应的权重系数矩阵和偏置项；σ ( ⋅ )
表示Sigmoid激活函数。

LSTM神经网络存在的一个不足是，其仅能够利
用从正向序列中传来的历史信息，这使其在对波动
过程进行预测时可能会导致相位滞后。

为验证负荷数据存在双向信息流，选取数据集
中连续一个月的负荷数据，以其中心点为原点向正、
反 2个方向延伸，得到正向负荷序列和反向负荷序
列。分别计算正、反向负荷序列的自相关系数，结果
如图1所示。

由图 1可知，负荷序列具有明显的正、反向规律
性，因此，在负荷预测时要同时考虑历史负荷和未来
负荷对预测精度的影响。BiLSTM神经网络由正向
和反向 2个 LSTM神经网络组成，相较于传统的
LSTM神经网络，BiLSTM神经网络同时考虑了前、后
向数据的内在规律［16］，是从历史和未来 2个方向展
开预测，使用 2个独立的隐含层分别处理来自正向
和反向的数据，然后将正向和反向的隐含层输出均

作为输出层的输入，从而中和相位误差，提高预测精
度。BiLSTM神经网络结构示意图见附录A图A3。
2.2 Attention机制

深度学习中的 Attention机制是一种模拟人脑
Attention的模型。在处理特定信息时，人脑会将
Attention集中在关键区域，以获得更多需要关注的
信息［17］。Attention机制给输入特征赋予不同的权
重，以突出强相关因素的影响，减少弱相关因素的影
响，相较于分心模型，其可以得到更好的预测效果。
Attention结构见附录A图A4，其各参数计算公式为：

e t =ν tanh (Wh t +b ) （10）
α t= exp (e t )∑

j=1

m

e j

（11）

C t =∑
j=1

m

α j h j （12）
式中：et、αt分别为当前 t时刻不同特征对应的权重分
数和 Attention权重；ν、W为计算 Attention权重时的
多层感知机的权重；b为计算Attention权重时的多层
感知机的偏置参数；m为预测模型输入向量的维度；
Ct为 Attention机制在 t时刻的输出。Attention机制
自适应地计算并调整原始输入特征对应的隐含层状
态值，达到突出重要特征以及弱化次要特征的效果，
最后将加权过的隐含层状态值输入BiLSTM神经网
络进一步挖掘数据的内部规律。

3 基于KELM的气象数据修正模型

为了进一步提高模型的预测精度，本文利用
KELM结合气象数据对 Attention-BiLSTM神经网络
模型的预测结果进行修正。

KELM是在极限学习机的基础上，结合核函数
提出的一种改进算法［18］。极限学习机的输出与连接
权重计算公式为：

{ f (x )=h (x ) β=Hββ=H T ( I/C+HH T )-1T （13）
式中：x为模型输入；f (x )为模型输出；h (x )、H为隐

含层特征映射矩阵；β为隐含层与输出层连接权值；

I为对角矩阵；C为惩罚系数；T为目标向量。
为了提升极限学习机的泛化能力和稳定性，

KELM算法使用核矩阵ΩELM代替极限学习机中的随
机矩阵H。核矩阵定义为：

{ΩELM =HH T

ΩELMi，j =h (xi )h (x j )=k (xi，x j ) （14）
式中：xi和 x j分别为样本中第 i个和 j个输入向量；
k (xi，x j )为核函数，通常定义为径向基函数（RBF）核，

如式（15）所示。

k (xi，x j )=exp (-γ  xi，x j
2) （15）

图1 正、反向负荷序列的自相关系数

Fig.1 Autocorrelation coefficients of positive and

negative load sequences
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式中： xi，x j 为样本的欧氏范数；γ为核参数。

根据以上计算，KELM的输出与连接权值为：
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T

( I/C+ΩELM )-1T

β=( I/C+ΩELM )-1T

（16）

式中：N为输入样本数。

KELM属于单隐含层前馈神经网络，计算速度

快，其拟合能力相较于普通的极限学习机和支持向

量机有较大提升，且由于核函数直接采用内积形式，

隐含层节点无需单独设置。综上，本文选择KELM
算法建立修正模型。

本文构建基于Attention-BiLSTM神经网络的预

测模型，挖掘历史负荷数据的内在规律性。同时，为

了综合考虑影响负荷数据的气象因素，进一步提高

预测精度，建立基于 KELM的气象数据修正模型。

建模流程如附录 A图 A5所示。建模的具体步骤

如下。

1）数据预处理。首先对输入数据序列进行异常

值处理，然后再将数据序列按式（17）归一化至区间

［0，1］中。

y* = y-ymin
ymax -ymin （17）

式中：y为原始数据；y*为归一化后的数据；ymax、ymin分
别为数据集中的最大值、最小值。

2）负荷预测和误差序列生成。按照第 2节建立

Attention-BiLSTM神经网络预测模型，将处理后的历

史负荷数据作为输入特征，采用滚动预测的方式进

行模型的训练，分别得到训练集上的预测值序列 y′t
和测试集上的预测值序列 y″t，在此基础上求取真实

值 yt与 y′t 之差，得到训练集上的误差序列 yres：
y res =yt -y′t （18）

3）误差预测。将误差序列 y res与处理后的气象

数据作为输入特征，训练KELM，得到测试集的误差

预测值序列 y′res。
4）误差修正。用步骤 3）中得到的误差预测值

序列 y′res 修正步骤 2）中的预测结果 y″t，得到最终的预

测值 y͂ t：
y͂ t =y′res +y″t （19）

4 算例仿真

为验证本文所提方法的科学性和可靠性，选取

我国东部某地区连续两年的真实负荷数据和气象数

据作为实验数据集进行仿真验证。

本文实验所用 PC机配置为Windows 10 64位

操作系统，CPU为 Inter Core i5-8400，内存为 8 GB。
软件平台为 Spyder，程序运行环境为 keras2.0.6和
Tensorflow1.13.1。

本文误差指标选用平均绝对百分比误差
（MAPE）еMAPE和均方根误差（RMSE）eRMSE，计算公式
分别见附录A式（A1）、（A2）。
4.1 Attention机制分析

为研究Attention机制对预测模型的影响，选取

数据集中一个月的负荷数据，对不同输入特征分配

的Attention权重如图2所示。

由图 2可知，Attention机制关联了不同输入特征

序列对预测结果的影响，其中模型对前一时刻负荷

序列Pi（t-1）分配了最高的Attention权重，其对当前
负荷的预测结果影响最大，而 Pi-1（t-1）的权重系数

最小，因此对预测结果的影响最小。

图 3为所选数据集时间跨度由 5 d增加至 50 d
时，各输入序列对应Attention权重的变化情况。由

图可知，各输入序列的Attention权重随着时间跨度
的增加而动态变化并逐渐趋于稳定。Attention机制

不是简单地将各影响因素贡献率平均化，而是在各

时刻自主挖掘不同输入特征对预测结果的影响程

度，进而提高模型对关键特征信息的提取能力。

4.2 气象修正模型对预测精度的影响分析

由 1.3节可知，气象数据对负荷的影响存在季节

性差异。为研究气象修正模型在不同季节时对预测

精度的影响，将该地区一年的负荷数据和气象数据
划分成 4个数据集，分别为春季（3至 5月）、夏季（6

图2 不同输入特征的Attention权重分配情况

Fig.2 Distribution condition of Attention weight

for different input features

图3 Attention权重的变化

Fig.3 Change of Attention weight
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至 8月）、秋季（9至 11月）和冬季（1、2、12月）。将 4
个数据集按照 7∶3的比例划分为训练集和测试集，
使用多步迭代预测的方法对比本文基于 Attention-

BiLSTM神经网络和气象数据修正的模型（模型 1）与
Attention-BiLSTM神经网络（模型 2）的预测精度。其
中，模型 1用历史负荷数据训练Attention-BiLSTM神
经网络模型，得到初步的预测误差，再结合气象数据
作为KELM模型的输入进行误差的预测和修正。模
型 2的输入特征为历史负荷数据和对应时刻的气象
数据。为保证实验的可靠性，两模型中BiLSTM神经
网络的结构相同，均为 2层 BiLSTM神经网络层，各
层神经元个数分别为 50、40个，时间步为 10，迭代次
数为500次。

各季节负荷在测试集上的预测误差如表 3所
示。气象数据修正模型使得整体预测精度在春、夏、
秋、冬季分别提高了 0.54%、0.73%、0.45%、0.57%。
这表明，相较于模型 2使用Attention-BiLSTM神经网
络模型处理所有的特征，模型 1考虑不同类型特征
各自的特点，根据特征序列内部规律性强弱分别
对其进行处理，充分发挥了 Attention-BiLSTM神经
网络模型处理时序数据的优势，同时建立基于
KELM的气象修正模型，避免了将规律性差的气象
数据输入BiLSTM神经网络，有效提高了预测精度。
此外，夏季时气象因素与负荷序列相关性最强，气象
修正效果最明显。

4.3 不同模型的预测结果及分析

为进一步研究本文模型的预测性能，分别用本
文模型、Attention-LSTM神经网络模型、BiLSTM神经
网络模型、LSTM神经网络模型和BP神经网络模型
对该地区进行一天和连续一周的预测。首先将数据
集进行重新划分，前 18个月的数据为训练集，后 6个
月的数据为测试集。实验结果如表4所示。

由表 4可知：相较于其他对比模型，本文模型在
一天和一周的预测结果中都达到了最好的效果，这
说明本文模型具有较高的精度和较强的鲁棒性；相
较于 LSTM神经网络模型，增加 Attention机制使得
Attention-LSTM神经网络模型整体预测精度在一天

和一周范围内分别提高了 0.21%和 0.29%，这表明

Attention机制可以更好地突出关键特征对预测结果

的影响；相较于LSTM神经网络模型，BiLSTM神经网

络模型的整体预测精度分别提高了0.43%和0.53%，

这表明BiLSTM神经网络可以更好地挖掘负荷数据

的正、反向规律，进而提高预测精度。

为了更直观地展示不同模型的预测效果，选取

不同模型一天的负荷预测值和真实值进行对比，如

图4所示。

由图 4可知，所选预测日的负荷曲线近似为双

峰曲线，在 10:00— 20:00时间段（图中预测时间点

20— 40）负荷曲线波动较大，相较于其他模型，本文

模型在负荷曲线波峰和波谷区域的波动性最小。此

外，在早晚负荷曲线的上升和下降阶段，本文模型也

能很好地捕捉负荷变化的规律。总体上看，本文模

型的预测结果与真实值拟合程度最高，变化趋势基

本一致。

5 结论

针对电力系统短期负荷预测精度要求日益提高

的要求，本文提出一种基于Attention-BiLSTM神经网

络和气象数据修正的短期负荷预测模型，并通过实

验进行验证。本文主要结论如下。

1）采用MIC方法验证了历史负荷数据和气象数

据中的温度和相对湿度数据对当前负荷数据存在较

大的影响。

2）建立基于Attention-BiLSTM神经网络的预测

表4 不同模型的预测误差对比

Table 4 Comparison of prediction errors

among different models
模型

本文模型

Attention-LSTM
神经网络

BiLSTM神经网络

LSTM神经网络

BP神经网络

一天

еMAPE／%
1.82
2.55
2.33
2.76
4.87

eRMSE／MW
37.31
59.16
48.66
78.39
123.54

一周

еMAPE／%
1.92
2.86
2.62
3.15
5.31

eRMSE／MW
39.48
75.92
70.01
86.36
133.80

表3 气象修正模型对预测精度的影响

Table 3 Influence of meteorological correction

model on prediction accuracy

季节

春季

夏季

秋季

冬季

模型

1
2
1
2
1
2
1
2

еMAPE／%
1.56
2.10
1.92
2.65
1.68
2.13
1.78
2.35

eRMSE／MW
36.26
52.21
49.33
66.93
37.76
52.98
39.16
53.50

图4 不同模型的预测结果

Fig.4 Predicted results of different models
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模型，BiLSTM神经网络可以充分挖掘历史负荷数据
的时序性和正、反向信息，Attention机制通过给输入
特征赋予不同的权重，突出了对负荷预测精度影响
更大的特征。

3）针对BiLSTM神经网络在处理温度数据、湿度
数据等内部规律性不强的数据时精度会降低的问
题，建立基于KELM的气象数据修正模型，充分发挥
了 BiLSTM神经网络处理时序数据的优势和 KELM
学习速度快、非线性映射能力强的特点。另外，引入
气象修正模型可以减少时序预测模型输入特征的维
度，进而节约时序预测模型的运算成本。

未来可以研究在考虑降雨量、日类型等影响因
素更复杂环境下的短期负荷预测问题，并且可以与
其他负荷预测方法相结合进一步提高模型的预测精
度和普适性。

附录见本刊网络版（http：∥www.epae.cn）。
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Convolutional neural network based on attention mechanism for
reading recognition of pointer-type meter images

ZHANG Sen1，WAN Jilin1，WANG Huifang1，GUAN Minyuan2，YANG Bin2，3，LI Fan2
（1. College of Electrical Engineering，Zhejiang University，Hangzhou 310027，China；

2. Huzhou Power Supply Company of State Grid Zhejiang Electric Power Co.，Ltd.，Huzhou 313000，China；
3. Huzhou Electric Power Design Institute Co.，Ltd.，Huzhou 313000，China）

Abstract：At present，most researches on the reading recognition of pointer-type meters are based on the detec-
tion of pointer line segments. However，this method has many processes and low reading recognition efficiency.
Besides，the errors accumulated in the intermediate processes such as meter image calibration and pointer
segment fitting can easily cause the pointer inclination angle to deviate from its true value. The image feature
mapping method for meter readings is studied from another perspective because this method has the advantage
of fewer processes and higher efficiency. Firstly，a two-stream heterogeneous convolutional neural network
fused with CBAM（Convolutional Block Attention Module） is constructed，which strengthens the extraction of
meter image features，improves the type and distribution of features and the accuracy of meter reading recog-
nition. Then a soft stagewise regression strategy is adopted，which greatly simplifies the size of the model and
makes the model easy to deploy. Finally，the proposed method is compared with deep learning models based
on the pointer line segment detection and other machine learning models on the recognition accuracy and
efficiency of pointer-type meter reading recognition by example. Results show that the proposed method
maintains a good balance between the accuracy and efficiency of the meter image reading recognition.
Key words：pointer-type meter；reading recognition；convolutional neural network；attention mechanism；stage⁃
wise regression；soft range

Short-term load prediction model based on Attention-BiLSTM neural network and
meteorological data correction

WANG Jidong，DU Chong
（Key Laboratory of Smart Grid of Ministry of Education，Tianjin University，Tianjin 300072，China）

Abstract：Most of the load prediction models based on recurrent neural network take historical load data
and other factors such as meteorological data together as input features of prediction model，but the internal
regularity of meteorological data is poor，so it is not suitable for the input of recurrent neural network. Aiming
at the problem，a short-term load prediction model based on Attention-BiLSTM（Attention Bi-directional Long
Short-Term Memory）neural network and meteorological data correction is proposed. The maximum information
coefficient is adopted to analyze the main factors that affecting the loads. Considering that the load sequence
is long and there exists bi-directional information flow，BiLSTM neural network is used for prediction. The
attention mechanism is introduced，the influence of key factors is highlighted by the weight of attention，
and the internal regularity of load data is excavated. The kernel extreme learning machine is used for
error prediction and correction combined with meteorological data，and the load prediction is completed.
The real data of a certain area in eastern China is taken as practical example，and the experimental results
show that the proposed model has better prediction effect than other models.
Key words：short-term load prediction；maximum information coefficient；Attention mechanism；bi-directional
long short-term memory neural network；kernel extreme learning machine
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附录 A： 

 

图 A1 历史负荷数据 

Fig.A1 Historical load data 
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注：符号“ ”表示求向量积运算，符号“ ”表示求和运算。 

图 A2 LSTM 神经网络结构 

Fig.A2 Structure of LSTM neural network 
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注：符号“ ”表示 BiLSTM 的两层独立的隐含层中的神经元。 

图 A3 BiLSTM 神经网络结构图 

Fig.A3 Structure of BiLSTMneural network 
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注： 1 2 pz z z、 、 、 表示输入序列， 1 2 ph h h、 、 、 表示对应隐藏层的状态值。 

图 A4 Attention 机制 

Fig.A4 Attention mechanism 
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图 A5 建模流程图 

Fig.A5 Flowchart of modeling 
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式中：k 为预测点数； il 为第 i 个预测点的真实值； il
为第 i 个预测点的预测值。 

 


