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基于去噪自编码器网络特征降维与改进小批优化K均值
算法的海量用户用电行为聚类及分析

汪 颖，杨 维，肖先勇，张 姝
（四川大学 电气工程学院，四川 成都 610065）

摘要：海量用户用电特性的挖掘与分析对实现电网与用户间的双向互动具有十分重要的意义。提出一种适

用于海量用户用电行为聚类及分析的算法，以降低算法时间复杂度，提升海量用户负荷数据分析效率。提取

用户用电行为特征，构建多层去噪自编码网络，实现多维特征的降维；利用小批优化K均值算法进行聚类分

析，并对算法进行初始聚类质心优化与超参数优化的改进以提升算法收敛速度与效果，其中超参数优化利用

基于高斯过程的贝叶斯优化算法进行；利用类间分离度和类内内聚度的相关指标对聚类效果进行评价；通过

互信息筛选有效聚类特征，实现用户画像。算例结果表明，所提方法在特征优化、聚类效果与收敛速度上均

有较好的表现。
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0 引言

随着我国清洁能源渗透率的不断提高以及新
型负荷增长速度的不断加快，用户侧的用电监测与
调控愈发重要［1-2］。随着配电网高级量测体系 AMI
（Advanced Metering Infrastructure）的持续推进与建
设，用户用电信息测量、存储、分析与应用的完整体
系被构建，这使得基于电力大数据分析来实现用户
侧用电调控成为可能。准确进行用户用电行为聚类
分析与用户画像是开展用电调控的必要前提，可为
优化峰谷差、平衡供需缺口提供数据支撑，并且根据
用户画像的结果可明确用户的用电需求与价值，这
是进行用户细分、实施精准营销的基础。

用于用户用电行为挖掘与分析的技术主要包括
非侵入式负荷监测NILM（Non-Intrusive Load Moni‐
toring）技术和大数据驱动的负荷聚类技术［3-4］。前者
通过对用户总线数据的监测与分解，实现各用电设
备投切与运行的监测，实时分析用户的用电行为，对
该技术的研究较为成熟，但该技术属于设备级的监
测技术，受监测终端改进、用户隐私等问题局限，尚
未广泛应用。后者是典型的无监督式机器学习的应
用，属于用户群的监测技术，适用于分布广泛的海量
用户数据的实时分析。

近年来，随着国家电网公司不断推进配电网的
智能化和自动化，各类监测终端与计量装置被广泛
应用，形成了营销系统、计量系统、配电网自动化系

统、配电网生产系统等，多源、海量的电力数据给数

据挖掘与分析工作带来了巨大挑战。根据测算，我

国智能监测终端每日生成几百亿条数据，每年产生

的数据量超过 70 TB［5］。在实际工程中，用电特性聚

类的各项应用均面临着用户类型多样、体量庞大、数

据通信制约等问题，如何高效地实现海量用户用电

行为的挖掘与分析，是当前面临的重要问题。

针对上述问题，学者们主要从算法优化、大数据

处理技术应用等方面开展研究。算法优化主要体现

在数据降维以及聚类方法的选择与优化 2个方面。

文献［6］定义用电行为指标，对负荷数据进行降维，

提出基于聚类有效性修正的德尔菲法，对日负荷特

性指标进行权重配置，并以加权欧氏距离为相似性

判据，实现日负荷曲线的分类；文献［7］结合推土机

距离 EMD（Earth Mover’s Distance）和欧氏距离度

量不同用户用电行为的差异程度，通过统计电力用

户在多日同一时刻的负荷分布情况，从横向和纵向

2个角度全面表征用户的用电行为，提出一种考虑

负荷纵向随机性的基于 EMD的用户用电行为识别

新方法；文献［8］选取负荷曲线多维度特征，利用

最大相关最小冗余mRMR（maximal Relevance and
Minimal Redundancy）原则优选出特征子集，实现用

户画像；文献［9］通过点积的方式构造核矩阵，将数

据映射到高维空间中进行聚类，进而加大数据的可

分性，并采用基于核方法的聚类算法提高负荷曲线

聚类的准确性。

在大数据处理技术方面，Hadoop、Spark、Storm
等大数据框架能有效解决海量数据存储、处理及分

析等问题［5，10］，可将算法并行化，降低算法的时空复

杂度。此外，分布式计算、云计算、边缘计算等为电
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力大数据分析提供了有效的解决方案。文献［11］将
样本密度、类内样本平均距离的倒数和类间距离三

者的乘积定义为权值积，以最大权值积法改进 K-

means算法，以MapReduce模型实现算法并行化，提

高聚类的有效性与算法收敛速度。

传统的K-means算法需要每个样本参与质心计

算以及对所有候选中心计算相似度才能进行归类。

当每次迭代都需要全体样本参与计算时，就会对硬件

的存储、读写速度提出较高要求，无法实现有效的实

时监测、分析与应用。为进一步提高计算效率，本文

提出一种适用于海量用电数据分析的方法。首先，

利用系统抽样方法从海量用户数据中筛选典型负荷

数据样本，提取用户行为多维特征；其次，构建多层

去噪自编码器 DAE（Denoising AutoEncoder）模型，

利用典型样本训练网络，实现特征优化与降维；然

后，将小批优化 K均值MBKM（Mini-Bitch K-Means）
算法作为聚类算法，通过优化质心选择与超参数优

化对算法进行改进，其中超参数优化是基于高斯过

程的贝叶斯优化算法 GPBOA（Gaussian Process for
Bayesian Optimization Algorithm）通过构建轮廓系数

Sil（Silhouette coefficient）指标与超参数之间的优化

关系来实现的；最后，利用互信息筛选用户用电行为

关键特征，分析各类用户的用电行为与特点，并应用

爱尔兰智能电表计量数据验证所提方法的有效性。

1 用电行为特征提取与归一化处理

与工业负荷相比，居民及商业负荷的波动性更

强，受工作时间、温度、季节、电价、用户心理等主客

观因素影响较大，本文参考国内外文献［6，8，12-13］定义

常用的用户用电行为特征，特征的定义与物理意义

见附录A表A1。用电行为特征是根据日负荷曲线

计算得到的，本文提取的特征分为直观描述型指标

（包括日最大负荷时刻、日最小负荷时刻以及峰谷相

距时间 3个指标）与比值描述型指标（包括日最小负

荷率、日峰谷差率、日负荷率、峰期负载率、谷期负载

率以及平期负载率 6个指标）2类，按照时间尺度可

以从全天与峰、谷、平 4个角度对用电行为特征进行

划分。

由于不同的用户用电属性差别较大，因此在特

征降维前对特征进行归一化处理以提升模型的收敛

速度与精度，本文采用零均值归一化，即：

X= X init -μ
σ （1）

式中：X为归一化处理后的样本数据；X init为原始特

征样本数据；μ为所有样本数据的均值矩阵；σ为所

有样本数据的标准差。处理后的样本数据服从均值

为0、标准差为1的标准正态分布。

2 基于DAE网络的多维特征优化

特征选择与降维技术可去除冗余特征以及提取
有效信息，本文通过构建DAE网络来实现高维特征
的优化，提升聚类速度与效果。
2.1 自动编码器的特征降维与重构

2.1.1 自动编码器基本原理

典型的特征降维方法包括特征选择［13］和特征变
换。特征选择包括过滤式、包裹式与嵌入式 3种，其
通过一定的规则选出分类或聚类特征，难以保留全
局信息；特征变换包括线性方法和非线性方法，这 2
种方法保留全局特征的能力存在差异。

自动编码器AE（AutoEncoder）是一种无监督式
的特征降维与特征表达方法，由编码器与解码器构
成，是一种输入和训练目标相同的神经网络。AE的
参数通过重构损失训练得到，重构损失为：

R loss ( f，g ) = argmin
f，g

ì
í
î

1
n∑i=1

n

L (X i，X̂ i )üý
þ

（2）
式中：R loss ( f，g )为重构损失，f 为 AE的编码过程，

g为 AE的解码过程；n为样本数，将每个样本的维

度记为m，则X的大小为 n×m；X i为X的第 i行，表示

第 i个样本；X̂ i为第 i个重构样本，所有重构样本构成

X̂；argmin｛·｝表示获取特定AE网络参数使得重构损
失达到最小值。

AE的编码与重构过程 r (X )表示为：

r (X ) =g [ f (X ) ]= X̂ （3）
AE的训练过程就是利用随机梯度下降法调

整网络参数（权重w与偏置 b），使重构信号与输入信
号误差最小，本文选用交叉熵作为 AE的损失函数
ξ (X )，即：

ξ (X ) = 1m
1
n∑j=1

m∑
i=1

n
é
ë

ù
ûln ( )1- X̂ ( i，j ) -X ( i，j ) ln X̂ ( i，j )
（4）

式中：X ( i，j )为X的第 i行第 j 列元素；X̂ ( i，j )为 X̂的

第 i行第 j列元素。

2.1.2 AE降维的维度约束

特征降维的目的主要有 3个：降低输入向量维
度，从而降低聚类算法的复杂度；实现数据的可视
化，以便于观察数据的分布特点；减轻数据传输压
力，只需传递训练好的网络参数与降维后的数据即
可实现数据重构。根据上述目的，特征压缩维度越
低越好，但该维度受信息保留率［14］和信号重构误差
限制，且信息保留率越高，信号重构误差越小。信息
保留率η与重构损失函数 eη分别为：

η=1- EASPETV
=1-
∑
j=1

den

 X j- X̂ j

2 / den
∑
j=1

m

 X j

2 /m
（5）
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eη=
∑
i=1

n∑
j=1

m ( )X ( )i，j - X̂ ( )i，j
2

mn （6）
式中：EASPE为平均平方映射误差；TV为总变差；den为
降维后的特征维度，其值根据 η与 eη的大小变化进

行选取；X j为X的第 j列，表示第 j维特征，X1—X9分
别为附录A表A1中日峰谷差率、日最小负荷率、日

负荷率、日最大负荷时刻、日最小负荷时刻、峰期负

载率、谷期负载率、平期负载率、峰谷相距时间；X̂ j为

X̂的第 j列，表示重构后的第 j维特征。

2.2 DAE网络

传统AE通过几十次迭代训练即可达到较好的

效果，但易出现过拟合现象，通过随机失活（Dropout）
正则化、增加输入样本噪声［15］等方法可提高模型泛

化能力，因此，本文对训练样本增加噪声，如式（7）所

示，在输入层间进行Dropout处理，并在训练阶段减

弱神经元的联合适应性，增强模型的泛化能力。

ì
í
î

ïïX train -N=X train +NFXN
XN∼N ( )0，1 （7）

式中：X train为训练样本；X train -N为X train通过式（7）产生

的损坏数据；NF为噪声因子；XN为服从均值为 0、标
准差为1的正态分布的数据。

2.3 基于DAE网络降维的特征互信息分析

DAE网络降维后的特征与初始特征不同，本文

通过计算降维前、后特征的互信息MI（Mutual Infor‐
mation）得到用户行为的关键特征，如式（8）所示。

M I(X j；Y s )=∑
λ∈Ys
∑
τ∈X j
p ( )λ，τ lg p ( )λ，τ

p ( )λ p ( )τ （8）
式中：Y s ( s=1，2)为降至 2维后AE的特征，表示Y的

第 s列；M I (X j；Y s )为降维前、后特征的互信息；λ∈Y s、

τ∈X j表示λ、τ分别为 Y s、X j的元素；p (λ，τ )为 λ和 τ
的联合分布概率；p (λ)、p (τ )分别为 λ和 τ的概率密

度。互信息值越大表示两变量相关性越高；互信息

值为0时，表示两变量相互独立。

3 基于改进MBKM算法的海量用电数据聚类

3.1 MBKM算法原理

聚类属于无监督学习范畴，是将无标签的数据

按照同属性进行聚合。常见的聚类算法包括基于划

分的算法、基于密度的算法、基于层次的算法、基于

网络的算法和基于模型的算法五大类。K-means算
法是典型的基于划分的算法，该算法计算过程简单，

时间复杂度低，但其对初始值的设置较为敏感，不能

识别非球形类，并且当聚类样本量非常大时，即使考

虑了距离优化，算法仍然较为耗时，且聚类效果不

佳。在大数据背景下，文献［16］提出MBKM算法以

解决大样本聚类问题，该算法使用小批量样本优化

K-means算法［17］，即每次采用随机产生的子集训练

算法，以缩短计算时间，该算法的优势在于小批量的

随机噪声往往比整体的低［16］，当数据集随着冗余样

本的增加而变大时，不会增加计算成本。

MBKM算法主要是通过取样本的流平均值以及

之前分配给质心的所有样本来更新聚类质心，达到

降低聚类质心变化率的效果，如式（9）所示。

ì

í

î

ïïïï

ïïïï

ck←(1-ηs )ck+ηsxsample
ηs = 1

v (ck )
（9）

式中：ck (k=1，2，⋯)为第 k个聚类质心；ηs 为学习

率；xsample为小样本中的一条数据；v (ck )为小样本第 k
个类的计数。在达到一定迭代次数后，小样本的收

敛特性与整体样本收敛特性接近。

3.2 MBKM算法的改进

为进一步提升MBKM算法的聚类速度和效果，

本文从 2个方面对该算法进行改进：优选初始聚类

质心；基于贝叶斯优化理论进行MBKM算法初始超

参数的优化。

在大数据背景下，K-means++算法［18］与本文改

进MBKM算法的效果相差极小，但是 K-means++算
法需要全部样本进行迭代，算法收敛时间会随着冗

余样本的增加而增长。

3.2.1 初始聚类质心优化

本文在MBKM算法的基础上，采用初始优化方

法确定初始聚类质心，进一步提升算法的收敛性能。

首先随机选取一个初始聚类质心，根据式（10）计算

每个样本与已选出的聚类质心的最短距离De (X i )，
然后选取最短距离最大的点作为新的聚类质心，直

到选出K个聚类质心，其中K为聚类数。

De(X i )=argmin{ }|| X i-u r 2
r=1，2，⋯，kselected （10）

式中：u r为已选出的第 r个聚类质心；kselected为已选出

的聚类质心数。

3.2.2 基于高斯过程贝叶斯优化的超参数优化

超参数是独立于建模过程的自由参数，超参数

优化可极大提升计算效率，常见的优化方法包括随

机搜索、遗传优化等。在大数据背景下，上述方法的

测试成本高，而贝叶斯优化根据已有测试数据决定

下一次的测试参数，可大幅提高搜索效率。

MBKM算法的主要参数见附录A表A2。其中，

初始化质心运行算法的次数N t、质心被重新赋值的

最大次数比例 ε、连续采样包个数 β 决定了算法的

整体运行时间，一般将N t与 β设置为默认值，对 ε值
进行寻优；采样包大小 b默认值为 100，如果发现数

据集的类别较多或者噪声点较多，则对 b值进行优
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化以提升聚类效果。本文选用 Sil作为MBKM算法
超参数（K、ε与 b）的优化指标，K值通过肘部法则与
Sil变化曲线拐点综合确定［19］。肘部法则通过计算
误差平方和 SSE（the Sum of Squares due to Error）
确定，即：

ESSE =∑
s=1

K∑
q∈Cs

|| q-ms

2
（11）

式中：ESSE为 SSE；Cs为第 s个类；q∈Cs表示 q是第 s个
类的样本；ms为第 s个类的聚类质心。

本文利用GPBOA对MBKM算法的关键超参数
（ε与 b）进行寻优。记已获取的观测样本为 B1：t=
{ }( )γ1，y1 ，( )γ2，y2 ，…，( )γ t，yt ，其中 t 为观测样本

数，γ i( i=1，2，⋯，t)为第 i个样本的超参数寻优向量，

所有超参数寻优向量构成矩阵 γ=[ ]γ1 γ2 ⋯ γ t ，

yi( i=1，2，⋯，t)为第 i个样本的观测值，所有样本的

观测值构成向量 y=[ ]y1 y2 ⋯ yt 。以 Sil值最大化

作为优化目标，建立Sil与超参数之间的优化关系为：

γoption (ε，b) = argmax
γoption(ε，b) ∈χ⊂RD

{ fsil(γ)} （12）
式中：γoption (ε，b)为待寻优超参数向量；χ为以 ε与 b为
变量的超参数寻优空间；RD为以全体超参数为变量
的寻优空间；argmax｛·｝表示最大值寻优过程；fsil (·)
为超参数与 Sil的函数关系。GPBOA主要包括以下
3个步骤。

1）构建样本的高斯过程回归模型 gD( )γ，υ，Σ ，

其中υ为均值矩阵，Σ为协方差矩阵。

2）求 采 样 函 数 u (γ，gD( )γ，υ，Σ ) 的 极 值 点

γ∗，即：

γ∗ = argmax{u (γ，gD( )γ，υ，Σ )} （13）
3）通过测试得到新样本(γ∗，y∗ )，其中y∗= fsil(γ∗ )+

ε∗ 为新样本的观测值，fsil(γ∗ )为新样本的估计值，ε∗
为新样本的观测误差。更新总样本以及高斯过程回
归模型，进入下一次迭代，依此循环，直至迭代结束。

步骤 1）中的高斯模型是对给定样本估计出的

概率分布，gD( )γ，υ，Σ 服从如下多维正态分布：

gD( )γ，υ，Σ = 1
( )2π t || Σ

exp é
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式中：m ( )⋅ 为均值函数；fsil( γ i ) ( i=1，2，⋯，t)为第 i

个样本的估计值；ψ ( )⋅，⋅ 为高斯核函数，本文选择平

方指数 SE（Squared Exponential）作为核函数。根据

任意有限个随机变量都满足一个联合高斯分布的性

质，并考虑观测值 y的噪声误差，可得观测值 y与超

参数γ的边际似然分布ϑ ( y | γ1，γ2，⋯，γ t，σ2noise )为：

ϑ ( )y | γ1，γ2，⋯，γ t，σ2noise ∼N (0，Σ+σ2noise I ) （17）
y= fsil( )γ +ε （18）

式中：ε为满足高斯独立同分布的噪声，噪声均值为

0，标准差为σnoise；I为单位矩阵。当出现测试新样本

(γ∗，y∗ )时，根据样本观测值 y与 fsil(γ∗ )的联合分布

得到预测分布ϑ ( fsil(γ* ) | γ*，B1：t )为：

ϑ ( fsil(γ* ) | γ*，B1：t ) ~N (m (γ* )，cov (m (γ* ) ) )（19）
ì

í

î

ï

ï
ïïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

m ( )γ* =ψT*( )Σ+σ2noise I
-1
y

cov ( )m ( )γ* =ψ** -ψT*( )Σ+σ2noise I
-1
ψ*

ψ*=[ ]ψ ( )γ1，γ* ψ ( )γ2，γ* … ψ ( )γ t，γ*
T
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（20）

式中：m (γ* )为预测均值；cov (m (γ* ) )为预测协方差。

4 聚类有效性的评价指标

在实际工程中，大量数据是无标签的，常采用
Sil、方差比标准指数 CHI（Calinski-Harabaz Index）、

邓恩指数DVI（Dunn Validity Index）、戴维森堡丁指

数DBI（Davies-Bouldin Index）等［20］进行评价。本文

选用 Sil、CHI及 DBI这 3类指数进行聚类有效性的

评价。

第 i个样本的 Sil值 Isil( i)通过结合类内内聚度

和类间分离度进行计算，即：

Isil( i)= g ( )i -a ( )i
max{ }a ( )i ，g ( )i

（21）
式中：a ( i)为第 i个样本的类内内聚度；g ( i)为第 i个
样本的类间分离度。
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式中：ns为第 s个类中样本的数量；D ( i，j )为第 i个样

本与第 j 个样本之间的欧氏距离，表征不相似度。

对所有样本的 Sil值求平均值，以用于表示整体聚类
效果，Sil值取值范围为［-1，1］，其越趋近于 1表示类
内内聚度和类间分离度越优。

CHI是类间色散平均值与类内色散的比值，如
式（23）所示，其值越大，则聚类效果越好。

s (K )= T r( )BK

T r( )WK

N-K
K-1 （23）

式中：s (K )为 K个聚类数的总得分；T r( )⋅ 为矩阵的

迹；N为数据总数；BK为类间色散矩阵，WK为类内色
散矩阵，两矩阵定义见文献［21］。CHI的计算速度
快，但凸类的CHI较高。

DBI是类内距离之和与类间距离之比，即：

IDBI = 1K∑i = 1
K∑

j = 1

K max
i ≠ j
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 ω i - ω j 2

（24）

式中：IDBI为DBI；-Si、-Sj分别为第 i个和第 j 个类内数

据到类质心的平均距离；ω i、ω j分别为第 i个和第 j个
类的类向量，其欧氏距离表示类间距离。DBI越小，
则聚类效果越好。

5 本文方法流程

本文方法流程如图 1所示，主要包括典型样本
训练、特征提取与预处理、DAE网络特征降维、基于
改进的MBKM算法聚类以及用户行为分析与画像。

典型样本训练是本文所提方法的基础，训练好
DAE模型应用于总体样本的特征优化后，本文采用
系统抽样方法对典型样本进行抽取，即等距抽样。
需要注意的是，在确定抽样方法前，需要校验样本的
均衡性，当样本不均衡时，需要采取数据增强、分层
抽样等策略。

6 算例分析

6.1 数据来源与实验平台

本文利用爱尔兰智能电表的计量数据［19］对所提
方法进行验证，该数据来源于爱尔兰电力和天然气
行业监管机构 CER（Commission for Energy Regula‐
tion）每隔半小时记录一次的用电量数据。实验硬件
平台是 64位Windows系统，该系统采用 Intel core
（i7），3.40 GHz处理器，8 GB RAM。深度学习框架
基于Keras（基于TensorFlow1.2）实现。
6.2 用户用电行为特征聚类

6.2.1 多层DAE网络的构建

本文随机抽取总样本的 10%作为典型样本，共
提取 9种用户用电行为特征，以用于训练网络。所
构建的多层DAE网络参数见附录A表A3。网络共 7
层，采用全连接层，在全连接层 Dense1与全连接层
Dense2之间增加Dropout正则化处理（神经元失活率
为 0.5）；从输入层到全连接层Dense3为编码结构，其
将特征压缩至 2维；从全连接层Dense3到输出层为
解码结构。网络训练共迭代 200次。图 2为DAE网
络训练误差曲线，由图可见，在迭代约 30次后DAE
网络有效收敛。

降维维度是通过不同数据压缩比例下数据的
信号重构误差和信息保留率来确定的。当维度为 2
时，信号重构误差 eη=0.86，信息保留率为 90%；当维
度为 5时，信号重构误差 eη=0.82，信息保留率为
95%。可见，维度降低并未损失过多信息，因此可令
维度为2。
6.2.2 多层DAE网络的特征优化效果测试

为了证明所构建的DAE网络的优化效果，本文
从聚类指标、计算时长等方面对比本文所构建的多
层 DAE网络、标准主成分分析 PCA（Principal Com‐
ponent Analysis）、截断奇异值分解 TSVD（Truncated
Singular Value Decomposition）、单层 AE以及多层
AE的特征降维效果。

从数据集中随机抽取 1 000条用户数据作为测
试样本，提取用电特征并将其维度降至 2、采用 K-

means++算法进行聚类，结果对比如附录A表A4所
示。由表可见：与未降维的结果相比，降维后聚类效
果得到明显提升，计算时间明显缩短；本文方法与
PCA和 TSVD的计算时间相近，但聚类效果差别明

图2 DAE网络训练误差曲线

Fig.2 Training error curve of DAE network

图1 本文方法流程图

Fig.1 Flowchart of proposed method
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显；单层AE以及多层AE的效果不如本文的多层DAE，
这说明DAE的模型泛化能力较好。
6.2.3 基于改进MBKM算法与典型样本的超参数优化

本节对典型样本进行训练，利用训练完成的
DAE网络与改进MBKM算法，以抽取的典型样本作
为输入，确定全局样本最优聚类数 Kop、改进MBKM
算法最优超参数（εop与 bop）。

选取典型训练样本，利用改进MBKM算法得到
图 3，并进行最优聚类数Kop的判定。由图可见：当聚
类数为 2和 3时，Sil较大，当聚类数增至 4时，Sil大
幅下降，这说明聚类数增至 4之后聚类效果不佳；在
聚类数增至 3后，SSE减小的幅度变缓，这说明再增
加聚类数的效果提升不明显，即聚类数为 3时是肘
点。综上，可以确定最优聚类数Kop =3。

选取典型样本的用户数据作为超参数寻优样
本，设置 ε的取值范围为［0，0.04］，间隔为 0.005；设
置 b的取值范围为［50，400］，间隔为 50。附录A图
A1为在 ε与 b初始测试样本下的 Sil分数热图，由图
可见，不同的参数组合具有不同的聚类效果。设置
GPBOA的迭代次数为 30，迭代过程中超参数与优
化目标 Sil之间的对应关系如附录A表A5所示。由
表可见，当迭代次数为 24时，Sil出现最大值，迭代
24次之后的 Sil呈现下降趋势，最终得到最优超参数
bop=122、εop=0.03096。
6.2.4 聚类效果与计算时间对比

在不同数据集大小下，将改进MBKM算法、传
统MBKM算法、K-means++算法、利用层次方法的平
衡迭代规约和聚类 BIRCH（Balanced Iterative Re‐
ducing and Clustering using Hierarchies）算法、基于
高斯混合模型的期望最大值聚类 EM-GMM（Expec-
ted Maximum clustering based on Gaussian Mixture
Model）算法、谱聚类SPC（SPectral Clustering）算法进
行比较，各算法的聚类效果如附录A表A6所示。不
同算法的收敛时间如附录A图A2所示。由表A6可
知：BIRCH算法、K-means++算法、传统MBKM算法与
改进MBKM算法的聚类指标均明显优于 EM-GMM
算法与 SPC算法，其中 K-means++算法、传统MBKM
算法与改进MBKM算法的效果优于BIRCH算法；未

经超参数优化与质心优化的传统MBKM算法的聚
类效果较差；相较于K-means++算法，以 Sil指数为超
参数优化目标的改进MBKM算法的性能得到明显
提升，不仅在聚类效果的整体指标上与 K-means++
算法十分接近，而且Sil指数更优。由图A2（a）可知，
SPC算法收敛时间最长，呈现指数增长。由图A2（b）
可知，数据集大小在 0~10 000范围内时，K-means++
算法与改进MBKM算法的收敛时间差别不大，但随
着数据集继续扩大，K-means++算法的收敛时间增长
明显，而改进MBKM算法的收敛时间呈现缓慢的线
性增长趋势，在分析更大的数据集时，改进MBKM
算法的优势将更明显。
6.3 基于特征互信息计算的用电行为分析

本节应用所提方法对 1 000个不同用户在同一
天的用电数据进行聚类。图 4为经过DAE降维后的
聚类情况，共分为3类用户，第1类用户的数量最多。

聚类中心与行为特征的相关图如附录A图A3
所示。用户行为特征的互信息计算结果如表 1所
示。由表可知：X1—X3与降维特征间的互信息相对
较大，平均值在 6以上；X4、X5、X7—X9与降维特征间
的互信息相对较小，平均值在 4以下。由图A3（a）可
知，X1—X3与各类用户的统计值区分明显。综上可
知，在初始特征空间中，X1— X3是主要分类特征。
由图A3（b）可知，Y1与各类用户的统计值区分明显，
而Y2与各类用户的统计值区分不明显。

3类用户的初始特征统计如附录A表A7所示，3
类用户的用电属性特点如附录 A图 A4所示。第 1
类用户的 X1— X3中心值与另外 2类用户的差别明
显，第 1类用户的 X1中心值为 94.715 9%，约为第 2
类用户的 4.8倍，约为第 3类用户的 1.7倍；3类用户
的用电高峰约出现在 11:00— 14:00，这与降温负荷

图3 聚类数与Sil、SSE的关系图

Fig.3 Relationship diagram of clustering

number vs. Sil and SSE

表1 初始特征与降维特征的互信息

Table 1 Mutual information between initial features

and dimension reduction features

特征

Y1
Y2

互信息

X1
6.32
6.75

X2
5.32
6.75

X3
5.73
6.83

X4
2.12
3.60

X5
2.54
3.68

X6
4.77
4.83

X7
4.10
4.43

X8
3.95
4.83

X9
2.98
3.48

图4 降维特征的聚类结果

Fig.4 Clustering results of dimension reduction features
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关系密切；第 2类用户的峰谷相距时间为 10.3793 h，
第 1类与第 3类用户的负荷启停规律较相似。对比
3类用户的指标可知，不同类型用户在不同维度的
用电特征上存在较大差异：第 1类用户用电波动最
大，峰期负载率X6中心值最高，而谷期负载率X7中
心值最低，这类用户多为商业等用户；第 2类用户的
用电最平稳，多为轻工业等用户；第 3类用户的负荷
有一定的波动性，整体负载率也较高，这类用户多为
居民用户。

7 结论

本文提出一种适用于海量用户用电特征聚类与
分析的方法，可为电力需求管理、电力营销方案制定
等工作提供支撑，并应用爱尔兰智能电表的计量数
据对所提方法进行了验证，得到以下结论：

1）构建DAE网络进行特征降维，与典型特征降
维方法相比，所提方法在特征可视化、保留全局信
息、信号重构等方面更优；

2）将MBKM算法应用于海量电力负荷数据的
聚类，并对算法在质心优化与超参数优化两方面进
行改进，实验结果表明，与其他算法相比，本文算法
在收敛速度与聚类效果上表现更优；

3）通过计算降维前、后特征间的互信息可有效
筛选关键特征，实现用户用电行为画像。

附录见本刊网络版（http：∥www.epae.cn）。
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Clustering and analysis of electricity consumption behavior of massive users
based on network feature dimension reduction of denoising autoencoder and

improved mini-batch K-means algorithm
WANG Ying，YANG Wei，XIAO Xianyong，ZHANG Shu

（College of Electrical Engineering，Sichuan University，Chengdu 610065，China）
Abstract：The mining and analysis of electricity consumption features of massive users is of great significance
for realizing bi-directional interaction between power grid and users. An algorithm suitable for clustering
and analysis of electricity consumption behavior of massive users is proposed to reduce the time complexity
of the algorithm and improve the load data analysis efficiency of massive users. The electricity consumption
behavior features of the users are extracted，and a multi-layer denoising autoencoder network is built to realize
dimension reduction of multi-dimensional features. The mini-batch K-means algorithm is used for clustering
analysis，and the improvements of initial clustering centroid optimization and hyperparameter optimization on
the algorithm are carried out to improve the convergence speed and effect of the algorithm，in which，the
hyperparameter optimization is carried out with Bayesian optimization algorithm based on Gaussian process.
The related indexes of separation degree between the clusters and the cohesion degree within the clusters
are used to evaluate the clustering effect. The effective clustering features are screened through mutual infor‐
mation to realize user portraits. The case results show that the proposed method has good performance in
feature optimization，clustering effect and convergence speed.
Key words：electricity consumption behavior；feature dimension reduction；clustering analysis；mutual informa‐
tion；mini-batch K-means algorithm；hyperparameter optimization；Bayesian optimization

汪 颖

Online entry and exit control strategy for single converter station
based on DC high speed switch

HUANG Ruhai1，QIU Defeng1，LU Jiang1，DONG Yunlong1，GAN Zongyue2
（1. Nanjing Nari-Relays Electric Co.，Ltd.，Nanjing 211102，China；

2. EHV Power Transmission Company of China Southern Power Grid Co.，Ltd.，Guangzhou 510663，China）
Abstract：In multi-terminal UHVDC（Ultra High Voltage Direct Current） projects，it is a good choice to rea-
lize DC fault clearing and online entry and exit of converter station by using DC HSS（High Speed
Switch） combined with full／half-bridge hybrid-module converter valves. However，the weak DC current
breaking capacity of HSS puts forward strict requirements for the control and protection equipment，and
the online entry and exit strategy of converter station under this mode has not been reported yet. Based
on the electrical characteristics of HSS and the ability of hybrid-module converter valves，the configuration
principle of HSS is analyzed and the typical circuit of HSS is designed. Then，the online entry and exit
strategy for converter station based on HSS and the cooperative charging scheme of multiple VSC（Voltage
Source Converter） converter stations are studied. Finally，in order to ensure the safety of system and equip‐
ment，the detailed protection strategies of HSS and their action results are proposed. All of the proposed
strategies have been applied in KLL hybrid DC project，and the research results can provide reference for
single station entry and exit scheme of multi-terminal DC projects.
Key words：DC high speed switch；online entry and exit；operation mode；VSC-HVDC power transmission；hy‐
brid HVDC power transmission
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附录 A： 

表 A1 用电行为特征 

Table A1 Characteristics of electricity consumption behavior 

时段 日负荷指标与定义 指标意义 

全天 

日最大负荷时刻 TPmax 反映全天峰值时间 

日最小负荷时刻 TPmin 反映全天低谷时间 

峰谷相距时间 TPave 反映峰谷时间跨度 

日最小负荷率 Pmin/Pmax 反映负荷波动大小 

日峰谷差率(Pmax - Pmin)/ Pmax 反映负荷波动程度与电网调峰能力 

日负荷率 Pave/Pmax 反映负荷变化程度 

峰期 

（08:00—11:00，18:00—21:00） 

峰期负载率 Pav.peak/Pave 反映用电峰期用电的负荷变化波动程度 

谷期 

（00:00—06:00，22:00—24:00） 

谷期负载率 Pav.val/Pave 反映用电谷期用电的负荷变化波动程度 

平期 

（06:00—08:00，11:00—18:00， 

21:00—22:00） 

平期负载率 Pav.sh/Pave 反映用电平期用电的负荷变化波动程度 

注：Pmin为日最小负荷，Pmax为日最大负荷，Pave为日平均负荷，Pav.peak为日峰期平均负荷，Pav.val 为日谷期平均负荷，Pav.sh为日

平期平均负荷。 

 

表 A2 MBKM 算法的超参数 

Table A2 Super parameters of MBKM algorithm 

参数名称 取值 参数意义 寻优方式 

K  ≥2 聚类数 Sil，见第 5 节 

max_iterD  默认 100 最大迭代次数 设置为默认 

tN  3 次 初始化质心运行算法的次数 设置为默认 

b  默认 100 采样包大小 超参数优化 

  默认 0.01 质心被重新赋值的最大次数比例 超参数优化 

  默认 10 连续采样包个数 设为默认 

 

 

 

 

 

 



表 A3 用户行为特征的多层 DAE 网络 

Table A3 Multi-layer DAE network of users’ behavior characteristics 

层名称 输出形状 激活函数 参数个数 

输入层(Input) (None，9) ReLu 0 

全连接层 1(Dense1) (None，9) ReLu 90 

随机失活(Dropout) (None，9) — 0 

全连接层 2(Dense2) (None，4) ReLu 40 

全连接层 3(Dense3) (None，2) ReLu 10 

全连接层 4(Dense4) (None，4) ReLu 12 

全连接层 5(Dense5) (None，9) ReLu 45 

输出层(Dense6) (None，9) Tanh 90 

注：None 表示输入维度待定；总参数为 287；训练参数为 287；非训练参数为 0。 

 

表 A4 特征降维前、后的聚类效果统计 

Table A4 Statistics of clustering effect before and after feature dimension reduction 

降维方法 

降维后聚类结果与降维特征的指标评估 

CHI Sil DBI 计算时间/s 

未降维(标准) 346.652 0.570 1.339 0.048 6 

标准 PCA 615.633 0.767 1.026 0.026 9 

TSVD 617.545 0.776 0.985 0.289 0 

单层 AE 1 036.168 0.814 0.777 0.046 8 

多层 AE 2 494.742 0.850 0.459 0.029 9 

本文方法(DAE) 3 424.195 0.908 0.460 0.028 9 

 

 

图 A1 不同超参数下 Sil 分数的热图 

Fig.A1 Heat map of Sil fraction with different super parameters 
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表 A5 超参数寻优的部分迭代结果 

Table A5 Partial iterative results of hyperparameter optimization 

迭代次数 优化目标 Sil b ε 

1 0.682 2 386 0.014 37 

2 0.708 9 204 0.039 09 

3 0.667 3 131 0.039 11 

4 0.681 6 130 0.035 00 

…
 

…
 

…
 

…
 

24 0.751 2 122 0.030 96 

25 0.685 7 232 0.352 80 

26 0.667 9 497 0.114 30 

…
 

…
 

…
 

…
 

 

表 A6 改进 MBKM 算法与其他算法的聚类效果对比 

Table A6 Comparison of clustering effect between improved MBKM algorithm and other algorithms 

聚类方法 

样本大小为 500 样本大小为 1 000 样本大小为 2 000 样本大小为 3 000 样本大小为 4 000 

CHI Sil DBI CHI Sil DBI CHI Sil DBI CHI Sil DBI CHI Sil DBI 

EM-GMM 333.76 0.374 0.795 563.73 0.378 0.858 855.89 0.381 1.120 1 207.56 0.270 0 1.008 3 618.44 0.280 1.902 

SPC 718.10 0.462 0.680 1 217.42 0.379 0.696 2 912.92 0.503 0.585 3 575.03 0.405 0 0.686 4 350.01 0.351 0.742 

BIRCH 415.16 0.751 0.462 1 252.83 0.747 0.517 2 196.37 0.551 0.746 3 291.95 0.779 0 0.362 5 446.44 0.692 0.573 

k-means++ 850.14 0.633 0.621 1 610.86 0.654 0.651 3 110.78 0.516 0.607 4 477.57 0.743 0 0.698 5 953.21 0.665 0.611 

传统 MBKM 610.25 0.491 0.680 1 300.11 0.430 0.703 3 035.30 0.497 0.643 4 036.23 0.715 0 0.507 5 470.91 0.404 0.762 

改进 MBKM 843.64 0.646 0.559 1 604.67 0.663 0.641 3 077.74 0.5211 0.588 4 148.00 0.737 2 0.618 5 930.57 0.670 0.604 
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(b)改进 MBKM 算法与 k-means++ 算法 

图 A2 各类算法在不同数据集大小下的收敛时间 

Fig.A2 Convergence time of various algorithms under different sizes of dataset 
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(b)降维特征 

图 A3  聚类中心与降维前、后特征的相关图 

Fig.A3 Correlation graph of clustering center and features before and after dimension reduction 
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表 A7 3 类用户的初始特征统计 

Table A7 Initial features statistics of three types of users 

初始特征 第 1 类用户 第 2 类用户 第 3 类用户 

1X 中心值/% 94.715 9 19.678 3 56.372 1 

2X 中心值/% 5.2840 9 80.321 6 43.627 8 

3X 中心值/% 21.737 9 87.256 3 64.764 4 

4X 中心值 14:43 10:51 13:46 

5X 中心值 02:18 18:28 04:12 

6X 中心值/% 118.876 3 99.118 3 97.981 6 

7X 中心值/% 73.844 1 101.012 3 101.805 4 

8X 中心值/% 0.946 3 0.253 7 0.523 8 

9X 中心值/h 7.944 6 10.379 3 8.732 1 
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图 A4  3 类用户的用电属性特点 

Fig.A4 Electricity consumption attributes of three types of users  
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