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基于改进SSA-DBN的质子交换膜燃料电池
水故障智能分类方法
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摘要：为了实现质子交换膜燃料电池（PEMFC）系统水故障的高效快速分类，提出了基于改进麻雀搜索算法

（SSA）优化深度置信网络（DBN）的 PEMFC故障分类方法。采用归一化处理消除故障数据参数之间量纲不同

的影响，使用核主成分分析对数据进行故障特征提取，有效地缩减了原始数据维度，降低了运算复杂度，并避

免低贡献度数据对故障分类造成干扰。引入柯西-高斯变异策略改进 SSA，并利用 SSA 对 DBN 进行参数寻

优，确定网络结构，通过优化后的 DBN 实现对 PEMFC 水故障的快速分类。对 3 000 组 PEMFC 水故障数据进

行测试，结果表明：所提方法可以快速准确地识别 PEMFC 的正常状态、膜干故障、水淹故障 3种健康状态；总

体的分类准确率为 98.67 %，运算时间为 0.89 s，相比支持向量机、概率神经网络方法，所提方法的故障分类精

度分别提升了4 %、3.34 %，运算时间分别减少了15.35、0.35 s。
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0 引言

氢能作为绿色低碳、来源广泛的二次能源正逐

步成为全球能源转型发展的重要载体，对助力实现

“双碳”目标、构建安全高效的能源体系具有重要的

意义。质子交换膜燃料电池（proton exchange mem⁃
brane fuel cell，PEMFC）是一种通过电化学反应使

氢能转化为电能的绿色环保发电装置，其具有清洁

高效、可靠性高、发电效率平稳等突出优点，在新能

源领域有广阔的应用前景。然而，燃料电池在面临

复杂工况和极端环境时易发生故障且使用寿命短，

这些缺陷始终制约着其大规模商用。为了解决以上

问题，亟需进行燃料电池故障分类的相关研究［1⁃2］。

PEMFC 故障分类系统的主要功能是检测系统运行

时发生的故障并进行故障定位及分类，为后续的故

障隔离、容错控制等研究提供基础，进而提高系统的

运行稳定性，并延长使用寿命。

目前，故障分类的相关研究主要分为基于模型

的故障分类方法和基于数据驱动的故障分类方法。

其中，基于模型的故障分类方法的基本原理是通过

建立 PEMFC 仿真模型，计算模型输出与实际输出之

间的参数偏差，进行残差处理和决策以实现故障分

类，常见的模型包括参数辨识模型、观测器模型、等

价空间模型等。文献［3］建立了燃料电池的等效电

路模型，提出了基于等效电路参数辨识的水淹故障

分类方法；文献［4］设计了基于改进超扭曲滑模算法

的非线性观测器模型，用于 PEMFC 供气系统的故障

诊断；文献［5］提出了基于自适应模糊推理系统和电

化学阻抗谱的 PEMFC 故障诊断方法，可以精确识别

PEMFC 系统中的膜干、水淹以及传质故障。然而，

PEMFC 是一种多物理场多相耦合的复杂系统，其模

型可能存在频繁调参、适应性差等问题。同时，电堆

是密封体系，内部反应机理复杂，特别是膜干、水淹

等故障难以检测和排除，机理模型难以准确、快速反

映 PEMFC 故障问题。

基于数据驱动的故障分类方法的基本思想主要

是利用人工智能算法分析历史数据并建立故障分类

器，通过分类器判断燃料电池实时数据的状态类别

并完成故障分类，这类方法主要包括神经网络［6］、模

糊 逻 辑［7］、支 持 向 量 机（support vector machine，

SVM）［8］等。文献［9］对长短期记忆网络模型进行研

究，并将其应用于 PEMFC 水淹故障分类，相比于传

统的神经网络，该方法更擅于处理时间序列；文献

［10］在传统 SVM 的基础上，利用改进的人工蜂群算

法对模型中的惩罚因子和核函数进行优化，可有效

诊断 PEMFC 的空气供应系统故障；文献［11］提出了

基于在线序列超限学习机的蒸汽冷却型燃料电池故

障诊断方法，该方法结合主成分分析（principal com⁃
ponent analysis，PCA）可以快速完成多数据维度的

燃料电池在线故障分类；文献［12］提出了一种基于

信息融合的有轨电车 PEMFC 故障分类方法，结果表

明该方法测试集的 kappa 系数可达到 0.988 4。基于
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数据驱动的故障分类方法基于历史数据了解系统特
性，无须搭建复杂的燃料电池模型，实现难度低且分
类效率较高。但传统的机器学习方法普遍需要大量
的实测数据样本，在特征学习时易受时间复杂度和
空间复杂度制约，对输入数据的要求高，收敛速度
慢，且容易陷入局部最优点。

深度置信网络（deep belief network，DBN）是一
个由多层受限玻尔兹曼机（restricted Boltzmann ma⁃
chine，RBM）和一个反向传播神经网络（back propa⁃
gation neural network，BPNN）构成的深度学习分类
器，其通过非线性的神经网络结构拟合复杂函数，来
提高分类和预测的准确率［13］。DBN 作为深度学习
的经典模型，可以有效地解决燃料电池故障分类过
程中存在的故障特征变量间具有复杂关联特性和高
维度特征的问题。然而，DBN 的网络结构设置对其
性能有着重要的影响，其层数或节点数不合理会造
成训练精度不足与特征丢失问题，因此有必要优化
DBN 结构以提升特征提取与分类效率。

本 文 提 出 了 基 于 改 进 麻 雀 搜 索 算 法（sparrow 
search algorithm，SSA）优化DBN（SSA-DBN）的PEMFC
故障分类方法，可以显著提高故障分类精度，大幅降
低计算复杂度并加快收敛速度。首先，利用归一化
处理对 PEMFC 原始数据进行量纲消除，进而利用核
主 成 分 分 析（kernel principal component analysis，
KPCA）对消除量纲后的数据进行降维，通过数据预
处理可以有效地提取故障特征向量；然后，使用改进
SSA获取DBN的最优模型参数，并利用DBN对PEMFC
故障样本实现故障分类；最后，基于 3 000 组 PEMFC
故障样本数据集（包含正常状态、水淹故障、膜干故
障数据各 1 000 组）对所提方法进行实验验证。

1 PEMFC系统及故障类型

1.1　PEMFC系统简介

本文使用的 PEMFC 故障实验数据及实验测试
系统来自拉夫堡大学航空与汽车工程系［14⁃15］，其实
验系统实物图见附录 A 图 A1，系统原理图见图 1。
采用 80 W 的 PEMFC 构成测试系统，其包括燃料电
池电堆、电子负载、冷却系统、氢气和空气供应系统。
燃料电池的活化面积为 100 cm2，膜厚度为 25 μm。
1.2　故障类型

PEMFC 系统的故障种类繁多，包括可逆故障和
不可逆故障，其中电堆水淹、质子交换膜干燥这 2 种
故障最为常见，因此本文针对 PEMFC 的水淹和膜干
故障开展研究。由于 PEMFC 的水淹和膜干均会导
致 PEMFC 性能衰退，但在 PEMFC 发生水淹故障时，
电堆输出电压首先出现剧烈波动，然后会降低至一
个相对稳定的电压值，而发生膜干故障时，电堆电压
的变化趋势与发生水淹故障时并不一致。文献［14］

对燃料电池的水淹、膜干故障状态进行实验，得到的
燃料电池输出电压变化曲线见附录 A 图 A2，其中水
淹故障实验运行了 4 次，因此输出电压呈现上下波
动的状态，膜干故障实验下的初始电压在 300 s 之前
存在跳变，然后逐渐趋于稳定。可见，良好的控制策
略可以在 PEMFC 发生水淹故障的初期减缓其性能
衰减，即水淹故障是可逆的；而膜干故障一旦发生便
无法恢复，即膜干故障是不可逆的。因此，有必要采
取适当的故障分类策略区分这 2 种故障类型，进而
保证 PEMFC 系统的安全稳定运行。

在 PEMFC 的运行过程中，电堆内部主要有两部
分会产生水，分别是电化学反应生成的水、两极气体
输入电堆时经过加湿器带入的水。水的排出主要由
两极排出尾气时共同排出，包括阴极侧的脉冲排气
和反应剩余气体排气、阳极侧的脉冲排气。PEMFC
的内部水活动如图 2 所示。

水在质子交换膜上的传输过程存在复杂的反向
扩散、电渗透阻力机制之间的平衡。两极中的水会
穿过质子交换膜活动，因此当膜两端存在浓度差时，
水会通过膜反向扩散到另一极。当 PEMFC 工作时，
阴极发生电化学反应产生水，此时阴极侧的液态水

图1　PEMFC实验系统原理图

Fig.1　Schematic diagram of PEMFC

experimental system

图2　PEMFC内部水活动

Fig.2　Internal water activities of PEMFC
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浓度高于阳极侧，水会穿过膜扩散到阳极侧以保持

两极浓度平衡。此外，在电堆反应过程中，阳极催化

层中的氢质子以水合质子的形式存在，水会随着质

子的运动被拖动，将部分阳极侧的水带到阴极侧［16］。

水淹是一种由于电堆内部排水受阻造成水不断

增加，进而影响电化学反应进行的电堆内部故障。

在 PEMFC 电堆中，水的生成会随着工作电流密度的

增加而不断累积，当水蒸气压力超过饱和压力时，就

会发生凝结。液态水会堵塞扩散介质中的开放孔

隙，阻碍气体运输，特别是氧气从流道转移到阴极侧

的催化层。此外，液态水还会在电极中凝结，阻挡活

性反应点，导致电池性能变差。液态水的逐渐累积

会导致 PEMFC 系统发生水淹故障。

膜干是一种因电堆内液态水含量不足，导致质

子交换膜过于干燥，使电极水合作用受阻的故障状

态。当 PEMFC 电堆温度过高或阴极入口空气加湿

时，PEMFC 阴极内部的水含量会降低，使质子交换膜

的导电性能变差，最终引起 PEMFC出现膜干故障［17］。

2 故障分类方法

针对 PEMFC 的水故障分类问题，本章提出基于

改进 SSA-DBN 的 PEMFC 故障分类方法。该方法利

用 KPCA 对原始实验数据进行降维处理以提取故障

特征向量，进而使用 DBN 对处理过的故障数据进行

深度学习训练，同时利用改进 SSA 来优化 DBN 中的

超参数，最后通过 DBN 实现对故障特征样本的故障

分类。

2.1　KPCA
KPCA 是一种具有高维映射能力的非线性降

维方法。相比于传统的数据降维方法，KPCA 方法

的计算量较少，且能较好地处理更为常见的非线性

问题，对输入的训练数据没有过多要求。KPCA 将

核 技 术 应 用 于 PCA 方 法 中 ，其 思 路 为 ：先 将 数 据

{ xi，i= 1，2，⋯，n }（n 为数据量）升高维度至 { φ ( xi )， 
i=1，2，⋯，n } （φ ( xi ) 为 D×1 维 高 维 映 射 样 本 向 量

（D ≫ d），d 为数据特征维度），使高维空间中非线性

相关的变量间尽可能为线性相关，然后采用 PCA 方

法实现数据降维［18］，算法流程图见附录 A 图 A3。

KPCA 的基本实现步骤如下。

对 高 维 样 本 数 据 的 协 方 差 矩 阵 C=
1
n∑

i=1

n

φ ( xi )φT ( xi )进行特征分解，得到：

ϕ (X )ϕT (X )ω j = λjω j （1）
式中：ϕ (X ) =[ φ ( x1 )，φ ( x2 )，⋯，φ ( xn ) ] ； λj （ j= 1，2，⋯，  
d）为C的特征值，ω j 为其对应的 D × 1 维特征向量。

可用高维映射样本向量 φ ( xi ) 来线性表示特征

向量ω j，如式（2）所示。

ω j =∑
i=1

n

αiφ ( xi )=ϕ (X )α （2）
式中：α为 n × 1 维列向量；αi 为α的第 i 个元素。将式

（2）代入式（1），且等号两边同时左乘 ϕT (X )，可得：

ϕT (X )ϕ (X )ϕT (X )ϕ (X )α= λj ϕT (X )ϕ (X )α （3）
式（3）的求解只与高维映射向量 ϕ (X ) 的内积矩

阵有关，可定义如下核函数：
K= ϕT (X )ϕ (X ) =[ ki，j ] n ×n （4）

式中：K为 n × n 阶核函数矩阵；ki，j =φT ( xi )φ ( xj )。将

式（4）代入式（3）并简化可得：
K 2α= λjKα  ⇒  Kα= λjα （5）

由式（5）可求解得到α=[ α1，α2，⋯，αn ]T，且对于
任意样本 x，将高维映射 φ ( x ) 在特征向量ω j 方向上

进行投影，就可得到 x非线性降维后的 xnew，见式（6）。

xnew =ωT
j φ ( x ) =(∑i=1

n

αiφ ( xi )) T
φ ( x ) （6）

2.2　DBN
DBN 是由 RBM、BPNN 构成的深度学习分类器，

其本质为具有多个隐含层的多层神经网络。RBM 是
构成 DBN 的基本单元，其结构图见附录 A 图 A4。
RBM 将神经元“限制”在 2 层网络中，二者为可视层、
隐含层，分别用于训练输入数据、特征提取。若 RBM
系统有 u个可视层单元（用向量x表示）、v个隐含层单

元（用向量y表示），则其能量 E (x，y | θ )可定义为：

E (x，y | θ )=-∑
i=1

u

pi xi -∑
j=1

v

qi yi -∑
i=1

u ∑
j=1

v

xi wij yi （7）
式中：θ={ wij，pi，qj }为 RBM 结构中的系统参数，wij 为

隐含层 j 和可视层 i 之间的连接权重，pi、qj 分别为可

视层 i、隐含层 j 神经元的偏置。

DBN 结构见附录 A 图 A5，其实现思路是：利用多
层 RBM 组成网络结构并提取所处理对象的特征，进
而利用分类器进行分类。DBN 训练过程包括预训
练、微调整。先利用无监督贪婪逐层训练的思想对每
层 RBM 进行预训练，进而获取连接权重，将所处理数
据输入第 1 层 RBM 的可视层，通过迭代训练得到连
接权重、偏置，并输出数据到隐含层，这一层的输出
数据成为下一层 RBM 的输入，逐层训练直至结束。
但预训练所获得的 DBN 结构并非最优状态，因此需
进一步处理，进入微调整阶段。在最后一层 RBM 后
面 设 置 BPNN，将 最 后 一 个 RBM 的 输 出 向 量 作 为
BPNN 的输入向量，进行有监督地训练分类器，完成
对 DBN 参数的微调整，以提高模型的分类精度。
2.3　改进SSA

SSA 是一种受麻雀生存习惯和觅食特性启发而
提出的元启发式算法，相比于传统优化算法，其结构
简单，易于实现，且控制参数较少，局部搜索能力较
强。但传统的 SSA 在迭代后期容易出现局部最优停
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滞的现象，这源于麻雀个体的快速同化，因此本文引
入柯西-高斯变异策略［19］改进 SSA 中的反捕食行为。
利用 SSA-DBN 主要对 DBN 中的隐含层数量及各隐
含层节点数、学习率等网络参数进行寻优。算法流
程图见附录 A 图 A6。

SSA 的数学模型如下［20］：种群中 h 只麻雀的所
有个体可表示为 X=[ x1，x2，⋯，xh ] T，个体所对应的
适应度函数F=[ f ( x1 )，f ( x2 )，⋯，f ( xh ) ] T。在SSA中，

具有较好适应度的发现者在搜索过程中会优先获取
食物，发现者可获得比加入者更大的觅食搜索范围。
在每次迭代过程中，发现者的位置更新公式为：

x ( t+1)
i，j =ì

í
î

ïï

ïï

x ( t )
i，j exp[ ]-i/ (αI iter，max )     R2 < Ssafe

x ( t )
i，j + Q                                R2 ≥ Ssafe

（8）
式中：x ( t )

i，j（i= 1，2，⋯，h； j= 1，2，⋯，d）为第 t 次迭代时

第 i 只麻雀的第  j 维位置信息；I iter，max 为最大迭代次

数；α 为 0~1 内的随机数；Q 为服从正态分布的随机

数；R2 ( R2 ∈[ 0，1])、Ssafe (Ssafe ∈[ 0.5，1]) 分别为预警值、

安全值。
跟随者的位置更新公式为：

x ( t+1)
i，j =

ì
í
î

ïïïï

ïïïï

Q exp[ ]( )x ( t )worst-x ( t )
i，j /i2            i>n / 2

x ( t+1)P + || x ( t )
i，j -x ( t+1)P  A+L              i≤n / 2 （9）

式中：x ( t + 1)P 为第 t+ 1 次迭代时发现者的最优位置；
x ( t )worst 为第 t 次迭代时全局的最差位置；A+=AT (AAT )-1，
A为一个维度为 d 且元素仅为 1 或-1 的行向量；L为
一个维度为 d 且元素全为 1 的行向量。

当麻雀意识到危险时，种群会做出反捕食行为，
此时引入柯西-高斯变异策略，选择当前适应度最好
的个体进行变异，然后比较其变异前、后的位置，选
择较优的位置进行下一次迭代，其数学表达式为：

u ( t )best = x ( t )best(1+ λ1CCauchy (0，σ2 )+λ2GGauss (0，σ2 )) （10）
σ =ì

í
î

ïï
ïï

1                                          fbest < fi

exp[ ]( )fbest - fi / || fbest     fbest ≥ fi

（11）
式中：x ( t )best 为第 t 次迭代时适应度最好个体所在的位
置；u ( t )best 为第 t 次迭代时最优个体变异后的位置；σ 为
柯西-高斯变异策略的标准差；CCauchy (0，σ2 ) 为满足

柯西分布的随机变量；GGauss (0，σ2 ) 为满足高斯分布

的随机变量；λ1、λ2 为随迭代次数自适应调整的动态
参数，λ1 逐渐减小，λ2 逐渐增大，使算法跳出停滞；
fbest 为当前全局最优个体的适应度值； fi 为当前个体 i
的适应度值。则将警戒者的位置更新为：

x ( t + 1)
i，j =

ì

í

î

ï
ïï
ï

ï
ïï
ï

u ( t )best + β || x ( t )
i，j - u ( t )best                fi ≠ fbest

x ( t )
i，j + K

é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú
ú
ú|| x ( t )

i，j - x ( t )worst
( fi - fworst ) + ε

    fi = fbest
（12）

式中： β 为步长控制参数；K 为一个随机数，且有

K∈[-1，1]；ε 为非零常数，防止分母为 0； fworst 为当前

全局最差个体的适应度值。

SSA 在大多数测试函数的收敛精度方面优于常

见的粒子群优化算法、灰狼优化算法、引力搜索算

法，且具有更好的稳定性和更快的收敛速度。此外，

SSA 相比于其他 3 种优化算法具有更好的全局搜索

能力，极少陷入局部最优解。PEMFC 的水故障诊断

需要使诊断准确率达到最高，且需要更快的诊断速

度，因此 SSA 更适用于对 DBN 参数进行优化，其在

较短的时间就可完成优化并得到最优解。

本文利用 SSA 进行参数优化时，以 DBN 结构参

数中的隐含层数量和学习率为控制变量，以 DBN 训

练时的均方误差 FMSE 为适应度函数，如式（13）所示。

FMSE = 1
m∑

i=1

m ( yi - ŷ i ) （13）
式中：m 为训练数据数量；yi 为第 i 个训练数据的真

实输出；ŷ i 为模型对第 i 个训练数据的预测值。

经过 DBN 训练运算可以得到最优隐含层数量

为 4 层（RBM1 — RBM4），最优学习率为 0.01。DBN
的输入节点数量取决于训练数据的特征维度，输出

节点数量为 3 个，代表 PEMFC 的 3 种健康状态，各隐

含层节点数量设置为［100，100，50，20］，所采用的

DBN 结构如图 3 所示。

2.4　故障分类方法

基于改进 SSA-DBN 的 PEMFC 水故障分类流程

图见附录 A 图 A7，具体步骤如下。

1）为保证本文所提方法的可靠性，使用 PEMFC
的实际运行数据对算法进行分类验证。数据类别

包括正常状态、水淹故障以及膜干故障 3 种，共有

3 000 组原始数据，其中正常状态、水淹故障、膜干故

障各有 1 000 组数据。

2）原始数据的不同特征参数间存在较大的量纲

图3　所采用的DBN结构

Fig.3　Adopted DBN structure
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差异，为了减少这部分因素对实验结果造成的负面
影响，需对原始数据进行归一化处理，以将数据投影
到 0~1 内。

3）PEMFC 系统的特征参数维度较大，直接计算
不但复杂度高而且分类精度较差，需对数据进行故
障主特征提取。因此使用 KPCA 对归一化后的数据
进行维度缩减，以降低计算复杂度。

4）将数据样本划分为训练数据样本和测试数据
样本。在保证训练集和测试集数据分布一致性的前
提下，本文选取的训练集数据占比为 3∶4。

5）初始化 DBN 模型参数，采用 SSA 计算种群适
应度并更新最优个体，进行觅食与反捕食行为，更新
个体位置，满足终止准则时输出最优模型参数，并将
训练样本代入 SSA-DBN 模型中，得到已完成训练的
分类模型。

6）将测试样本输入已完成训练的 SSA-DBN 模
型中，输出故障分类结果。

3 分类结果分析

3.1　原始数据提取

本文所采用的原始数据为进行 PEMFC 系统故
障实验时采集的实测数据。考虑机器学习的数据均
衡，本文对每种状态各采样 1 000 组数据，总样本数
量为 3 000 组。利用留出法进行数据集划分，训练集
数据一般占总数据量的 2/3~4/5。在保证训练集和
测试集数据分布一致性的前提下，本文选取的训练
集数据占比为 3/4，实验结果表明该划分比例可以得
到相对良好的训练效果和测试精度。每种健康状态
的样本总数见附录 A 表 A1。
3.2　故障特征提取

PEMFC 的参数取值见附录 A 表 A2，可监测数据
共有 14 个，则每组原始数据为 1 个 14 维的特征向
量。过高的数据维度不仅会延长算法的运算时间，
还会影响最终的分类准确率。因此，为了提高故障
分类准确率及运算效率，选用 KPCA 对归一化后的
数据进行降维处理。首先，利用核函数将数据中的
低维且线性不可分特征映射到更高维的空间中，在
高维空间中使其线性可分；然后，使用 PCA 进行后
续降维处理。经过降维处理的数据各维度间的相关
度较小，这样可大幅简化模型的复杂度。

使用 KPCA 进行数据降维前需对原始数据进行
特征贡献率计算，各样本的特征贡献率由高到低排
列，当累计贡献率达到 95 % 时，认为累计的数据可
以表征原始数据中的大部分信息。利用帕累托图作
图，样本特征贡献率如图 4 所示。由图可知，前 4 个
贡 献 率 最 高 的 主 成 分 特 征 的 累 计 贡 献 率 达 到
99.49 %，则原始数据的 14 维特征可用 4 维特征向量
表示，从而可舍去其余 10 维贡献率较低的特征。因

此，将原始数据降维至 4 维的特征空间，降维后的部
分样本数据见附录 A 表 A3，3 种状态的数据相互分
离，更易于区分。

3.3　分类结果

将 4 维故障特征数据输入 SSA-DBN 分类模型
中，并设置 4 个隐含层。使用训练样本进行模型训
练，得到已完成训练的神经网络，再将测试集输入训
练分类器中得到测试结果，并与真实值进行对比。
分类准确率为 98.67 %，DBN 分类时间为 0.89 s。测
试集的分类结果如图 5 所示。图中：N 表示正常状
态；F1表示水淹故障状态；F2表示膜干故障状态。

测试集的混淆矩阵如表 1 所示。由表可知，仅
有 2 组属于膜干故障状态的数据被错误地分类为水
淹故障状态，这是由于水淹故障和膜干故障均会导
致 PEMFC 电堆电压下降、输出功率降低，所表现出
的故障特征较为类似，因此发生误判。

3.4　方法对比

为了验证本文所提改进 SSA-DBN 方法的性能、
可行性，分别采用改进 SSA-DBN、SSA-DBN、DBN、概
率 神 经 网 络（probabilistic neural network，PNN）、
SVM方法进行故障分类，并对比故障分类结果。为了

图4　样本特征贡献率

Fig.4　Sample feature contribution rate

图5　测试集分类结果

Fig.5　Classification results of test set

表1 测试集的混淆矩阵

Table 1 Confusion matrix of test set

实际状态类别

N
F1F2

预测状态类别的样本数量

N
39
0
0

F10
55
2

F20
0

54
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对故障分类方法做出公平合理的对比，使用 KPCA
降维后的数据作为各方法的训练样本、测试样本。

各方法的参数设置如下：①DBN 方法，利用 SSA
进行参数寻优后，设隐含层数量为 4 层，batch 规模为
16，学习速率为 0.01，最大迭代次数为 32 次；②SVM
方法，惩罚系数为 362.04，引入径向基函数作为核函
数，自带的 gamma 参数为 0.125；③PNN 方法，算法中
的超参数 SPREAD 值为 1.1。

不同方法的分类精度、运算时间分别如表 2 和
表 3 所示。由表可知：改进 SSA-DBN 方法具有最高
的分类准确率，且运算时间比 SVM 方法大幅减少；
SSA-DBN 方法的分类准确率为 97.33 %，说明利用改
进 SSA 进行参数优化可以显著提高分类准确率；各
方法均有较高的分类准确率，说明利用 KPCA 降维
可以准确保留贡献度较高的 4 维特征向量，利用低
维数据集进行故障分类可大幅减少计算机的运算
量，提高分类准确率。

综上，改进 SSA-DBN 分类方法具有以下优势：
1）训练速度快，完成故障分类所需时间少于

SVM、PNN 方法所需时间；
2）利用改进 SSA 进行模型优化可获取最优网络

参数，有利于提高分类准确率；
3）适用于处理高维、小样本故障数据，对训练样

本数量没有过高的要求，适当增／减训练样本对分
类结果没有影响。

4 结论

本文主要针对 PEMFC 系统进行了故障分类研
究，提出了一种基于改进 SSA-DBN 的 PEMFC 水故障
智能分类方法，所得结论如下。

1）利用 KPCA 将原始数据从 14 维特征降到 4 维
特征空间，有效地解决了燃料电池故障特征变量间
存在复杂关联特性和高维度特征的问题，显著缩短
了故障分类的运算时间。

2）利用柯西-高斯变异策略改进 SSA 有助于算

法跳出局部最优解；采用改进 SSA-DBN 结构和模型
参数，可以提高特征提取能力和训练精度，有效避免
了网络参数优化陷入局部最优解，进而保证分类方
法的有效性。

3）本文所提方法可有效识别 PEMFC 电堆正常
状态、水淹故障和膜干故障这 3 种健康状态，测试集
的分类准确率为 98.67 %，分类总时长为 2.9 s。相比
于 SVM、PNN、DBN 方法，所提方法的测试集分类精
度分别提高了 4 %、5.19 %、3.34 %，运算时间相比
SVM、PNN 方法分别节省了 15.35、0.35 s。

总体而言，本文所提方法不仅分类精度优于传
统机器学习方法，还拥有更短的运算时间，能在提高
故障分类精度的同时显著降低计算复杂度，加快收
敛速度，适用于 PEMFC 的故障分类相关问题。后期
可将分类方法的训练集数据进行实时更新，进而提
高故障分类准确率；此外，还可将该方法进行多标签
化以解决多堆 PEMFC 故障分类相关问题。

附录见本刊网络版（http：∥www.epae.cn）。
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Intelligent classification method of water faults for proton exchange 
membrane fuel cell based on improved SSA-DBN
LIU　Xinyu，HAN　Ying，CHEN　Weirong，LI　Qi，YANG　Zhehao

（School of Electrical Engineering，Southwest Jiaotong University，Chengdu 611756，China）
Abstract：In order to realize efficient and rapid classification of water faults in proton exchange membrane 
fuel cell（PEMFC） system，a fault classification method of PEMFC based on improved sparrow search algo⁃
rithm（SSA） optimizing deep confidence network（DBN） is proposed. The normalization process is adopted 
to eliminate the impact of different dimensions among fault data parameters，and the kernel principal com⁃
ponent analysis is used to extract fault features from the data，which effectively reduces the dimensions of 
the original data and the calculation complexity and avoids the interference of low-contribution data on 
fault classification. The Cauchy-Gauss variation strategy is introduced to improve SSA，the parameters of 
DBN are optimized by SSA to determine the network structure，and the optimized DBN is used to quickly 
classify the water faults of PEMFC. Three thousand sets of PEMFC water fault data are tested. The results 
show that the proposed method can quickly and accurately identify three health states of PEMFC：normal 
state，membrane dry fault and flooding fault. The overall classification accuracy is 98.67 % and the calcula⁃
tion time is 0.89 s. Compared with the support vector machine and the probabilistic neural network me-

thod，the fault classification accuracy of the proposed method is increased by 4 % and 3.34 % respectively，
and the calculation time is reduced by 15.35 s and 0.35 s respectively.
Key words：proton exchange membrane fuel cell；fault classification；deep confidence network；sparrow search 
algorithm；kernel principal component analysis；Cauchy-Gaussian variation strategy
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附录 A

图 A1 PEMFC 系统实物图

Fig.A1 Physical diagram of PEMFC system

(a)水淹故障状态

(b)膜干故障状态

图 A2 故障状态下单片电池的电压变化曲线

Fig.A2 Voltage change curves of single cell under fault conditions



图 A3 KPCA 算法流程图

Fig.A3 Flowchart of KPCA algorithm

图 A4 RBM 结构图

Fig.A4 Structure diagram of RBM

图 A5 DBN 结构

Fig.A5 DBN structure

图 A6 SSA 优化流程

Fig.A6 Optimization process of SSA



图 A7 故障分类流程

Fig.A7 Fault classification process

表 A1 各健康状态的样本总数

Table A1 Total number of samples for each health status

数据集 正常状态 水淹故障 膜干故障

训练样本 750 750 750

测试样本 250 250 250

表 A2 KPCA 降维后部分训练样本和测试样本
Table A2 Some training samples and test samples after KPCA dimension reduction

健康

状态

训练样本

特征 1 特征 2 特征 3 特征 4

正常

0.048 -0.232 0.119 0.189

0.048 -0.232 0.119 0.189

0.048 -0.232 0.118 0.188

水淹

故障

0.079 -0.632 -0.615 -0.026

0.079 -0.632 -0.615 -0.026

0.079 -0.631 -0.618 -0.021

膜干

故障

0.055 -0.291 0.264 0.847

0.055 -0.291 0.264 0.847

0.055 -0.292 0.264 0.849
健康

状态
测试样本

正常
0.049 -0.235 0.121 0.194

0.049 -0.236 0.122 0.195

水淹

故障

0.08 -0.636 -0.592 -0.058

0.08 -0.633 -0.601 -0.045

膜干

故障

0.054 -0.291 0.260 0.836

0.054 -0.291 0.258 0.84



表 A3 PEMFC 系统的各参数变量
Table A3 Parameters and variables of PEMFC system

序号 变量参数 单位

1 电堆电压 V

2 电堆电流 A

3 电堆功率 W

4 加热器温度 ℃

5 加热器功率 W

6 空气入口压力 bar

7 氢气入口压力 bar

8 空气出口压力 bar

9 氢气出口压力 bar

10 空气入口流速 SPLM

11 氢气入口流速 SPLM

12 空气入口温度 ℃

13 氢气入口温度 ℃

14 电堆温度 ℃


