
第 44 卷 第 4 期
2024 年 4 月

电 力 自 动 化 设 备
Electric Power Automation Equipment

Vol.44  No.4
Apr. 2024

基于Prophet算法和Blending集成学习的
实时负荷中期预测

郇嘉嘉 1，李代猛 2，杜云飞 2，沈欣炜 2，张 璇 2，乔百豪 3，何春庚 1，蓝晓东 1，罗澍忻 1
（1. 广东电网有限责任公司电网规划研究中心，广东 广州 510220；

2. 清华大学深圳国际研究生院，广东 深圳　518055；3. 中原工学院 电子信息学院，河南 郑州 451191）
摘要：目前的中期负荷预测一般未考虑负荷实时状态，而负荷数据的非线性、季节性、随机性、时序性特征将

影响实时负荷的中期预测。构建一个实时负荷中期预测的框架，采用 Prophet算法提取负荷数据的季节性部

分，采用 Blending集成学习对负荷数据的非季节部分进行滚动预测，将季节性部分和非季节性部分合成中期

负荷实时数据。爱尔兰电力系统的算例结果验证了模型的有效性和稳定性。
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0 引言

负荷预测是电力系统的一项重要研究课题。根

据预测时长，负荷预测可以分为短期负荷预测、中期

负荷预测和长期负荷预测［1⁃2］。其中，中期负荷预测

的预测时长通常超过一周，对电力系统的规划、运营

和维护具有重要影响［3］。目前，中长期负荷预测主

要关注负荷总量的预测，其中所使用的负荷数据更

新频率为天或月甚至更长时间，而没有考虑负荷的

实时状态［4⁃6］。

负荷数据是具有明显的非线性、季节性、随机性

和时序性的序列，这增加了负荷预测的难度［7］。机

器学习是一种有效解决数据中非线性问题的方法，

然而机器学习方法种类繁多，各有优缺点。集成学

习是一种用于提高模型性能的有效机器学习技术，

通过组合多个基本学习器提高模型的预测能力［8⁃9］。

长短期记忆（long short-term memory，LSTM）网络因

能够兼顾时序性和非线性而逐渐成为负荷预测中最

常见的机器学习模型［10］，例如：文献［8］利用适应性

矩估计优化算法和多层 LSTM 网络，提出一种考虑

温度模糊化的短期负荷预测方法；文献［11］利用双

向 LSTM 神经网络和注意力机制，提出一种具有气

象数据修正的短期负荷预测方法。然而，LSTM 网络

主要用于短期负荷预测，没有充分考虑负荷数据的

季节性。其他机器学习方法，如支持向量回归［12］、

Stacking 集成学习［13］等，也面临上述问题。一些研究

考虑了负荷季节性的影响，例如：文献［14］结合极限

梯度提升（extreme gradient boosting，XGBoost）算法

和 Prophet 算法对短期日负荷进行研究，考虑负荷的

季节效应，获得了具有较高准确度的负荷预测结果；

文献［15］利用奇异谱分析方法将负荷分解为主要周

期成分，对分解出的序列进行预测后再将其叠加，实

现了中期负荷预测。尽管文献［14⁃15］考虑了负荷

季节性，但没有预测负荷的实时状态。

基于上述背景，本文主要致力于构建一个实时

负荷中期预测框架，以同时考虑负荷数据的非线性、

季节性、随机性和时序性特征。首先，采用 Prophet
算法［16］将负荷数据分解为季节性和非季节性两部

分，其中季节性部分仅与时间相关，而非季节性部分

受多种因素的影响；然后，针对非季节性部分，采用

Blending 集成学习进行预测，其中预测模型采用自

回归模型进行拟合，并集成已有研究中的多种负荷

预测算法，以实现准确预测中期负荷的目标；最后，

采用滚动预测的方式获得未来一段时间内负荷非季

节性部分的实时数据，并将其与季节性部分结合，生

成中期负荷的实时数据。

1 Prophet算法和Blending集成学习

1.1　Prophet算法

Prophet 算法本质上是一个时间序列分解模型，

将时间序列分解为趋势项、季节项、节假日项和误差

项，模型可以描述为［17］：

y ( )t = g ( )t + s ( )t + h ( )t + ϵ ( )t  （1）
式中：t 表示时刻；y ( t)为待分解的时间序列；g ( t)为

趋势项，用于表征时间序列的非周期趋势；s ( t)为季

节项，用于表征具有固定周期性的影响；h ( t)为节假

日项，用于表征时间序列在特定日期受到的影响；
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ϵ ( t)为误差项，服从高斯分布。g ( t)、s ( t)和 h ( t)的

具体介绍如附录 A 所示。
1.2　Blending集成学习

集成学习通过构建并结合多个学习器来完成学
习任务，也被称为多分类器系统、基于委员会的学习
等［17］。模型集成方法大致分为投票法、平均法、排序
法、Stacking 堆叠法和 Blending 堆叠法。后 2 种方法
是相对高级的模型集成方法。Stacking 堆叠法的建
模思路是基于原始数据，训练出多个基学习器，再将
基学习器的预测结果组合成新的训练集，以训练一
个新的学习器（即元学习器），但 Stacking 集成学习
的基学习器和元学习器在训练时采用相同的训练
集，容易造成信息泄露。而 Blending 集成学习会对
原始数据划出留出集，用于元学习器的训练，可以
有效保护信息隐私，因此，本文选择 Blending 集成
学习。

2 基于 Prophet算法和 Blending 集成学习的
中期负荷预测框架

本文将负荷分为季节性部分和非季节性部分。
季节性部分是特定周期下的循环波动，仅与时间相
关。非季节性部分是受一系列外部因素影响而产生
的波动。因此，负荷预测模型可以表示为：

ypred( )t = dpred( )t + s ( )t （2）
式中：ypred( t)、dpred( t)分别为总负荷的预测序列和负

荷非季节项的预测序列。
2.1　数据集的创建与划分

假设已有数据的时间跨度为 0 — T，读取该时段
的历史负荷曲线（包括冷、热、电、气负荷曲线）和外
部数据曲线（包括但不限于天气曲线），并根据数据
特征采用合理的数据预处理方法，进而构造整个模
型所需的数据集。按照合适比例将数据集按时间顺

序划分为 )[0，T1 、 )[T1，T2 和 [T2，T ] 3 个时段的数据

集，分别命名为 data1、data2 和 data3，T1 和 T2 为间断点
的时间戳。
2.2　负荷季节性效应的提取

利用 Prophet 算法在数据集 data1 中提取负荷的
季节性效应，模型为：

y ( )t  = g ( )t + s ( )t + ϵ ( )t  （3）
季节项 s ( t)包含 K 个分量 sP1( t) — sPK

( t)，分别表

示周期步长为 P1—PK 的季节效应，即：
s ( )t = sP1( )t + sP2( )t + ⋯ + sPK

( )t （4）
令一天的时间步长为 Nday，年度步长为：

Pr = 365.25Nday    r= 1，2，⋯，K （5）
周度步长为：

Pr = 7Nday    r= 1，2，⋯，K （6）
日度步长为：

Pr = Nday    r= 1，2，⋯，K （7）
上述 3 个时间步长的季节项分量是该框架主要

考虑的季节项分量。年度季节性的考虑主要是为了
去除年度气象因素的季节性影响；人类生产生活在
工作日和非工作日存在显著不同，因此，负荷存在周
度季节性；由于人类生产生活和外部气象条件在一
天内的不同时刻也存在一定的季节性，因此，考虑了
日度季节性。需要说明的是，由于实时数据通常是
分钟级的数据，引入节假日效应会在模型中引入过
多的指示变量，从而使模型变得复杂，容易导致过拟
合问题，因此，不考虑节假日效应。
2.3　负荷非季节部分预测模型

模型需要生成负荷的非季节项 d ( t)，因此还需

要构建一个去除季节效应的数据集，用于训练负荷
非季节项预测模型，即：

d ( )t = y ( )t - s ( )t  （8）
通过上述方式去除数据集 data2 的季节效应，得

到数据集 data20，用于负荷非季节性部分预测模型的
训练和测试。值得注意的是，季节效应分解和负荷
非季节项预测采用的是不同的数据集，这是由于季
节效应分解后的数据集受到了污染，会对负荷非季
节项预测模型的训练造成影响，进而影响负荷非季
节项数据生成的有效性。

模型采用 Blending 集成学习预测 t+ 1 时刻负荷
的非季节性部分，步骤如下。

1）数据集的划分。将数据集 data20 按照合适的
比 例 划 分 为 基 学 习 器 的 训 练 集 data21 和 测 试 集
data22。将数据集 data22 也按照一定的比例划分为元
学习器的训练集和测试集。

2）基学习器的训练与测试。基学习器的标签项
为 d ( t)，特征项包括 d ( t)的前几期值和 t 时刻的外部

数据 x ( t)。学习器的算法包括线性回归（linear re⁃
gression，LR）、k 近邻（k-nearest neighbor，kNN）算法、
CatBoost 算法、岭回归（Ridge）算法、Lasso 回归算法、
多层感知机（multilayer perceptron，MLP）算法、决策
树（decision tree，DT）算法、极限树（extra tree，ET）
算法、XGBoost 算法、轻量级梯度提升机（light gra-

dient boosting machine，LightGBM）算法、随机森林
（random forest，RF）算法、AdaBoost 算法、梯度提升
决 策 树（gradient boosting decision tree，GDBT）算
法、引导聚集（Bagging）算法等。因此，基学习器的
学习模型为：

d ( t)= fz(d ( t- g)，d ( t- g + 1)，⋯，d ( t- 1)，x ( t) ) （9）
式中： fz(·)为第 z 个学习器的模型，模型具体形式根

据对应的算法确定；g 为 d ( t)的滞后期数，其值根据

需求确定。
在基学习器训练结束后，将 data22 作为测试集，
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根据不同基学习器的预测效果调整出合适的模型
参数。

3）元学习器的训练与测试。利用所有训练完成
的基学习器对数据集 data22 进行预测，第 z 个学习器
预测结果为 dz( t)（z= 1，2，⋯，Z，Z 为基学习器总数）。

元学习器的标签项为 d ( t)，元学习器的特征项为

dz( t)，构造新的数据集 data23，元学习器采用的算法

根据需求确定。将数据集 data23 按照一定比例划分
为训练集和测试集。因此，元学习器的学习模型为：

d ( )t = fmeta( )d1( )t ，d2( )t ，⋯，dZ( )t （10）
式中： fmeta(·)为元学习器模型，模型具体形式根据对

应的算法确定。模型训练结束后在测试集上进行测
试并辅助模型的调参。

对基学习器和元学习器进行整合，可以得到负
荷非季节项的预测模型，如式（11）所示。

dpred( t)= f (d ( t- g)，d ( t- g + 1)，⋯，d ( t- 1)，x ( t- 1) )
（11）

式中： f (·)为集成学习模型。

2.4　负荷曲线合成

负荷曲线合成共分为 2 步：第一步是利用训练
好的基学习器和元学习器滚动预测生成未来一段时
间的负荷非季节项序列；第二步是根据负荷所在时
间点，通过添加季节效应合成未来一段时间的负荷
曲线。

假设以 T 时刻为时间起点，可将 T 时刻的负荷
非季节项值和 T + 1 时刻的外部数据作为输入，生成
T + 1 时刻的负荷非季节项预测值，再将 T + 1 时刻的
负荷非季节项预测值和 T + 2 时刻的外部数据作为输
入，生成 T + 2 时刻的负荷非季节项预测值，如此循
环，可滚动生成 T + 1 — T + N 时段的负荷非季节项序
列，其中 N 为负荷预测的时长。

通过上述过程合成了一条未来的负荷非季节项
曲线 dpred( t)，再根据式（2）即可合成一条未来的总负

荷曲线 ypred( t)。
2.5　测试与验证

在测试和验证阶段使用的数据集为 data3，采用
6 个评价指标，分别为决定系数 R2、中位绝对误差

（median absolute error，MDAE）、均 方 根 误 差（root 
mean square error，RMSE）、平 均 绝 对 误 差（mean 
absolute error，MAE）、平均绝对百分比误差（mean 
absolute percentage error，MAPE）及对称平均绝对百
分比误差（symmetric mean absolute percentage error，
SMAPE），计算公式分别见附录 B 式（B1）—（B6）。

3 算例分析

本文基于 EirGrid 集团提供的爱尔兰电力系统
负荷数据集进行实时负荷的中期预测，以验证所提

框架的性能。考虑到真实数据较少，仅采用爱尔兰

能源系统数据集中 2019 年 1 月 1 日 00:00 至 2020 年

4 月 30 日 23:45 的数据（共计 46 652 个时间点）。该

数据集主要包括爱尔兰与北爱尔兰的总发电量、电

力需求量、风电发电量、风电可用性、非同步发电瞬

时渗透率等指标数据，数据为没有进行质量控制的

15 min 数据采集与监视控制系统读数。数据更新周

期为 15 min。

3.1　数据来源

以爱尔兰的发电量实时中期预测为例，将电力

需求量、风电发电量、风电可用性和非同步发电瞬时

渗透率等指标作为外部输入。按本文框架的划分方

式：数据集 data1 为 2019 年 1 月 1 日 00:00 至 2019 年 6
月 30 日 23:45 的数据（共 17 372 个时间点），用于季

节效应的提取；数据集 data2 为 2019 年 7 月 1 日 00:00
至 2020 年 1 月 20 日 23:45 的数据（共 19 680 个时间

点），用于构建非季节性部分的预测模型；数据集

data3 为 2020 年 1 月 21 日 00:00 至 2020 年 4 月 20 日

23:45 的数据（共 9 600 个时间点），用于测试整个生

成模型的效果。

3.2　季节性效应的提取

由于数据集 data1 的数据量不足以支持年度效

应的提取，因此，仅考虑周度效应和日度效应。本文

利用 Prophet 算法提取数据集 data1 中发电量负荷曲

线的季节效应，分解出周度和日度负荷曲线，结果

如图 1 所示。为了清晰地展示结果，图 1 仅显示前

8 000 个时间点的数据，时间起点为 2019 年 1 月 1 日

图1　发电量曲线分解

Fig.1　Decomposition of power generation curve
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00:00。图中从下往上分别为负荷的趋势项、日度季
节性和周度季节性分解结果，3 个分解结果合成的
预测负荷，实际负荷。

由图 1 可知，发电量负荷呈现明显的周度和日
度效应。日度效应比周度效应呈现更高的波峰，这
表明负荷的日度效应比周度效应更明显。在日度效
应中，白天的效应强于夜间，并且在午间存在 1 个局
部波谷，这可能是由于午休期间的社会用电需求会
短暂降低，而在 15:00 左右，全社会的用电需求达到
波峰。对于周度效应而言，工作日的效应强于周末，
波峰出现在周三左右，波谷出现在周六左右，这与实
际场景相符合。总体而言，模型的分解效果非常
理想。
3.3　非季节性部分的预测

在算例预测过程中，基学习器采用的算法包括
kNN、CatBoost、Ridge、Lasso、MLP、DT、ET、XGBoost、
LightGBM、RF、AdaBoost、GDBT 和 Bagging，元学习器
采用 LR 算法，自回归采用滞后五阶，按照 7:3 划分基
学习器和元学习器的样本，按照 7:3 划分元学习器的
训练集和测试集。所有学习器在训练集上的表现如
表 1 所示。

由表 1 可知，每个学习器均有不错的预测性能，
R2 均高于 95 %。值得注意的是，基学习器在单点预
测方面的准确度明显优于整个集成学习模型，但是
在滚动预测方面，基学习器的精度和稳定性均低于
整个集成学习模型。以滚动预测 100 d（9 600 个时
间点）为例，对表 1 基学习器中表现更优的 Ridge、
Lasso、CatBoost 以及元学习器 LR 进行单独训练并进
行滚动预测，将其预测性能与 Blending 集成学习模
型的预测性能进行对比，结果如图 2 所示。

由图 2 可知：Blending 集成学习在 6 个性能指标
上均表现最优，这表明 Blending 集成学习能够同时
提高模型的预测精度和稳定性；单点预测精度并不
能直接反映滚动预测精度。由于本文所提模型需要
预测中期负荷曲线，因此，更精确的滚动预测结果是
模型的主要目标。
3.4　负荷曲线合成

根据训练好的 Blending 集成学习模型和外部输
入，本文进行 100 d（9 600 个时间点）的滚动预测，得

到负荷的非季节性部分，再根据时间属性和季节效
应生成最终的负荷曲线，如图 3 所示。由图可知，预
测曲线和实际曲线的走势非常相似，除个别点存在
较大的误差外，其他点的误差都在 0 附近且较小，这
充分说明了本文模型预测的准确性。

表 2 展示了模型评价指标。由表可知：尽管非
季节部分已经达到了非常高的预测精度，但是加入
季节项后，模型的绝对指标明显提升，特别是 R2 指
标；MAPE 和 SMAPE 略有减小，这是由于这 2 个指标
是相对指标而不是绝对指标，加入季节效应后，指标
计算公式的分母增大，从而使指标减小；加入季节项
后整体预测精度得到提升，这表明 Prophet 算法和
Blending 集成学习模型的结合能够有效提升模型的
预测效果。
3.5　模型预测稳定性

为了评估模型预测稳定性，对不同预测时间尺
度下的模型性能进行测试。图 4 展示了不同预测时

图3　负荷的预测结果和实际结果

Fig.3　Load forecasting results and actual results

表1　不同学习器的性能

Table 1　Performance of different learners

学习器

kNN
CatBoost

Ridge
Lasso
MLP
DT
ET

R2／%
98.09
99.04
99.12
99.05
98.97
97.97
97.94

学习器

XGBoost
LightGBM

RF
AdaBoost

GDBT
Bagging

LR

R2／%
98.95
99.00
98.91
98.48
98.81
98.83
96.31

图2　不同模型的滚动预测性能

Fig.2　Rolling forecasting performance of

different models
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间尺度下的模型性能。由图可知，每个指标均呈现
明显的收敛趋势，并收敛到一个非常理想的值，这说
明在满足精度要求的前提下，所提模型具有良好的
稳定性，适用于中期负荷预测。

4 结论

本文结合 Prophet 算法和 Blending 集成学习，综
合考虑负荷波动的非线性、季节性、随机性和时序性
特点，构建一个实时负荷中期预测框架。爱尔兰电
力系统实际数据的验证结果表明，该框架能够准确
地反映负荷的季节性，并准确预测非季节性负荷，从
而实现高质量的实时负荷中期预测。后续笔者将进
一步改进 Prophet 算法和 Blending 集成学习的融合
方式，以降低对数据量的需求，并进一步提升模型的
预测性能。

附录见本刊网络版（http：∥www.epae.cn）。
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MW
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MW
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%
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%
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Fig.4　Model performance under different
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Mid-term forecasting of real-time load based on Prophet algorithm and Blending 
integrated learning

HUAN　Jiajia1，LI　Daimeng2，DU　Yunfei2，SHEN　Xinwei2，ZHANG　Xuan2，QIAO　Baihao3，
HE　Chungeng1，LAN　Xiaodong1，LUO　Shuxin1

（1. Power Grid Planning Research Center of Guangdong Power Grid Co.，Ltd.，Guangzhou 510220，China；

2. Tsinghua Shenzhen International Graduate School，Shenzhen 518055，China；

3. School of Electronic and Information，Zhongyuan University of Technology，Zhengzhou 451191，China）
Abstract：The current medium-term load forecasting generally doesn’t consider the real-time state of the 
load. However，the characteristics of load data such as nonlinearity，seasonality，randomness and temporality 
will influence the medium-term forecasting of real-time load. A framework for mid-term forecasting of real-
time load is constructed. The Prophet algorithm is adopted to extract the seasonal component of the load 
data. The Blending integrated learning is adopted for the rolling forecasting of non-seasonal component of 
the load data. The seasonal and non-seasonal components are combined to synthesize the real-time data of 
mid-term load. The effectiveness and stability of the model are verified by Irish Power System.
Key words：load forecasting；Prophet algorithm；Blending integrated learning；seasonality





附录 A： 

A1.趋势项  g t  

趋势项为分段函数，有两种形式：分段

logistic 函数和分段线性函数。相连的两个分段函

数所在的点为变化点，假设存在 S 个变化点，第

j 个变化点的时间戳为
js ，则趋势项的两种表达

形式分别为： 
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 g t k t t m t    a δ a γ  (A2) 

式中：  C t 表示承载能力，为 logistic 函数的最

大值； k 表示基础增长率； m 表示基础偏移量；

   ta 是指示向量，反映 k 和 m在不同时间区间的

变化情况： 
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δ表示增长率在不同时间区间的变化向量，

j 表 示 在 时 间 戳 js 上 的 增 长 率 变 化 量 ,

   0,~j Laplace  ，  Laplace  表示拉普拉斯分布，

 表示变点变化率范围，当 接近于零的时候，
j

也是趋向于零的； γ 表示偏移量在不同变化点的

调整向量，对于非线性模型： 
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对于线性模型： 

 j j js    (A6) 

A2.季节项  s t  

Prophet 算法使用傅立叶级数来模拟时间序

列的季节性。周期为 P 的季节项  Ps t 的傅立叶

级数形式为： 
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U 表示展开长度，Prophet 算法对于常见的

周期步长设定了特定的U ，
u 和

u 都是函数参

数。周期步长为 P 的函数参数可以形成列向量

Pβ ，其表示为： 
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周期步长为 P 的正弦项和余弦项合成向量

 P tX 可以表示为： 
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因此，周期步长为 P 的季节效应项为： 

      PP Ps t t X β  (A10) 

式中：  2~ 0,βP PN  ，
P 是周期为 P 的季节效应

的范围，
P 越大，表示季节效应越显著；反之表

示季节效应不明显。 

A3.节假日项  h t  

节假日（或者某些大事件）具有一定的时间

窗口，因此需要增加一个指示向量  Z t ，表征时

间 t 是否属于假期 l 的窗口期
lD ，并给每个假期

分配一个参数
i ，即： 

        1 2, , , LZ t z t z t z t     (A11) 
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式中： L 表示假期的个数。节假日项模型可以表

示为： 

    h t Z t κ  (A13) 

  
T

1 2, , , L  κ =  (A14) 

式中：  2~ 0,κ N v ， v 表示节假日效应的范围。 
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式中：  y t 为负荷实际值；  prey t 为预测值； meany

为负荷实际值的均值，n 是负荷预测的时间长度，

 median  表示中位数函数。 

 


