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0 引言

配电网重构是配电自动化系统的重要组成部
分，是配电调度控制的重要依据，通过改变配电系统
中的分段开关、联络开关的组合状态来改变网络拓
扑，实现预定的目标。 配电网重构的优化目标有：最
小化系统有功功率损耗、负荷平衡、供电恢复或其中
几项的组合 ［1］。 配电网重构是一个有约束的多目标
大规模非线性组合优化问题，通过重构可将负荷转
移，以平衡负荷，消除变压器和线路过载，提高供电
可靠性和电压质量，降低网损，提高配电网的经济
性，是实现优质、可靠和经济运行的重要手段。

据统计，总发电量的 5%~13%损耗在配电网络
上 ［2］，因此以最小化网损为目标的配电网重构具有
重要的意义。 目前关于减小网损的算法主要有启发
式方法、数学优化理论和人工智能方法等。 数学优化
方法如分支定界法 ［3］、单回路优化法 ［4］等，可以得到
不依赖于配电网初始结构的全局最优解，但属于“贪
婪”搜索算法，计算时间很长，而且随着维数的增多
将导致严重“组合爆炸”问题，不能处理复杂的大规
模的电力系统。 启发式方法有最优流模式法 ［5］和支
路交换法 ［6］等，这些方法虽然加快了速度，但每次系
统负荷改变都需要重新计算潮流搜索寻优，有时只
能使系统达到次最优状态。 人工智能方法主要有模
拟退火法、神经网络法［1，7鄄8］、遗传算法、专家系统等［9］。
文献［1，7 鄄 8］利用神经网络来描述负荷模式和最优
网络结构之间的映射关系。 神经网络利用其强大的
非线性学习能力，通过对训练样本的学习，能够根据
输入的负荷模式给出对应的最优网络结构类别，不
需要进行潮流计算，可以在很短的时间得出结果。 但

它以经验风险最小化为原则，其精度取决于样本，因
完整的样本难以获得，需要较长的时间来训练样本，
容易出现过学习，难以保证泛化性能，且训练结果不
稳定。

极限学习机 ELM（Extreme Learning Machine）是
2006 年由新加坡南洋理工大学黄广斌教授提出的
一种新的单隐含层前向神经网络 SLFNs（Single鄄hidden
Layer Feed鄄forward neural Networks）的学习机 ［9鄄10］。
ELM 保证网络具有结构简单、学习速度快的同时，利
用 Moore鄄Penrose 广义逆求解网络权重，获得较小的
权重范数，避免了基于梯度下降学习方法而产生的
诸多问题，如局部极小迭代次数过多、性能指标及学
习率的确定等，可获得良好的网络泛化性能。 ELM 可
用以反映配电网负荷模式与配电网最优结构之间的
非线性关系，已在多个领域得到了应用 ［11鄄14］。 但是
ELM 仍是基于经验风险最小化原理，在样本数量有
限情况下会导致过学习问题，而且训练结果不稳定。

本文结合统计学习理论中的结构风险最小化原
则来改进 ELM，提高其泛化能力，并将其应用于配电
网重构，与 ELM、BP神经网络和支持向量机 SVM（Sup鄄
port Vector Machine）［15］等方法比较其性能。

1 ELM 基本原理

研究证实，对于 N 个不同实例的有限集，一个最
多只需要 N 个隐含层节点的具有非线性连续激励函
数的 SLFNs，就可以无误差地逼近这 N 个实例 ［16 鄄17］。
基于此，黄广斌提出的 ELM 算法如下。

给定 N 个学习样本矩阵（xi，yi），ELM 对应连续
的目标函数 f（xi），向量 xi= ［xi1，xi2，…，xin］TRn，向量
yi=［yi1，yi2，…，yim］TRm，i = 1，2，…，N，且给定所构造
网络的 L 个单隐含层节点和隐含层节点激励函数
g（xi），则存在 βi、wi 和 bi，使 SLFNs 能以 0 误差逼近
这 N 个样本，则 ELM 模型由数学表示为：
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f（xj）=鄱
i＝1

�L
βi gi（xj）=鄱
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L
βi g（wi·xj+bi）= tj （1）

应用于二分类的 ELM 数学模型为：

f（xj）=sign 鄱
i＝1

L
βi gi（xjj #） =sign 鄱

i＝1

L
βi g（wi·xj+bij i） = tj （2）

其中，j= 1，2，…，N；网络输入权重向量 wi= ［wi1，wi2，
…，win］T，表示输入节点与第 i 个隐含层节点连接权
重；bi 表示第 i 个隐含层节点的阈值；wi·xj 表示向量
wi 和 xj 的内积，隐含层节点参数 wi 和 bi 随机在［-1，1］
之间产生；网络输出权重向量 βi= ［βi1，βi2，…，βim］T，
表示第 i 个隐含层节点与输出节点连接权重 ；i =
1，2，…，L。

由矩阵来表示 N 个式（1）为：
Hβ=T （3）
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由文献［11］定义，H 为网络隐含层输出矩阵。 由
于 L垲N，H为非方阵，当任意给定 wi 和 bi 时，由Moore鄄
Penrose 广义逆定理，求得唯一解 H-1，则 β 为：

β=H-1T （5）
由线性最小二范数与式（4），可获得矩阵 H 为：

H=min
H

‖HH-1T-Y‖ （6）

其中，Y=［y1，y2，…，yN］。
由矩阵 H 及式（5）可得到解 β，从而可确定 ELM

网络参数，完成 ELM 网络如图 1 所示。 由图 1 可见，
ELM 网络参数（隐含层节点数 L、激励函数 g（x）和任
意 wi、bi，x 泛指任意输入参数）只需一次设定，无需
迭代调整，网络训练速度得到极大提高。

2 结构风险最小化的 ELM

由统计学习理论知，实际风险包括经验风险和
置信范围。 在有限的样本下，置信范围越大，实际风
险与经验风险之间的差别也越大，这就是机器学习
会出现过学习的原因。 神经网络学习应同时考虑经
验风险和置信范围最小，从而使实际风险最小，此即
结构风险最小化准则。 数学约束优化模型可表示为：

min J= 1
2 ‖β‖2+ 1

2 γ‖ε‖2 （7）

s.t. 鄱
i＝1

L
βi g（wi·xj+bi）-yj=εj j=1，2，…，Ｎ （8）

其中， 1
2‖β‖2 表示结构风险最小化中由边缘距离最

大化原则得到，γ 是规则项常数，误差的平方和‖ε‖2

代表拟合的精度。
将式 （７）、（８）条件极值问题转化为 Lagrange

函数求解：

l（β，ε，α）= 1
2 ‖β‖2+ γ

2 ‖ε‖2－

鄱
j＝1

Ｎ
αj［βi g（wi·xj+bi）-yj-εj］=

1
2 ‖β‖2+ γ

2 ‖ε‖2-α（Hβ-Y-ε） （9）

其中，α= ［α1，α2，…，αN］，αj Rm（ j= 1，2，…，N）代表
Lagrange 乘子。

式（9）分别对 β、ε 和 α 求偏导，并令其为 0，可
得最小化条件：

l
β =βT-αH=0

l
ε =γεT+α=0
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由式（10）得：
α=-γ（Hβ-Y）T
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γ +HTj iH -1
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.
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/
/
0

Y
（11）

其中，Ｉ 为单元阵。
式（11）中只含有一个 L×L（L垲N）矩阵的逆操

作，所以计算 β 的速度非常快。

3 基于 ELM 的配电网模型重构

配电网络多采用辐射型、环式或网格式结构方
式，正常运行时以开环方式运行，联络开关一般处于
断开状态。 网损最小的配电网络重构数学模型为：

min f=鄱
i＝1

�b
ki ri P i

2+Qi
2

Ui
2 （12）

s.t. h（K，M）=0 （13）
Ii≤Iimax （14）
Ujmin≤Uj≤Ujmax （15）
KT （16）

其中，b 为支路数；ki 为开关 i 的状态变量，是 0-1 离
散量，0 代表打开，1 代表闭合；ri 为支路 i 的电阻；Pi、
Qi 为支路 i 末端流过的有功功率和无功功率；Ui 为
支路 i 末端的节点电压；等式（13）为潮流方程，K 为
控制变量，即网络开关状态变量，M 为状态变量，包括
P、Q、U 等运行参数矢量；Ii 和 Iimax 为支路 i 的电流和
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图 1 ELM 网络
Fig.1 ELM network

yi2

yim



最大电流限值；Ujmin 和 Ujmax 为节点电压 Uj 的下限和
上限值。

以网损最小化为目标的配电网重构，由于开关很
多，难以用常规的数学模型直接建立负荷与网损最
小时的开关状态之间的关系。 神经网络可以反映配
电网负荷模式与最优结构之间的非线性关系，可以
将配电网负荷模式作为输入、相应的网损最小时的开
关状态作为输出。

对于一个配电网络，当每段负荷母线的负荷大小
都为确定的负荷水平时就组成了一个负荷模式。 若
整个配电网有负荷母线 n条，负荷划分为 p个水平，假
定每条母线负荷变化不受其他因素影响，那么负荷模
式就有 pn 个。 若配电网开关有 m 个，则 ELM 输入向
量 xi 为 n 维，输出 yi 为 m 维。 每一个输出分量与配
电网中的一个开关相对应，用一组二进制数据来表
示，0表示打开，1表示闭合。 负荷水平可按表 1 划分，
表中负荷值为占峰值的百分数。

从配电网全部的负荷模式中确定网损最小时的
开关拓扑结构，然后随机选取一定数量分别作为训
练集和测试集，对 ELM 网络进行训练和测试，将输
出的开关状态与最优拓扑对比，验证网络的性能。 具
体重构流程如下。

a. 根据配电网结构找出所有的负荷模式，选取
一定数量的训练集（X，Y）和测试集（X′，Y′），X 和 X′
代表输入的负荷模式集，Y 和 Y′代表输出的开关状
态集。

b. 选择 ELM 的隐含层节点数组合 Ls，结构风险
最小化规则项常数集合 γs，激励函数 g（x）选择 RBF
函数：

G（wi，bi，x）=g（bi‖x-wi‖） （17）
c. 训练 ELM，运用交叉验证法选取最优 L 和 γ，

得到 ELM 最优网络模型，若未达到要求，则改变集
合 Ls 和 γs，重新训练，直至达到要求。

d. 保存最优 ELM 网络模型，在不改变配电网的
情况下，根据当前负荷模式，可快速地输出网损最小
时的开关组合状态。

4 实验仿真

ELM 程序采用黄广斌教授个人主页上的 ELM

程序 ［18］，将结构风险最小化的 ELM 在 MATLAB7.0
环境下进行编程仿真测试，实验电脑配置为 Windows
XP，Intel（R） Pentium（R） Dual 1.60 GHz，1 G 内存。
训练和测试的样本根据支路交换法原理［6］通过VC++
6.0 编程实现，得到各种负荷模式下的网损最小时
的开关组合。 支路交换法首先计算初始潮流和网损，
利用潮流计算的结果将负荷用恒定电流表示，每次
闭合两端电压差最大的联络开关形成一个环网，选
择打开环网中一个分段开关，使配电网恢复为辐射
网，从而实现负荷转移，达到负荷均衡和降低网损的
目的。 配电网重构的关键在于根据当前的负荷模式，
找到合适的开关，改变网络结构，达到网损最小。
4.1 算例 1

选取文献［7］中的 12.66 kV 的典型配电网三馈
线试验网络，如图 2 所示，含有 16 个母线节点（B1，
B2，…，B16），13 个母线负荷分段开关 （S1，S2，…，
S13），初始断开的 3 个联络开关（T14，T15，T16）。 网
络参数如表 2 所示，表中负荷为接在母线末端的峰
值负荷。 该网络为环状结构，辐射状运行。

根据表 1 将负荷水平划分为 7 类，共有负荷模式
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负荷水平 负荷值 ／ %
1 ≤40
2 41~50
3 51~60
4 61~70
5 71~80
6 81~90
7 ≥91

表 1 配电网负荷水平分类
Tab.1 Load levels of distribution grid

图 2 配电网典型三馈线试验网络
Fig.2 Typical experimental distribution

grid with three feeders

馈线 １ 馈线 2 馈线 3
B1

S1
S4B2

S2

B3
B5 B11

S9 S6

B8
S7

B9
S12

B15B4

T15
B14

S11

B13

S10
B12B6

S5

S8B7 T16

B10 B16
S13

T14

S3

表 2 三馈线 16 节点网络支路、负荷数据
Tab.2 Branch and load data of a 3鄄feeder 16鄄bus grid
起始
母线

阻抗 ／ （Ω·km－１） 负荷（母线末段） 长度 ／
km 类型

R X P ／MW Q ／Mvar
1-2 0.2024 0.3891 2.10 0.92 1.25 1
2-3 0.2024 0.3891 1.75 0.87 0.75 1
3-4 0.2024 0.3891 1.25 0.65 2.16 1
2-5 0.2024 0.3891 1.10 0.52 2.50 2
6-7 0.2024 0.3891 1.28 0.76 1.05 2
7-8 0.2024 0.3891 1.65 0.78 1.00 2
8-9 0.2024 0.3891 1.30 0.78 0.98 2
7-10 0.2024 0.3891 0.94 0.56 0.79 3
8-11 0.2024 0.3891 1.45 0.59 2.10 1
12-13 0.2024 0.3891 1.42 0.68 1.50 2
13-14 0.2024 0.3891 1.98 0.79 0.98 3
14-15 0.2024 0.3891 1.45 0.67 0.89 3
13-16 0.2024 0.3891 1.08 0.45 1.50 3
4-15 0.2024 0.3891 — — 1.18
5-11 0.2024 0.3891 — — 1.58
4-15 0.2024 0.3891 — — 1.25



713 种，但 ELM 网络无法训练这么庞大的负荷模式。
为克服此困难，由文献［7］知，表现出不同峰值时间
的母线负荷具有不同的特征，如居民用电、商业用
电、工业用电等，分别用 1、2 和 3 表示，并对算例 1
中的负荷类型进行分类，如表 2 所示。 通常，类似的
负荷特征具有相似的变化趋势，配电网络中不同的
负荷类型只需要取其中一种就可反映整个配电网的
变化情况。 即使负荷具有混合类型特征，神经网络
也能够识别。 因此，将其类型特征考虑进去，对于母
线负荷划分为 p 个水平的配电网，其负荷水平组合降
为 p3 个。 算例 1 中，其负荷水平组合为 73=343 种，
且此组合与系统大小无关。 仍由文献［7］知，实际中，
通过基于负荷组合训练得到的大量系统最优拓扑结
构是相似的，因此可以得到较少的系统统一的拓扑
结构，并且远小于开关数量。

首先在 73 个负荷水平组合模式下，随机选择
3500 个负荷组合，由支路交换法得到相应的最优拓
扑结构。 将其中 3000 个负荷模式和其相应的网损最
小时的开关组合，作为 ELM 的训练集合，另外 500
个模式作为测试集合。 ELM 网络的输入为包含 13
个分量的向量，输出为 16 个分量组成的开关状态。
激励函数选为 RBF 高斯核函数，隐含层节点数组合
Ls=［5，10，15，20，30，35，50］，规则项常数 γs=［500，100，
50，10，1，0.1，0.01］，共有 7×7=49 种集合，采用循环
程序将每一种组合代入到 ELM 中，进行交叉验证参
数寻优。

经过实验，可得结构风险最小化的 ELM 最优参
数组合为：L = 62，γ = 0.1，测试结果与支路交换法计
算的结果差异 14 次，差异率为 2.8 %，满足实际要
求。 若将测试的结果与实际结果作比较，一致时为
0，差异时为 1，则实际结果和测试结果误差如图 3
所示。 最后将出现差异的测试模式用 PSASP 程序进
行网损计算分析，仅 6 个模式也即只有 1.2%的模式
比支路交换法得到的结果略大，其他模式结果与支
路交换法接近或略小。 因此，基于结构风险最小化
的 ELM 比支路交换法重构的效率更高，错误率更低。

另外分别采用基于经验风险最小化的 ELM、
SVM 和 BP 神经网络对上述配电网络进行重构，训
练和测试样本不变，各种方法均在调试的最优情况
下进行，性能比较结果如表 3 所示。 可见，与 ＳＶＭ

和 ＢＰ 神经网络相比，基于结构风险最小化的 ELM 不
仅泛化性能更好，而且速度是它们的几十倍以上，适
合于大规模实时控制；与基于经验风险最小化的 ＥＬＭ
相比，其测试正确率大幅提高，速度也基本相当。
4.2 算例 2

选取美国 PG & E 的 69 节点配电系统 ［19］，如图
4 所示，需要重构的配电系统有 73 条支路，初始断
开 5 个联络开关：T11-66、T13-20、T15-69、T27-54、
T39-48（数据表示节点连接编号），构成树形配电网
络，系统参数在此略去，详见文献［19］。

将负荷水平划分为 7 类，采用算例 1 中的压缩负
荷模式的方法，同样先用支路交换法得到 ELM 的负
荷模式学习样本 3500 个，分别选取其中 2000 个和
3000 个作为训练样本，另外均选取 500 个作为测试
样本，并用基于经验风险最小化的 ELM、SVM 和 BP
神经网络来进行网损最小化重构比较，用以检验基
于结构风险最小化的 ELM重构性能。 如表 4所示，增
加训练样本情况下，虽然各种方法都可以降低重构错

1.0

0.5

0

误
差

100 200 300 400 500
样本

图 3 测试误差结果
Fig.3 Result of test error
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重构方法 测试正确率 ／ % 训练时间 ／ s
结构风险最小化的 ELM 97.2 0.4684
经验风险最小化的 ELM 90.0 0.3571

SVM 93.0 79.9429
BP 神经网络 91.0 31.2665

表 3 各种方法的性能比较
Tab.3 Comparison of performance among different methods

训练
样本数 重构方法 测试

正确率 ／ %
训练

时间 ／ s

2000

结构风险最小化的 ELM 95.8 1.3362
经验风险最小化的 ELM 87.4 1.1624

SVM 95.0 163.6295
BP 神经网络 91.0 67.8346

3000

结构风险最小化的 ELM 97.6 1.7361
经验风险最小化的 ELM 90.0 1.3952

SVM 97.0 240.3685
BP 神经网络 92.0 83.4011

表 4 4 种方法的重构性能比较
Tab.4 Comparison of reconfiguration performance

among four methods
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图 4 美国 69 节点配电网
Fig.4 69鄄bus distribution grid of America
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误率，提高泛化性能，实现全局逼近最优，但 SVM 和
BP 神经网络训练时间则明显增加很多，而基于结构风
险最小化的 ELM 训练时间只比基于经验风险最小
化时稍长一点。

5 结论

本文将结构风险最小化准则应用于新型的 ELM
神经网络，根据负荷模式对配电网进行网损最小化
重构，避免了使用传统的启发式方法每次负荷变化
带来的繁复迭代寻优，并与 SVM、BP 神经网络和基
于经验风险最小化的 ELM 的配电网重构效果进行
比较，克服传统神经网络学习速度慢的问题，泛化性
能更好，速度也与基于经验风险最小化的 ＥＬＭ 基本
相当。 ELM 随着训练样本的增加，重构效果更好，然
而需要通过其他启发式方法获得大量且覆盖面广
的学习样本作为支持，并且随着网络结构的改变而
需要重新训练。
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Distribution grid reconfiguration based on extreme learning machine
WU Dengguo，LI Xiaoming
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Abstract： To minimize the active power loss of distribution grid reconfiguration，a neural network
reconfiguration model based on the extreme learning machine is proposed，which reflects the nonlinear
relationship between the load pattern and the switch state of distribution grid. Having simple network
structure and fast training speed，the model takes the load pattern as its input and outputs the switch states
to reconfigure the distribution grid with minimum active power loss. The structural risk minimization rule of
the statistical learning theory is introduced into the extreme learning machine based on the empirical risk
minimization to minimize the empirical risk and confidence interval. The actual risk is thus minimized and
the expectation error is decreased. Simulative research is carried out for two typical cases of distribution
network reconfiguration with different reconfiguration models：support vector machine，BP neural network and
extreme learning machine. Results show that the proposed model has both better generalization performance
and faster training speed.
Key words： distribution grid reconfiguration； minimized grid loss； extreme learning machine； structural
risk； empirical risk； models； electric power distribution； risks

Reactive power optimization based on primal鄄dual interior point method
and branch & bound algorithm for distribution network

and its parallel implementation
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Abstract： The primal鄄dual interior point method and the branch & bound algorithm are integrated and
applied in the reactive power optimization，and a parallel branch & bound strategy is proposed，which adopts
asynchronous communication and master鄄slave control mode. In parallel，each machine of the parallel
platform with distributed memory generates the decision tree and executes the branch & bound operation for
its own process. Results of two tests show that，the parallel strategy balances the load well，improves the
computational efficiency effectively and obtains an excellent speedup ratio.
Key words： reactive power； optimization； interior point method； branch and bound； parallel computing；
models
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