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0 引言

局部放电是造成电力变压器绝缘故障的主要原
因，而在变压器绝缘体系中的放电类型有很多种，不
同的放电类型造成的绝缘破坏程度有较大差异，因
此对放电类型进行识别是非常重要的。 由于变压器
超高频检测技术具有检测频率高、信号数据量丰富、
抗干扰性好等优点，因此在局部放电检测中具有十
分重要的地位［1鄄2］。

在局部放电模式识别过程中，模式特征的选择
至关重要，直接影响识别结果。 目前局部放电常用特
征提取方法主要有统计特征参数法［3鄄4］、分形特征参
数法 ［5鄄6］、图像矩特征参数法 ［7］、波形特征参数法 ［8］及
小波分解法 ［9］等，其中统计特征参数法因其物理意
义明确及较好的谱图区分能力而得到更多的关注。
本文采用统计特征方法提取描述超高频局部放电谱
图特征的 37 个统计算子进行分析。

主成分分析 PCA（Principal Component Analysis）
方法作为统计学中的有效分析工具，将数据从高维
空间变换至低维空间，已被应用到各种领域，并取得
了较好的识别和降维效果 ［10鄄14］。 本文利用主成分分
析方法对局部放电 37 个特征参数进行分析，提取
出 12 个更具代表性的新特征因子来表征局部放电
图谱。

目前在模式识别领域 BP 神经网络（BPNN）以其
固有的模式分类和噪声抑制能力得到了广泛的应
用，但存在训练样本需求量大、训练周期长及易陷入
局部最小等缺点。 本文提出的概率神经网络 PNN
（Probabilistic Neural Network）［15鄄16］在分类功能上与

最优贝叶斯分类器等价，不像传统神经网络需要用
BP 算法进行反向误差传播的计算，而是完全前向的
计算过程，结构简单，训练简洁 ，有效避免陷入局
部极小，容错能力较强，在小样本情况下也能得到满
意的识别精度。 本文将提取出的主成分因子送入
PNN 进行训练，具有较好的识别效果。

1 主成分分析

主成分分析方法是统计学中对数据分析的有力
工具，将高维数据集变换到低维空间，保留最多的原
始数据信息。 该方法基本思想是通过对原有 m 个数
据元素的线性加权组合，构成 r 个互相正交的新元
素（r垲m；r，m N），并使其能够反映被观测对象的
原始特征。 这样，由 m 个元素张成的特征空间就被
压缩至 r 维，而且在此低维空间中被观测对象会更
清楚地表达。 此处，r 个互相正交的新元素就称为
“主成分”。 主成分分析的计算步骤如下。

a. 根据研究问题选择初始分析变量。
选取具有较强相关性的初始变量进行分析，通

常采用因子相关性分析的方法进行变量选择 ，如
KMO（Kaiser鄄Meyer鄄Olkin）检验和 Bartlett 球形检验
方法。

b. 计算协方差矩阵 C。
假设 X= （x1，x2，…，xm）T 是 m × n 的原始特征空

间矩阵，其中 m 是数据的样本数，n 是特征参数的个
数，协方差矩阵的计算公式如下：

C= 1
m－1 鄱

j＝1

m
（xj-x軈）（xj-x軈）T （1）

其中，x軈 是 X 的平均值，x軈= 1
m 鄱

j＝1

m
xj，得到的协方差矩

阵是一个 m×m 的方阵。
c. 计算协方差矩阵的特征值与特征向量。
首先计算协方差矩阵 C 的特征值 λj（j=1，2，…，
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m）与对应的特征向量 Um×m（正交方阵）；然后将各个
特征值按大小排序 λ1 >λ2 >λ3 >… >λm ，并按照此顺
序将特征向量矩阵中的各列进行重排，得到新的变
换矩阵 T；最后将原始特征空间矩阵 X 右乘 T，便得
到 m 个新的特征参数 Y。 矩阵运算表示如下：

Y=XT （2）
d. 确定主成分的个数 r。
主成分的选择是根据贡献率来决定的，贡献率

又可以通过特征值的大小来计算，特征值越大，它在
Y 中对应的新元素的贡献率就越大。 一般采用单一
贡献率与累计贡献率 2 个参数进行评价。 其中单一
贡献率 Kr 是指式（2）中 Y 的某列元素的贡献率，而
累计贡献率 Kt 则是指 Y 中前 r 列新元素的总贡献
率。 两者的计算公式分别为：

Kr= λr

鄱
j＝1

m
λj

（3）

Kt=
鄱
j＝1

r
λj

鄱
j＝1

m
λj

（4）

通常累计贡献率达到 85%以上时，认为前 r 个
元素可以代替原来的 n个特征参数，即所谓的主成分。
这样既能使损失的信息不太多，又达到减少变量、简
化问题的目的。

e. 提取主成分。
确定累计贡献率之后，主成分的个数 r 就确定了，

式（1）中 Y 的前 r 列元素（y1，y2，…，yr）就是所要求的
主成分。

2 局部放电特征参数提取

局部放电相位分布 PRPD（Phase Resolved Par鄄
tial Discharge）模式是一种广泛应用的局部放电模
式。 本文对超高频局部放电 PRPD 模式的最大放电
量相位分布 Hqmax（Φ）、平均放电量相位分布 Hqn（Φ）、
放电次数相位分布 Hn（Φ）及局部放电幅值分布 Hn（q）
4 个不同二维图谱分别提取出包括偏斜度 S、陡峭度
K、局部峰个数 Pe、相位中值 M、放电量因数 Q、相位
不对称度 Φ、互相关系数 Cc 共 37 个统计算子，各算
子分别从不同角度描述谱图特性，其值可根据文献
［4］计算得到。 各特征参数如表 1 所示。

3 特征参数的主成分及因子分析

上面提取的局部放电特征量维数过高，各参数之
间可能存在信息重叠，直接送入分类器进行模式识
别不但会给分类器带来较大的负担，而且也可能产
生比较大的识别误差。 主成分及因子分析的方法可
以使提取出的特征量既全面表征放电谱图特征，又

使特征量维数有所下降，从而减小分类器负担。 下面
以偏斜度 S 为例，描述主成分分析过程。
3.1 因子相关性分析

提取出的特征向量之间可能存在较强的相关
性，通过因子相关性分析，可以找出反映变量之间共
同特性的少数公共因子变量，判断数据是否适合进
行因子分析。 若各变量之间相关性较低，则很难找
出公共因子。 下面对表征谱图偏斜度的特征量 S1—
S7 进行相关性分析。 常用的检验方法有 KMO 检验
和 Bartlett 球形检验。 KMO 是用于检验因子分析是
否适用的指标，若它在 0.5 ~1 之间，表示适合；小于
0.5 表示不适合。 Bartlett 球形检验是通过 x2 检验来
完成对变量之间是否相互独立的检验。 若统计量取
值较大，且对应的显著性水平较小，则因子分析是适
用的。 运用 SPSS 软件对统计出的 S1— S7 变量进行
分析，输出检验结果下：KMO 的值为 0.714，变量之间
存在较强的偏相关性；Bartlett 球形检验为 134.34，显
著性水平为 0，拒绝零假设，变量之间适合进行因子
分析，可以进行主成分分析。
3.2 协方差矩阵的主成分分析

针对偏斜度 7 个特征参数，根据式（1）构造协方
差矩阵求取主成分，通过求解协方差矩阵的特征值
和与之对应的特征向量，将原来的相关向量进行线
性变换。 对得到的特征值进行分析，选择值大于 1
的特征根作为主成分进行分析，从而达到降维的目
的。 表 2 列出了协方差矩阵的特征值及方差贡献率。

由表 2 可以看出，前 2 个特征值大于 1，且 2 个
值的累计贡献率超过 90%。 贡献率随主成分的变化

特征值 贡献率 ／% 累计贡献率 ／%
r1 4.264 60.912 60.912
r2 2.077 29.674 90.586
r3 0.333 4.761 95.346
r4 0.186 2.653 97.999
r5 0.108 1.544 99.543
r6 0.024 0.343 99.886
r7 0.008 0.114 100．000

因子

表 2 特征值和贡献率
Tab.2 Eigenvalues and corresponding

contribution rates

注：“+”、“-”分别表示谱图的正、负半周。

表 1 参数统计表
Tab.1 Statistic parameters

统计
参数 Ｈn（q）

S S7

K K7

Pe Pe7

M M7

Q Q1 Q2 Q3

Φ Φ1 Φ2 Φ3

Cc Cc1 Cc2 Cc3

Hqmax（Φ） Hqn（Φ） Hn（Φ）
+ - + - + -
S1 S2 S3 S4 S5 S6

K1 K2 K3 K4 K5 K6

Pe1 Pe2 Pe3 Pe4 Pe5 Pe6

M1 M2 M3 M4 M5 M6



情况如图 1 所示。

由图 1 分析得到，从第 3 个主成分开始，贡献率
变化趋势已趋于平稳，且贡献率逐渐减小，其贡献可
忽略不计。 因此，取前 2 个主成分是比较合适的，可
以很好地反映绝大部分变量信息。 这样由原来的 7
个指标转化为 2 个新指标，起到了降维作用。

SPSS 分析软件得到主成分系数如表 3 所示。

由表 3 可得 2 个主成分的线性组合为：
Y1=-0.848 r1-0.660 r2+0.920 r3+0.922 r4+

0.858 r5+0.773 r6-0.281 r7 （5）
Y2=0.500 r1+0.680 r2+0.356 r3+0.150 r4+

0.437 r5+0.382 r6+0.937 r7 （6）
用上面两式可计算出主成分的值。
同样的方法可以计算出陡峭度 K、局部峰个数 Pe、

相位中值 M、放电量因数 Q、偏斜度 Ｓ、互相关系数
Cc 的主成分，提取出的成分如表 4 所示。 通过主成
分分析，提取出 37 个特征变量的 12 个主成分因子，
各参数的信息表征率均在 75%以上。

4 基于 PNN 的局部放电模式识别

4.1 PNN
PNN是由径向基函数网络发展而来的一种前馈

神经网络，其理论依据是贝叶斯最小风险准则（贝
叶斯决策理论），PNN 作为径向基网络的一种，适合
于模式分类。

基于 PNN 的故障诊断方法是概率统计学中被
普遍接受的决策方法。 假设 2 种已知故障模式 A、
B，对于待识别的故障特征样本为 X，按贝叶斯最小
风险准则，若 HALAFA（X） >HBLB FB（X），则 X A；若
HALAFA（X）<HBLBFB（X），则 XB。 其中，HA 和 HB 代
表故障模式 A 和 B 的先验概率，LA 是将属于 A 的故
障特征样本 X 错误划分到模式 B 的代价因子，LB 为
将属于 B 的故障特征样本 X 错误划分到模式 A 的
代价因子，FA、FB 是故障模式 A、B 的概率密度函数。
一般 FA、FB 不能精确获得，只能根据现有故障特征样
本求其统计值，概率密度函数的估计式如下：

FA（X）= 1
（2π）P ／ ２δＰ

1
mt

鄱exp － （X-XAi）T（X-XAi）
2δ22 #（7）

其中，XAi 为故障模式 A 的第 i 个训练向量；mt 为故
障模式 A 的训练样本总数；δ 为平滑参数，其值确定
了以样本为中心的钟状曲线的宽度。

PNN 的层次模型由输入层、模式层、求和层、输
出层组成，基本结构如图 2 所示。 输入层将输入样本
传递给模式层的各个节点，模式层将输入节点传递
来的输入向量进行加权求和，经过一个非线性算子
运算后传递给求和层；求和层只是简单地将由对应
与训练样本中同一类的模式层传来的输入进行求
和；输出层选择求和层中输出最大者对应的状态模
式为分类结果。

4.2 基于 PNN 的局部放电模式识别
4.2.1 网络结构设计

a. 输入层向量选择。
对于局部放电信号，网络输入即为表征放电信

号图谱特征的特征参数，包括上面介绍过的偏斜度、
陡峭度、局部峰个数等 37 个统计特征参数，以及经
主成分分析方法降维后的 12 个新的特征量用作对
比分析，为消除量纲影响，所有输入层向量均采用标
准化后的数据。

b. 输出层向量选择。
变压器局部放电类型有许多种，本文采用比较

典型的 3 种放电类型作为网络结构的输出，即自由
金属颗粒悬浮放电、绝缘表面沿面放电和固体绝缘

x1

x2

xm

…

…

…

…

Y

输入层 模式层 求和层 输出层

图 2 概率神经网络基本结构
Fig.2 Basic structure of probabilistic

neural network

因子
成分系数

CY1 CY2

r1 -0.848 0.500
r2 -0.660 0.680
r3 0.920 0.356
r4 0.922 0.150
r5 0.858 0.437
r6 0.773 0.382
r7 -0.281 0.937

表 3 主成分系数
Tab.3 Coefficient of principal component
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图 1 贡献率随主成分变化图
Fig.1 Variation of components contribution rate

along with principal component

参数 KMO 贡献率 ／ % 主成分

S 0.714 90.586 P1，P2，P3

K 0.736 89.012 P4，P5

Pe 0.639 81.329 P6，P7，P8

M 0.703 75.374 P9，P10

Q，Cc 0.678 76.150 P11，P12

表 4 各参数主成分提取表
Tab.4 Principal components of parameter



内部气隙放电。 因此，采用 PNN 进行模式分类时，输
入层对应 37 个节点或 12 个节点，输出层对应 3 个
输出节点，网络的输出即为诊断出的局部放电类型。
文中用作对比分析的 BPNN 输入层及输出层节点与
PNN 相同，隐含层取 16 个（对应 37 个输入向量）和
14 个（对应 12 个输入向量）神经元。
4.2.2 结果分析

本文针对悬浮放电、沿面放电和气隙放电 3 种
不同局部放电类型，在各地高压变电站的局部放电
在线监测系统中收集得到现场超高频放电信号，对
每种类型放电收集得到 10 组历史数据，并对 30 组
放电数据进行参数统计，计算出相应 37 个表征二维
谱图的统计算子。 利用上面的主成分分析方法提取
出 12 个新的特征向量，送入 PNN 进行训练。 3 种类
型放电分别取 5 组数据用来训练，5 组用来测试。 此
外将未经主成分因子分析的 37 个统计算子送入分
类器进行训练和测试，识别结果如图 3 所示。

由图 3 可见，样本降维后 12 个统计参数的识别
效果较之降维前的 37 个统计算子的识别情况相同，
错误判断个数均为 3。 为进行实验对比，将相同数据
输入传统 BPNN 进行训练并测试，对比结果见表 5。

由表 5 可以看出，数据降维后，PNN 与 BPNN 的
收敛时间均有不同程度的降低。 PNN 算法在数据降
维前后具有相同的识别率，BPNN 算法在数据降维
后识别率略有下降。 此外，PNN 的总体收敛时间要少
于 BPNN，识别效果也要优于 BPNN。

5 结论

本文利用主成分分析方法对局部放电特征数据

进行分析，降维后的新向量可以较好地表征原始特
征向量，有效解决了原始特征参数维数过高的问题。
通过 PNN 与 BPNN 分类器对降维前后的特征参数
进行模式分类，对比得出，降维后的新特征量使得网
络结构得到了优化，PNN 与传统的 BPNN 相比具有
更好的识别效果。
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图 3 降维前和降维后的 PNN 识别效果图
Fig.3 Results of PNN recognition before

and after dimension reduction

参数
降维前（37 个算子） 降维后（12 个算子）
BPNN PNN BPNN PNN

收敛时间 ／ s 1.72 0.85 1.33 0.75
识别率 ／% 73.3 80.0 66.7 80.0

表 5 实验对比结果
Tab.5 Comparison of experimental results



Pattern recognition based on principal component analysis and probabilistic
neural networks for partial discharge of power transformer

YUAN Jinsha，SHANG Haikun
（College of Electrical and Electronic Engineering，North China Electric Power University，Baoding 071003，China）

Abstract： For reducing the high dimension of original characteristic parameters in partial discharge pattern
recognition of power transformer，PCA（Principal Component Analysis） is applied to extract new principal
component factors，which represents the original characteristic parameters sufficiently. PNN（Probabilistic
Neural Network） classifier is used to train and recognize the characteristic vectors before and after the
dimension reduction respectively. It is found that，the extraction of new principal component factors mitigates
effectively the load of PNN classifier and its effectiveness of pattern recognition is better than that of
traditional BPNN classifier.
Key words： principal component analysis； probabilistic neural network； power transformers； partial
discharge； pattern recognition
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Two鄄level planning of transmission system with optimal placement
of efficiency power plants

ZHENG Jing1，WEN Fushuan1，LI Li2，WANG Ke2，GAO Chao2
（1. School of Electrical Engineering，Zhejiang University，Hangzhou 310027，China；

2. Guangdong Power Dispatching Center，Guangzhou 510600，China）
Abstract： The principle of optimal EPP （Efficiency Power Plant） placement is proposed and with the
consideration of the optimal EPP placement，a two鄄level planning model based on two鄄level planning theory
is developed for transmission system，of which，the upper model takes the minimum total cost of
transmission system and EPP investment as its objective while the lower model takes the minimum cost of
EPP investment as its objective. With the interaction between two levels，the transmission system planning
scheme is finally determined by the upper model. A hybrid algorithm combining genetic algorithm and
primal鄄dual interior method is adopted to solve the proposed planning model. Results of case study for
18鄄bus and 46鄄bus systems verify the feasibility and efficiency of the proposed model and algorithm.
Key words： transmission system； efficiency power plant； planning； genetic algorithms； primal鄄dual interior
method； models
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