
0 引言

太阳能辐照量是影响光伏出力最直接、最显著
的因素。 受大气云层、湿度等环境因素的影响，辐照
量具有典型的非平稳性和随机性。 因此，准确的太阳
能辐照量预测对于光伏出力预测、光伏接入电网、光
伏系统规划和调度等具有极其重要的意义。

受测量设备不足等因素的影响，国内对辐照量
预测的研究较少，而国外学者已对辐照量预测的研
究进行了大量工作。 辐照量预测方法可以分为 ２ 类。
第 １ 类基于详尽的数值天气预报（NWP），利用观测
的数值天气信息与辐照量的物理计算模型，对超短
期辐照量进行高精度预测 ［1］。 这一类方法虽然预测
精度高，但是需要复杂的卫星观测信息及分析方法，
在我国现阶段实行比较困难。 第 ２ 类通过对历史数
据建模，模拟出辐照量的变化规律，然后预测未来辐
照量。 如文献［2］基于大量历史数据，计算辐照量的
分布区间和频率，建立了统计性模型。 云层是影响辐
照量最为显著的环境因素，文献［3］根据 11 种不同
云层覆盖信息，建立了 11 个动态自回归（ARIMA）模
型，对短期辐照量的预测具有很高的预测精度。 但
单一的 ARIMA 模型无法考虑各种环境因素，其应用
具有局限性。 人工智能方法如神经网络（ANN）［4］已在
辐照量的预测中应用十分广泛。 此类方法可以综合
考虑各种环境因素，但是通常具有训练速度慢、易陷
入局部最优解等缺点。 研究发现，组合预测方法可以

有效利用多种预测方法的优点，通常比单一预测方法
预测精度高 ［5］。 小波分解（wavelet decomposition）［6］

及经验模态分解（EMD）［7鄄8］已经在非线性随机时间
序列的组合预测中得到广泛应用。 这一类预测方法
先将时间序列分解为多个不同频率的序列，对不同
的序列分别建立预测模型以减少不同特征信息间的
相互影响，最后将预测结果重构便可获得原始序列
的预测值。 其中，EMD 算法实现简单，分解速度快，
它吸取了小波分解多分辨的优势，同时克服了小波分
解中需要选取小波基、确定分解尺度的困难。

虽然分解类组合预测方法可以提高预测精度，
但由于要对分解后的信号分别建立预测模型，其训
练和预测时间通常较长 。 最近提出的一种 ELM
（Extreme Learning Machine）神经网络 ［9］克服了传统
机器学习算法参数设定困难、训练时间长等缺点。
ELM 已被证实在回归分析、分类、预测等领域具有极
快的学习速度［10鄄11］。 本文综合利用不同算法的优点，
建立了基于 EMD 和 ELM 神经网络的逐时辐照量组
合预测模型。 该组合模型解决了基于 EMD 预测时整
体预测时间过长的缺点并首次将 ELM 神经网络应
用到光伏预测中。 合适的数据样本可以极大提高机
器学习类预测算法的预测精度。 因此本文建立的预
测模型首先利用环境因素构建相似日时间序列，然
后对相似日时间序列进行 EMD，分解后的各个信号
分别作为 ELM 算法的训练、测试样本并进行预测，
最后将各个预测值相加便可得到对原始序列的预测
值，可为电力系统调度运行提供参考。 由于环境因素
只参与相似日序列的构建，没有参与神经网络的训
练与预测，因此提出的预测模型具有普适性。

本文首先讨论辐照量与光伏出力的关系，接着介
绍相似日逐时辐照量时间序列的构造原理，然后提
出 EMD 和 ELM 相结合的辐照量预测算法，最后采用
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天气 Ct 数值表示 Wd

晴 <2 ／ 10 1
少云 2 ／ 10~3 ／ 10 2
多云 4 ／ 10~7 ／ 10 3
阴 >7 ／ 10 4

表 2 逐时天气 Wd 与中低云总云量 Ct 的对应关系
Tab.2 Relationship between weather data Wd and Ct

算例对多个不同天气特点的典型日进行预测结果分
析，论述 EMD 和 ELM 相结合的预测算法相比于单独
的 ELM 和 EMD 的优势，并给出结论。

1 辐照量与光伏出力的关系

光伏发电系统输出功率的工程模型为［12］：
Ｐpv＝Ｎpvη1η2η3ARβ［１－a（Ｔc-25）］ （1）

其中，Npv 为正常工作的光伏组件个数；η1 为光伏组
件在额定工作条件下的光电转换效率；η2 为最大功
率点跟踪 MPPT（Maximum Power Point Tracking）的
工作效率；η3 为逆变器效率；A 为光伏组件的面积；
Rβ 为光伏阵列斜面太阳总辐照度，β 为阵列的倾角；
a 为光伏组件的温度系数；Tc 为光伏组件的板温。

当光伏板的规格确定后，根据大量运行数据可确
定式（1）中各个效率值。 板温与辐照强度、环境温度、
运行时间等因素相关性很大，不具有明显随机性，它
的预测或测量难度不大。 因此，辐照量是影响光伏出
力最直接、最显著的因素，正是辐照量的随机性导
致光伏出力的不确定性。 准确的辐照量预测对光伏
出力的预测以及光伏系统的规划具有重要意义。

2 逐时辐照量时间序列构成原理

2.1 影响辐照量的因素分析
为了提升神经网络训练及预测效果，首先构建与

预测日环境因素相似的相似日逐时辐照量序列。 到
达地面水平面上的可利用全局辐照量 Rglo 会受到云
层、大气中水珠等因素的影响，在多环境因素并存的
情况下识别对辐照量预测影响最大的气象因素非常
重要［12］。 采用距离分析法中皮尔森相似度分析辐照
量 Rglo 与中低云总云量 Ct、高云量 Co、湿度 H、风速
Ws、大气压 P 的相关性系数，式（2）为 2 个 1×n 维向
量 x 和 y 的皮尔森相关系数计算公式。

rxy=
鄱
i＝1

n
（xi- x軃）（yi- y軃）

鄱
i＝1

n
（xi- x軃）2姨 鄱

i＝1

n
（yi- y軃）2姨

（2）

其中，xi、yi 分别为向量 x 和 y 中的第 i 个元素；x軃、y軃 分
别为向量 x 和 y 中元素的平均值。

本文所有数据来自美国国家太阳能数据库
（NSRD），从该数据库可免费获取美国 1 454 个能观
测站 1991 年至 2010 年辐照量及环境数据。 本文选
取旧金山数据库为研究对象，数据均为逐时数据。 将
1991 年至 2010 年旧金山数据代入式（2）计算全局
辐照量与各环境因素之间的相关系数，结果见表 1。

从表 1 可以看出辐照量与中低云总云量 Ct、高
云量 Co、湿度 H 相关性较大，因此选取这 ３ 个环境
因素体现每日特征。 考虑到国内仅可实现天气的预
测，云量值的预测实现困难，可利用中低云总云量Ct

和天气 Wd 的对应关系进行换算，对应关系见表 2。

因通常日出之前、日落以后辐照量为零，只选取
06:00— 20:00 间的 15 个整时点作为每日预测时刻。
设每日的特征向量 ［13］ T 包括 06:00— 20:00 的逐时
阴晴数据 Wdi 和逐时湿度 Hi 数据共 30 个元素，即：

T= ［Ｗdi Hi］ （3）
其中，6≤i≤20；Wdi 取值范围为 1~4；Hi 为百分比数
值，为降低量纲对后续分析的影响，将湿度归一化到
［1，4］上。
2.2 相似日的选取原理

为了找出环境因素数值与变化规律均和预测日
相似的日期组成时间序列，选取欧氏距离和余弦相
似度 2 个指标表征相似性。

欧氏距离 dij 可描述任意第 i 天特征向量 T i 和
预测日第 j天特征向量 Tj 间的气象因素总体差异度：

dij= 鄱
k＝1

�m
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k-Ｔ j
k）2姨 （4）

余弦相似度 Dcos ij 可描述任意第 i 天特征向量
T i 和预测日第 j 天特征向量 T j 间变化趋势相似性：

Dcos ij=
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其中，Ｔ i
k、Ｔ j

k 分别为第 i 天和第 j 天特征向量的第 k
个元素；m 为特征向量的总元素数，本文中 m=30。

欧氏距离为大于 0 的数值，越小表示越相似；余
弦相似度数值在区间［0，1］中，越接近 1 表示越相
似。 为了和余弦相似度一致，将欧氏距离利用式（6）
进行转换，这样转换后的距离也为区间［0，1］中的数
值，且越接近 1 越相似。

Ｄij=cos
π
2

dij

max（dij）） ' （6）

其中，max（dij）指所有 dij 中的最大值。
转换后就可以将 2 个指标综合成一个指标表征

相似性，记为 Dsimij。
Dsimij=αDij+ （1-α）Dcos ij （7）

其中，α 为经验权重系数，不同天气情况下取值会不

辐照量
相关系数

Ct Co Ws H P
Rglo -0.337 -0.323 0.030 -0.549 0.028

表 1 辐照量与各环境因素的相关系数
Tab.1 Correlation coefficients between
radiation and environment factors



同。 若阴晴、湿度在一天内有明显变化趋势，α 应取
值靠近 0，否则靠近 1。

为了尽量避免季节因素对辐照量预测的影响，
只计算 1991 年至 2010 年数据库中在预测日前 28
天（忽略年份）内的相似性，取相似性最高的 28 天组
成相似日时间序列。

3 EMD 和 ELM 神经网络结合的辐照量预
测算法

3.1 EMD 预测算法
EMD 是 Hilbert鄄Huang 变换的核心内容，该方法

假设任何复杂的信号都是由简单的本征态函数 IMF
（Intrinsic Mode Function）组成，且各 IMF 都是相互
独立的［14］。 IMF 有如下 ２ 个特点：整个函数中极值点
（极大值和极小值）数目和过零点数目相等或最多相
差 １ 个；在任何点，由局部极大值构成的上包络线和
由局部极小值构成的下包络线相应点的均值为零。

辐照量序列的 EMD 算法步骤［14］如下。
a. 对于构建的相似日辐照量时间序列 z（t），首先

找出它所有的极大值点和极小值点。 用三次样条插
值法分别将所有极大值点、极小值点连成曲线，称为
上包络线和下包络线。 设 m（t）为上、下包络线的均
值，h（t）为序列 z（t）与 m（t）差值，即：

h（t）=z（t）-m（t） （8）
b. 将 h（t）作为新的原始序列，重复 k 次步骤 a

中的过程直到 hk（t）是 IMF。 判断 hk（t）是否为 IMF 的
标准为：

Rk=
鄱
t＝0

�T
hk-1（t）-hk（t） 2

鄱
t＝0

�T
hk-1（t） 2

（9）

如果 Rk 小于预先给定的阈值，则 hk（t）可以判断
为一个 IMF。 设得到的第 1 个 IMF 为 IMF1（t）=hk（t）。

c. 得到 IMF1（t）之后，再用原始辐照量序列减去
IMF1（t），获得余项 r1（t），即：

r1（t）=z（t）- ＩＭＦ1（t） （10）
将 r1（t）当作 z（t）重复步骤 a 和步骤 b 获得第 2

个 IMF，即 IMF2（t），设 r2（t）=r1（t）-IMF2（t），将 r2（t）当
作 z（t）接着重复上述步骤。 为了得到所有 IMF，重复
该过程直到余项函数 r（t）为单调函数或者小于预先
给定的阈值。 最后的余项函数 r（t）被称为余项。

以旧金山 2010 年 4 月 4 日（阴）逐时辐照量预
测为例，对辐照量序列进行 EMD 后得到 7 个 IMF 和
1 个余项，构建的相似日辐照量序列及 EMD 结果如
图 1 所示。 从图 1 中可以看出 ＩMF1 的频率较高，它
主要反映原始序列的随机噪声信息 ；IMF2—IMF7

及余项 r 变化频率低，主要反映原始序列的周期性和
趋势性信息，其预测效果非常准确。 这样即使 IMF1

的预测难度较大，总体的预测精度也会大幅提高。

3.2 ELM 神经网络预测算法
ELM 是一种单隐含层前向神经网络，它的隐含

层神经元可以很多，隐含层权值、阈值是随机产生
的。 ELM 具有很好的全局搜索能力和简单易行的特
点，与传统的梯度学习算法（如 BP 算法）和 SVM 相
比，ELM 的学习速度更快，可以克服传统梯度算法常
有的局部极小、过拟合和学习率的选择不合适等问
题，并且有更好的泛化能力［9］。

ELM 的典型结构如图 2 所示，设网络有 p 个输
入层神经元，l 个隐含层神经元，输入层和隐含层之
间的激活函数为 f，数据样本集为｛Ｘi，yi｝N

i=1，其中 Xi=
［xi1，xi2，…，xip］TRp，N 为样本集总个数。 那么输入和
输出的数学关系为：

� 鄱
j＝1

l
fj（Wj，bj，Xi）ηj=oi i=1，2，…，N （11）
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图 1 相似日逐时辐照量序列及 EMD 结果
Fig.1 Hourly radiation sequence of similar

days and its EMD results
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图 2 典型 ELM 的结构图
Fig.2 Typical structure of ELM



预测方法 运算时间 ／ s
BP 神经网络 1.96 3.0 0.93

GA鄄BP 神经网络 42.47 2.6 1.11
SVM 4.86 8.2 2.97
ELM 0.01 3.45 1.22

δMAPE ／ % δRMSE

表 3 不同预测方法效果比较
Tab.3 Comparison of effect among different

forecasting methods

其中，Wj 为第 j 个隐含层神经元与输入向量 Xi 间的
权值向量；bj 为第 j 个隐含层神经元的阈值；ηj 为第 j
个隐含层神经元与输出层节点间的权值；oi 为第 i 个
样本的输出。 本文中激活函数选为 sigmoid 函数，设
变量为 u，则该函数为：

f（u）= 1
1+e-u

（12）

在 ELM 预测过程中，首先将辐照量样本划分为
训练集、测试集和预测集，各输入数据需要归一化。
然后通过训练集、测试集确定最优的隐含层节点数，
解出相应的 η。 最后，将确定的各参数应用到预测
集，实现预测。 ELM 预测过程如图 ３ 所示。

文献［9］证明了 ELM 理论的可行性，ηj 的具体
求解过程在文献［10鄄11］中有详细介绍，不再赘述。
3.3 EMD 与 ELM 相结合的辐照量预测算法

本文提出的 EMD 和 ELM 神经网络结合的辐照
量预测算法首先利用环境因素构建相似日时间序
列，然后对相似日时间序列进行 EMD，分解后的各
个信号分别作为 ELM 算法的训练、测试样本并进行
预测，最后将各个预测值相加便可得到对原始序列
的预测值。 算法流程如图 4 所示。

EMD 与 ELM 组合预测算法保留了 EMD 预测
算法预测精度高的优点，并通过 ELM 极快的学习速
度克服了为每个分解出的信号建立预测模型带来的

运算速度慢的缺点。 因此，该组合预测算法可以实
现既快速又准确的预测。

4 算例分析

4.1 ELM 神经网络预测效果分析
本节以图 1中模态分解的 IMF2 预测为例，对 IMF2

分别应用 BP 神经网络、GA鄄BP 神经网络、支持向量
机（SVM）、ELM 进行预测并比较预测结果。 以上算法
中输入均为预测时刻前 3 h 的数值，输出为预测时
刻数值，该过程为滚动预测过程。 BP、GA鄄BP 神经网
络都为单隐含层，输入层与隐含层之间、隐含层与输
出层之间的激活函数都为式（12）中的 sigmoid 函数。
SVM 的各参数设定和样本集的划分不再详细叙述。
ELM 不同隐含层节点数对训练、测试的影响如图 5
所示。 从图中可以看出，可将 ELM的隐含层节点数设
为 20，此时测试误差最小。 不同算法预测的时间和
精度结果如表 3 所示，运算环境为 3.0 GHz、2.0 G 的
内存，测试软件为 MATLAB R2011b，使用 tic ／ toc 指
令测试程序运算时间。

选取平均绝对百分比误差（MAPE）和均方根误
差（RMSE）对预测结果进行评估。

δＭＡＰＥ＝ 1
Ｔ 鄱

t＝1

Ｔ yt- ft
yt

（13）

δRMSE= 1
Ｔ 鄱

t＝1

Ｔ
（yt- ft）２姨 （14）

其中，yt 和 ft 分别为实测值和预测值；T 为预测时间
点的个数。 考虑到日出、日落前后辐照量值接近 0，
进行误差分析的时段选为 ０8:00—17:00。

从表 3 结果可以看出，ELM 的运算速度具有很
大优势，也具有较高的预测精度。 GA鄄BP 神经网络
通过遗传算法寻找最优的初始参数，虽然可以提升
预测精度，但牺牲了大量运算时间。 SVM 通常在输
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入、输出维度较高时有很好的预测效果，但 SVM 在
此次滚动预测方面效果并不好，并且运算时间也比较
长。 EMD 得到的 IMF 通常接近 １０ 个，需要为每个
IMF 建立预测模型，可以假设每个 IMF 的运算时间
大致相同，这样即使是运算较快的 BP 神经网络的总
的运算时间也大致为 1.96× 10 = 19.6（s），而 ELM 只
需要接近 0.01×10=0.1（s）。
4.2 EMD 和 ELM 结合的预测效果分析

本节建立 ３ 种模型比较说明构建相似日时间序
列和 EMD 与 ELM 结合对提升预测精度的作用。 模
型 1 为传统预测模型，直接选取预测日前 28 天数据
构成序列值，对序列值直接构建 ELM 神经网络进行
预测。 神经网络的输入为历史时间点的辐照量数据、
阴晴、湿度信息，及预测时间点的阴晴信息，输出为
预测时间点的辐照量。 在模型 1 中，环境信息作为神
经网络的输入，旨在通过神经网络的训练过程建立辐
照量与各个环境信息的关系。 模型 2 首先利用环境
因素构建相似日时间序列，再直接建立 ELM 预测模
型。 考虑到辐照量应和前 2~3 h 的辐照量关系较大，
ELM 神经网络的输入为预测时间点前 3 h 的辐照量
值，输出为预测时刻辐照量值。 该过程为单步滚动预
测，环境数据未参与神经网络的训练与预测。 模型 3
为 EMD 和 ELM 组合预测模型，各神经网络的输入均
为预测时刻前 3 h 的数值，输出为预测时刻数值。

为了验证预测模型在不同天气及季节状况下的
预测效果，分别选取 2010 年 4 月 4 日、2010 年 4 月
7 日、2010 年 8 月 29 日和 2010 年 11 月 27 日为例
进行预测。 3 种模型对不同日期辐照量的预测结果
如图 6 所示，预测误差如表 4 所示。 模型 3 的总预
测时间均在 1 s 以内。

从表 4 结果看出，模型 1 的预测误差很大，这说
明虽然辐照量与阴晴、湿度的相关性很大，但单纯通
过神经网络训练的方式，让神经网络自身建立辐照
量和环境因素的关系并不好。 这需要大量的参数调
节过程，并且很难将神经网络训练到理想的状况。 模
型 2 的预测结果比模型 1 更精确，说明了构建相似
日时间序列的重要性。 模型 3 的预测结果明显比其
他 ２ 个模型精确，说明了 EMD 在提升辐照量预测精
度上的有效性。 但是，11 月 27 日的 δMAPE 为 62.21%，
误差很大。 通过分析发现 11 月 27 日环境信息显示
其全天为晴，但是辐照量却很低。 造成这种情况的
原因可能是云层观测、记录出现错误 ［3］，导致模型 3
中通过云层信息构造的相似日时间序列不适合 11
月 27 日的辐照量预测。 本文专门列出 11 月 27 日的
情况是为了说明，在构建相似日时间序列时，利用的
是全天的环境数据，当前几小时预测误差很大时，可
以通过更新正确的实际环境数据来更新相似日时间
序列，这样可以降低后面时刻预测的误差。

5 结论

本文提出的逐时辐照量组合预测模型，首先利用
环境因素构建相似日时间序列，然后利用 EMD 和
ELM 各自的优点，实现既快速又准确的预测。
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图 6 3 种模型对不同日期辐照量预测结果
Fig.6 Radiation forecasting results of

three models for different days
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表 4 3 种模型预测结果误差分析
Tab.4 Error analysis for three forecasting models

日期

2010-04-04
2010-04-07
2010-08-29
2010-11-27

δMAPE ／ ％ δRMSE ／ ％
模型 1 模型 2 模型 3 模型 1 模型 2 模型 3
71.47 39.72 20.41 143.28 99.33 38.77
15.93 6.63 5.12 103.42 43.88 38.37
23.92 22.94 16.40 103.42 43.88 38.37
137.80 89.97 62.21 175.59 119.66 60.80



通过算例分析得到如下结论：构建的相似日时
间序列可以有效提升 ELM 神经网络的预测效果；
ELM 预测算法具有极快的运算速度；EMD 算法可以
有效提高预测精度；EMD 与 ELM 组合预测算法可
以实现既快速又准确的预测。

此外，EMD 与 ELM 组合预测模型还具有自我
更新修正能力，这也是以后重点研究的方向。
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Hourly solar radiation forecasting based on EMD and ELM neural network
WANG Shouxiang1，WANG Yamin1，LIU Yan2，ZHANG Na1

（1. Key Laboratory of Smart Grid of Ministry of Education，Tianjin University，Tianjin 300072，China；
2. China Electric Power Research Institute（State Grid Metering Center），Beijing 100192，China）

Abstract： Accurate solar radiation forecasting is essential for photovoltaic generation system. An hourly
solar radiation forecasting model based on EMD（Empirical Mode Decomposition） and ELM neural network
is proposed. The hourly solar radiation sequence of similar days is built according to the environmental
information of the forecast day，which is then decomposed to signals with different frequencies by EMD. An
ELM neural network forecasting model is built for each signal. The forecasting value of original solar
radiation sequence is obtained by adding up the forecasting values of different signals. Case study shows
that，compared with the traditional forecasting methods，the proposed method has higher forecasting accuracy
and faster computation speed.
Key words： EMD； ELM neural network； solar energy； radiation； forecasting； models
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