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0 引言

电力负荷曲线聚类是配用电大数据挖掘的基
础 ［1］。 负荷曲线聚类一直是电力负荷预测、分时电
价、错峰管理、系统规划的基础，通过负荷分类和负
荷特性分析，对于掌握电力负荷的变化规律和发展
趋势具有重大意义。 高效的负荷聚类方法能为电力
规划、错峰管理等提供可靠的依据和准确的指导 ［2］。
因此，研究准确的负荷曲线聚类具有重要意义。

电力负荷曲线的聚类分析，实际上就是衡量不
同负荷曲线的相似性，以及把负荷曲线分类到不同
的簇中。 这就需要根据负荷特性进行准确、科学分
类，以确保在同一类中的负荷曲线具有相同或相似
的负荷特性，进而合理地确定典型负荷曲线的归类。
在良好分类的基础上，可以进一步提高负荷预测精
度、降低负荷管理的难度。 聚类的结果要满足类内
具有较高的紧密性，类间具有较高的分离性，体现出
不同类型用户之间的负荷特性差异［3］。

目前的电力负荷曲线聚类的方法很多，比较流
行的有 K鄄means 聚类 ［4］、小波分析 ［5］、模糊 C 均值聚
类算法（FCM）［6］、集成聚类算法 ［1］、自组织特征映射
神经网络（SOM）［7］、极端学习机（ELM）［8］、云模型 ［9］

等，同时还有一些在这些算法的基础上进行改进的
算法。

由于智能电网技术的快速发展，各种先进的检测
装置和计量设备在配电网中取得了广泛的应用。 对
负荷的检测的时间越来越短，导致负荷数据的维数
大幅提高，加大了负荷曲线聚类的难度。 为了解决
该问题，本文采用核方法将数据映射到高维空间中，
加大数据的可分性，从而提高负荷曲线聚类的效果。

1 Kernel K鄄means

1.1 核函数
核方法是将数据映射到高维空间中，从而使数

据可分性在高维空间中增大，聚类的效果相应地得
到提升［10］。 核方法对映射到高维空间的维度并没有
太多的限制，高维空间甚至可以是无限维的。

核函数为核方法提供了一种映射的方式。 核函
数通过点积的方式将数据在高维空间中的关系表
示出来，降低了在高维空间中讨论数据映射的难
度。 下面将描述核函数是如何表示数据在高维空间
的关系。

假设给定一组样本数据 x1、x2、…、xn，xi RD，即
每个样本数据为 D 维向量，映射方程 （x）将 xi 从
空间 RD 映射到新空间 Q，则核函数在新空间 Q 定义
的点积为：

H（xi，xj）=T（xi）（xj） （1）
其中，无需知道变换函数 （x）的形式和参数，映射
实际上是通过核函数 H（xi，xj）完成的，即只需要给
定核函数的形式就能完成数据从低维空间到高维空
间的映射。 常用的核函数有：多项式核函数 H（xi，xj）=
（xi·xj+ 1）d、高斯核函数 H（xi，xj）=exp（-r‖xi-xj‖2）、
感知器核函数 H（xi，xj）=tanh［a（xi·xj）+d］。

通过上述方式，核函数可以轻易地将低维空间
与高维空间联系起来。 核函数方法可以和不同的算
法相结合，形成多种不同的基于核函数技术的方法，
而且这两部分的设计可以单独进行，并可以为不同
的应用选择不同的核函数和算法。 如 SVM（Support
Vector Machine）、Kernel K鄄means 算法、核主成分分
析 KPCA（Kernel Principal Component Analysis）等都
是核函数与不同算法的结合。
1.2 算法描述

负荷曲线聚类的经典聚类分析方法有基于层
次、基于划分、基于密度、基于模型等聚类算法，经典
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聚类算法各有优缺点 ［1］，本文为了进一步提高聚类
划分的效果，采用 Kernel K鄄means 算法对负荷数据
进行研究。

Kernel K鄄means 算法是 K鄄means 算法的推广，
也可以看作是它的一般形式。 在 K鄄means 算法中，
点与点之间的相似性是用距离来衡量的 ，但在
Kernel K鄄means 算法中，用核函数代替距离的作用
衡量相似性。 这样就相当于将数据的整个距离结构
改变，同时也可以看作是将数据映射到一个新的空
间。 Kernel K鄄means 算法描述如下。

设 A=｛x1，x2，…，xn｝为 n 个样本的数据集，划分
A 为 K 类，Ck（k=1，2，…，K）代表一个聚类，δ（xi，Ck）
表示指示函数，对应各个样本的所属类别 k。 （xi）
表示 xi（i =1，2，…，n）从空间 RD 到新空间 Q 的变
换，在核空间 Q 中，聚类 Ck 对应的类中心为 mk，公
式如下：

mk=
鄱
xｊ Ck

（xj）

Ck
（2）

其中， Ck 表示聚类 Ck 中的样本个数。
空间 RD 中任意 2 点间的距离通过核函数表示

为内积的公式如下：
D（xi，xj）=‖（xi）-（xj）‖2=

T（xi）（xi）-2T（xi）（xj）+T（xj）（xj）=
H（xi，xi）-2H（xi，xj）+H（xj，xj） （3）

其中，选取高斯核作为核函数 H（xi，xj）。
H（xi，xj）=exp（- r‖xi -xj‖2）

同理，类中每点 xi到类中心 mk 的距离在新空间
可表示为 D（xi，mk）=‖（xi）-mk‖2。
D（xi，mk）=T（xi）（xi）-2T（xi）mk+mk

Tmk=
H（xi，xi）-F（xi，Ck）+G（Ck） （4）

F（xi，Ck）=- 2
Ck

鄱
（xl）Ck

T（xl）（xi） （5）

G（Ck）= 1
Ck

2 鄱
（xl）Ck

鄱
（xs）Ck

T（xl）（xs） （6）

1.3 算法流程
Kernel K鄄means 描述如下：
a. 随机初始化分类向量 δ（xi，Ck），构造初始聚

类 C1、C2、…、CK；
b. 计算 Ck 与 G（Ck）；
c. 计算 F（xi，Ck），将 xi 分配到最近的聚类中；

δ（xi，Ck）=
1 D（xi，Ck）＜D（xi，Cj）
0 其其 他

d. 重复步骤 b 、c，直到 δ（xi，Ck）不再变化。

2 算法优化

2.1 核主成分分析
主成分分析 PCA（Principal Component Analysis）

是一种确定一个坐标系统的直交变换。 在这个新的

坐标系统下，变换数据点的方差沿新的坐标轴可以
得到最大化。 这些坐标轴经常被称为是主成分 。
PCA 运算是一个利用了数据集的统计性质的特征空
间变换。 这种变换在无损或很少损失数据集的信息
的情况下降低了数据集的维数［12］。

KPCA 是线性 PCA 的非线性扩展算法，它采用
非线性的方法抽取主成分，即 KPCA 是在通过映射
函数把原始向量映射到高维空间 F，在 F 上进行
PCA［12］。 文献［13］提出一种大规模数据集求解核主
成分的计算方法，该方法首先利用 Gram 矩阵构造一
个 Gram鄄power 矩阵，然后将 Gram 矩阵的每一列作
为每一步迭代算法的输入样本［13］。 利用该方法可以
有效解决传统方法在大规模数据集下无法使用的
问题。

KPCA 与 PCA 具有本质上的区别：PCA 基于指
标，而 KPCA 是基于样本的。 KPCA 不仅适合解决非
线性特征提取问题，而且它还能比 PCA 提供更多的
特征数目和更多的特征质量。 因为 KPCA 可提供的
特征数目与输入样本的数目是相等的，而 PCA 的特
征数目仅为输入样本的维数。 KPCA 的优势是可以
最大限度地抽取指标的信息，但是 KPCA 抽取指标
的实际意义不是很明确［12］。
2.2 核矩阵的削减

从 Kernel K鄄means 算法中可以得出，比较样本
与类中心距离大小需要计算 2 个样本的内积。 本文
中将数据集中任意 2 个样本间的内积计算出来，
组成核矩阵［12］。 核矩阵 H 为 n × n 阶矩阵，其中：

［H］ij=H（xi，xj） （7）
N 条负荷曲线构成数据集合。 其中，每条负荷

曲线都是由 D 维的向量 xn= ｛xn
（d），d = 1，2，…，D｝组

成。 如果要构造这样一个核矩阵，矩阵的储存空间
将为 O（N2）。 当 N 较大时，矩阵计算量将会很大［11］。
文献［14 鄄16］为了提高计算的效率，分别提出不同的
解决策略。 本文按照保留核矩阵中值较大的项、去
除核矩阵中较小值的原则，再依据给定规则将核矩
阵的某些项归零［11］。 这样，可以减少计算时间，提高
运算效率。 这种对核矩阵削减的算法描述如下。

a. 将核矩阵 H 各行按升序进行排列，每行得到
一个排序向量 ri：rij（i=1，2，…，n； j=1，2，…，n）。

b. 计算 rij 的一阶导数，公式如下：

r′ij= 1
3 鄱

h＝１

�3 ri（j+h）- ri（j-h）
2h j=4，5，…，n-3 （8）

c. 以降序方式排列 r′ij（ j =1，2，…，n）。 若 r′ij 为
排序的前 10%，则令 vij=1；否则，vij=0。 10%为所给
定的阈值。得到 r′i=［r′i1，r′i2，…， r′in］T 的二值化向量 vi，
vi= ［vi1，vi2，…，vin］T。

d. 将所得向量 vi 求和，得到 v*=鄱
i＝１

n

vi，定义 v*j 是
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表 1 24 h 居民负荷数据
Table 1 Hourly data of residential load

时间 用电负荷 ／ （kW·h） 时间 用电负荷 ／ （kW·h）
01:00:00 0.673665839 13:00:00 0.802212349
02:00:00 0.630061292 14:00:00 0.784326991
03:00:00 0.629453730 15:00:00 0.809881201
04:00:00 0.634082613 16:00:00 0.921210551
05:00:00 0.689802151 17:00:00 1.128449873
06:00:00 0.832645051 18:00:00 1.211585341
07:00:00 1.008494723 19:00:00 1.280181308
08:00:00 0.934340858 20:00:00 1.494505609
09:00:00 0.866016664 21:00:00 1.635385523
10:00:00 0.881554665 22:00:00 1.368239538
11:00:00
12:00:00

0.867876311
0.834437455

23:00:00
24:00:00

1.079166564
0.783907281

图 1 输出维度对聚类效果的影响
Fig.1 Effect of output dimension on clustering
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聚类基数 j 所得权值。
e. 根据 v* 计算得分向量 s，公式如下：

sj= （1-1 ／ j）max［e-|（v
*
j -［v*j ／ j］ j） ／ j|，e-|（v*j -［v*j ／ j］ j） ／ j|］ （9）

f. 取 s中最大值所属聚类 j，即 w=argmaxnj=1（sj），
定义 ：对任一数据样本 ai，其二值向量为 vi，如果
viw=1，则 ai 属于基数为 w 的聚类；否则不属于聚类 w。
任一数据样本 ai，若使聚类基数 w 值有所增加，必然
属于聚类 w。

g. 令 v*=v*-vi，若 v*≠0，进行下一次迭代 ，重复
步骤 d、e；若 v*= 0，进入下一行，重复步骤 b—g。

h. 假设 ai 所属的聚类基数为 wi，在第 i 行中，
保留［H］ij 值中较大的前 wi 项，其余所有项全部设
置为 0。 削减后的核矩阵记为 H*，其中的非 0 项个
数记为 nz。

3 实验分析

3.1 聚类评估指标的选取
聚类分析是按照样本的特征将其分类到不同的

类的过程，使同一类的个体具有尽可能高的相似性，
而类别间则具有尽可能高的互异性。 由于聚类分析
是在没有先验信息指导下的无监督学习过程，因此
评价聚类的效果在聚类分析中至关重要。

本文采用 Davies鄄Bouldin 指标评价聚类质量并
确定最佳聚类数，其计算公式如下：

DB= 1
K 鄱

i＝１

�K

Ri （10）

其中，Ri 用来衡量第 i 类与第 j 类的相似度。

Ri=max
j≠i

Rij， Rij= max
j=1，2，…，K，i≠j

Si+Sj

Mij
（11）

其中，Si用来度量第 i 个类中数据点的分散程度，计
算公式如式（12）所示。

Si= 1
Ti

鄱
l＝１

Ti

‖Xl-Ai‖q= 1
Ti

鄱
l＝１

�Ti

Xl-Ai
qq %1 ／q （12）

其中，Xl 为第 i 类中第 l 个数据点；Ai 为第 i 类的中
心；Ti 为第 i 类中数据点的个数；q 取 1 时 Si 为各点
到中心的距离的均值，q 取 2 时 Si 为各点到中心的
距离的标准差，它们都可以用来衡量类内分散程度。

Mij=‖Ai-Aj‖p= 鄱
d＝１

�D
adi-adj

pq %1 ／ p （13）

其中，Mij 为第 i 类中心与第 j 类中心的距离；adi 为第
i 类的中心点 Ai 的第 d 个属性的值；p 取 1 时表示
1-范数，p 取 2 时表示 2-范数（表示 2 个类中心的
欧氏距离）。

DBI 是类内距离之和与类外距离的比值。 类内
对象距离越小，类间距离越大，DBI 指标也越小，聚类
效果越好。 DBI 也可以优化 K 值的选择 ，最小的
DBI 指标对应的 K 就是最佳聚类个数。

3.2 实验数据
实验数据［17］取自由美国能源部于 2009 年 12 月

成立的 OpenEI（Open Energy Information）。 OpenEI
是为政策制定者、研究人员、技术投资者、风险资本
家及市场专业人士提供能源数据、信息等其他资源
的网站。 部分实验数据如表 1 所示。

3.3 结果分析
实验采用的机器配置为 Intel（R）Core（TM）i3 -

3110M 8 -core CPU@2.40 GHz，4 GB RAM，MATLAB
版本为 MATLABR2014b。

首先考察 KPCA 对聚类效果的影响。 当采用
KPCA 进行降维后，输出的维度对聚类效果有较大的
影响，比如取输出维度为［1，30］时，聚类效果如图 1
所示。

由图 1 可知，输出维度的大小与聚类效果不是
正比关系，当输出的维度太大或者太小，都不会得到
最优聚类。 当输出维度为 6 时，得到 DBI 的值最小，
聚类的结果最为理想。 因此核主成分分析取 6 作为
输出维度。

实验再对聚类数与聚类效果进行分析，分别采
用 3 种算法进行对比分析。 第 1 种算法是传统的 K鄄
means；第 2 种算法是 Kernel K鄄means，即采用了核方
法的 K鄄means；第 3 种算法 KPCA鄄K鄄K鄄means 首先使
用 KPCA 进行降维处理，从而得到降维后的核矩阵，
再削减核矩阵，最后使用 K鄄means 进行聚类。 利用
MATLAB 对上述 3 种算法编程，考察不同聚类数对



聚类效果的影响 ，K鄄means、Kernel K鄄means、KPCA鄄
K鄄K鄄means 以聚类数作为输入，其中 Kernel K鄄means
与 KPCA鄄K鄄K鄄means 的核函数都选取高斯核函数，
参数分别取 r1=-0.1、r2=-1。 聚类数与 DBI 对应关
系如表 2 所示。

由于 3 种算法的聚类效果都会受初始点的影
响，因此对每个算法每一聚类数 K，分别运行 10 次，
取最小的 DBI 值作为该算法的性能表现。 表 2 对应
的曲线图如图 2 所示。

从图 2 可以看出，当聚类数取值相同时，各算法
所得 DBI 值中，K鄄means 算法最大，Kernel K鄄means
次之，KPCA鄄K鄄K鄄means 最小。 在聚类数的取值不同
时 ，KPCA鄄K鄄K鄄means 取 得 的 DBI 值 比 K鄄means、
Kernel K鄄means 2 种算法得到的 DBI 值都要小，可
以得出 KPCA鄄K鄄K鄄means 算法对负荷曲线的划分更
加合理，可以提高聚类的准确度。 从图中还可得出，
当聚类数 K=5 时，曲线具有明显的拐点，由此可以
确定最佳聚类数。

4 结论

本文针对负荷数据出现的新特点 ，提出使用

KPCA 方法对负荷数据进行降维，同时保持数据在
高维空间中的映射，使数据具有较好的可分性，然
后根据聚类算法 Kernel K鄄means 的原理，对负荷曲
线进行划分。 实验探究了不同聚类数与聚类效果的
关系以及输出维数对聚类效果的影响，表明本文方
法可以有效地提高负荷曲线聚类的准确性。 但该方
法聚类易受聚类数和初始分类影响，需要提前确定
核函数参数，以及运行时间增大等问题并没有完全
解决，这也是进一步的研究方向。
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Load curve clustering based on Kernel K鄄means
ZHAO Wenqing，GONG Yaqiang

（School of Control and Computer Engineering，North China Electric Power University，Baoding 071003，China）
Abstract： As the basis of distribution and utilization system，the load curve clustering is of great
significance for load management. A clustering algorithm based on the kernel method is proposed to
improve the accuracy of the load curve clustering，which applies the dot product to construct the kernel
matrix and maps the data into a high鄄dimensional space to increase the data divisibility for clustering.
Aiming at the large scale and calculation complexity of the kernel matrix，the kernel principal component
analysis and the kernel matrix size reduction are adopted to optimize the proposed method. As an
experiment，the load data provided by the United State Department of Energy Development Energy
Information Website are clustered and its effectiveness is assessed by the Davies鄄Bouldin index，which show
that，the proposed method has better classification capability and the accuracy of load curve clustering is
improved.
Key words： load curve； clustering algorithms； kernel matrix； kernel principal component analysis； matrix
size reduction
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