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0 引言

风力发电以其清洁、成本低等特点已成为一种
成熟、具有规模效益的新能源利用形式。 但是风电
具有间歇性、波动性等特点，这使得大规模风电并
网将对电网造成很大影响［1］。 准确地预测风电功率，
不仅能够提高风机可利用率，提高电网的经济安全
运行水平，同时也可以为风电场在无风或小风情况
下安排计划检修提供指导。 由此可见，对风电功率
进行准确的短期预测具有重要的现实意义。

混沌时间序列预测法作为揭示混沌时间序列
客观规律的一种方法，已广泛应用于风电功率时间
序列预测［2］。 许多研究者就混沌时间序列预测法进
行过研究，目前应用广泛的主要是时间序列法［3］、神
经网络［4］、支持向量机［5］等方法。 时间序列法计算速
度较快，但往往预测精度较低；传统的神经网络（如
RBF、BP 网络），学习时间太长，易陷入局部最优；最
小二乘支持向量机作为支持向量机的改进，其学习时
间虽有很大提高，但要求核函数必须满足 Mercer 定
理。 上述缺点均制约着这些方法在风电功率预测中
的发展应用。 近几年来，Volterra 自适应滤波器以其
训练速度快、所需样本量小等优点得到了广大学者
的关注［６鄄７］。 但 Volterra 自适应滤波器的预测效果易
受与预测点信息不相关或对预测点贡献较小的相
点影响［７］。 文献［８］采用邻近点作为训练集，建立局
域支持向量机模型，证明合理筛选邻近点可提高模
型的精度。 针对邻近点的选择，目前的主要判据有
欧氏距离［８鄄９］、向量夹角［１０］、关联度［１１］等。 欧氏距离、
关联度没有考虑相点的演化规律，向量夹角没有考
虑相点的当前位置，且大部分传统方法忽略了相点
自身的不同坐标分量的时间次序对预测点的影响不

同，易引入“伪邻近点”。
针对上述问题，本文在传统研究方法的基础上引

入时间权重，提出考虑时间影响的距离与演化趋势判
据，并将这 ２ 个判据进行加权处理，进一步对这 ２ 个
判据的权重指标进行了探讨，根据模型精度选择最佳
综合判据对相点进行筛选，并对筛选后的相点建立改
进局域 Volterra 自适应滤波器模型，以我国某风电场
的实测风电功率数据为算例，验证了本文所提方法的
有效性，为风电功率的短期实时预测提供了新思路。

１ Volterra 自适应滤波器

１.1 相空间重构
混沌时间理论认为混沌序列在一维空间内呈现

出杂乱无章的特点，但当对此类序列进行相空间重构
后，可反映出其内部规律。 因此，相空间重构是分析
混沌时间序列的基础。

设初始风电功率时间序列为｛x（１），x（２），…，x（Ｎ）｝，
其中 Ｎ 为风电功率的采集点总数，相空间重构后得到
相点时间序列向量为［4］：
Ｘ＝ ［Ｘ（１），Ｘ（２），…，Ｘ（N）］＝

x（１） x（２） … x（N）
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由式（１）可以看出，对序列进行相空间重构的根

本在于求出时间序列的延迟时间�τ与嵌入维数 m。
１.2 Volterra 自适应滤波器

Volterra 自适应滤波器作为自适应预测法的典型
代表，其充分利用 Volterra 级数的高阶展开式，综合
考虑混沌序列中的非线性因素，可以根据当前数据和
误差不断调整模型参数，只需要少量的样本就可达到

摘要： 针对风电功率混沌序列的特点，提出一种基于改进局域 Volterra 自适应滤波器的风电功率混沌时间序
列预测模型。 首先，针对邻近点及其坐标分量在时间上与预测点距离不同、对预测点的影响不同的特点，提出
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较好的精度，目前已得到广泛应用。
由于 Volterra 自适应滤波器的核函数的 Volterra

级数展开表示式为无穷级数形式，难以用于实际应
用，通常采取有限截断和有限次求和形式［12］。 p 阶截
断模型为：

x赞（n+1）=h0+ 鄱
m＝0

�N1-1

h1（m）x（n-m）+

鄱
m1＝0

�N1-1
鄱
m2＝0

�N2-1

h2（m1，m2）x（n-m1）x（n-m2）＋…＋

鄱
m1＝0

N1-1
鄱
m2＝0

�N2-1
…鄱

mp＝0

�Np-1
［hp（m1，m2，…，mp）×

x（n-m1）x（n-m2）… x（n-mp）］ （2）
其中，由 Taken 嵌入定理可取 N1 = N2 =… ＝Ｎp=m；

x赞 （n+1）为预测值；hp（m1，m2，…，mp）为 p 阶 Volterra
核；m 为滤波器的输入维数，对应风电功率时间序列
的嵌入维数［７］。

本文的 Ｖolterra 自适应滤波器模型取 p=2。 此
外 ，本文采用时间正交 （TDO）自适应算法 ［８］作为
Volterra 滤波器的自适应算法。

２ 邻近点的选择

Farmer和 Sidorowich早已证明，在相同的嵌入维
数下，局域预测法的效果比全局预测法更好 ［１3］。 本
文结合局域预测法和自适应预测法的优点，使用局
域预测法对相点进行筛选，再使用筛选后的邻近点
作为自适应预测法的训练集，以提高 Ｖolterra 自适应
滤波器的精度。

对邻近点的选择不仅要从众多相点中寻找与
预测点演化轨迹相似的相点，提高模型的学习性能，
还要控制好邻近点的数量规模，避免增加模型复杂
度，同时避免引入相关性较弱的相点影响模型精度。
本文提出一种选择邻近点的新判据，避免引入传统
方法中存在的“伪邻近点”。
２.1 邻近点的相似度

从时间上看，邻近点向量越靠后的坐标分量离
预测点越近，其影响越大。 本文提出改进欧氏距离
和改进演化趋势来综合评估邻近点的坐标分量对
预测点的影响。 除此之外，回溯步长越小，其对预测
点的影响也越大，因此，本文在改进演化趋势判据
的同时对多步演化的影响力进行加权处理，得到筛
选邻近点的综合判据如下。

定义一种新的运算方式：
Ａ塥Ｂ= ［a1，a2，…，am］塥［b1，b2，…，bm］=

［a1b1，a2b2，…，ambm］ （3）
判据 1 当前预测点 X（p）与相点 X（i）的距离。

d（p，i）=‖α塥［X（p）－X（ i）］‖∞ （4）
其中，α为权重向量，且对于 m 维向量 α而言，α（1）≤

α（２）≤…≤α（m），考虑到坐标分量间的间隔时间均

为τ，本文取 α（i）= 2 i
m （m＋１）

。

d（p，i）越小，表明当前预测点 X（p）与相点 X（i）
的距离越近。

判据 2 预测点 X（p）与相点 X（i）间的演化发展
趋势。

定义多步回溯的差值向量为：
Ｅ（p，q）=X（p）-X（p-q） （5）
Ｅ（ i，q）=X（ i）-X（i-q） （6）

多步回溯的预测点与相点间的方向夹角为：

cosθ（p， i，q）=1- ［α塥Ｅ（p，q）］·［α塥Ｅ（ i，q）］
［α塥Ｅ（p，q）］×［α塥Ｅ（ i，q）］

（7）

对上式进行加权，可得预测点与相点的发展趋势
判据为：

cosθ（p， i）=鄱
q
�β（q）cosθ（p， i，q） （8）

其中，cosθ（p， i）是由向量间的夹角的余弦演化而来；

β 为权重向量，本文取 β（ i）=1- 2（i＋１）
（q＋１）（q＋2）

。

cos θ（p， i）越小，表明当前预测点 X（ p）与相点
X（ i）的发展趋势越接近。

综合判据 预测点 X（p）与相点 X（ i）的相似度。
η（p， i）=γ1d（p， i）+γ2cos θ（p， i） （9）

其中，γ1、γ2 分别为距离指标与演化趋势指标的权重
值，且 γ1+γ2=1。

η（p， i）综合考虑预测点与相点的当前距离和相
点间的多步演化趋势，既考虑了相点的演化相关性，
又考虑了相点各坐标在时间上的不同影响，因此能有
效避开“虚伪邻近点”，选出在距离和演化趋势上均
与预测点相似的邻近点，进一步提高预测精度。
2.2 邻近点集合规模控制

为了控制训练集合的规模，本文采取 Hannan鄄Quinn
准则［14］对邻近点进行进一步的筛选。

Φ（Ｋ）＝ lnδ2（Ｋ）+K D ln lnN
N

（10）

δ2（Ｋ）=
1
S 鄱

j＝1

�S
（xj- x赞 j）2

x軃
（11）

其中，K 为训练集合样本个数；xj 为数据的样本点；x赞 j 为
预测结果；x軃 为样本点均值；Ｄ 为常数，一般 Ｄ ＞ ２；S
为预测步数；N 为拟合数据个数。 当 Φ（Ｋ）取得最小
值时，对应的 Ｋ为最佳邻近点的个数，此时认为模型在
其精度和复杂度间取得了平衡。

３ 算例仿真

为验证本文所提的改进风电功率预测模型的有
效性，采用我国某风电场风电机组实时采样的风电
功率数据作为原始数据，从 2010 年 8 月 1 日 ００ : ００
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到 8 月 29 日 ００:００ 的数据，每 10 min 取 １ 个采样点，
共 4032 个点，绘制风电功率时间序列图见图 1。 风
电场的额定装机容量为 46.8 MW。

由图 1 可看出，风电功率时间序列具有明显的非
线性。 首先对数据进行归一化处理，将数据控制在
［-1，1］之间，处理方式如下：

x（n）= y（n）- y軃（n）
max（y（n））－min（y（n））

（12）

其中，｛y（n）｝为原始序列；｛x（n）｝为归一化的时间序

列；y軃 （n）为风电功率序列的平均值；max（）和 min（）
分别为取最大值和最小值操作。

本文采用互信息法确定延迟时间�τ，用 Cao 法确
定嵌入维数 m，再采用 C鄄C 法进行验证。 计算可确
定风电功率时间序列的延迟时间�τ��＝19，嵌入维数 m＝
7。 互信息法、Cao 法、C鄄C 法参见文献［15］，由于篇幅
限制，本文不再赘述。 此外，本文采用小数据量法计
算出风电功率时间序列的最大 Lyapunov 指数为
0.2736，证明了风电功率时间序列具有混沌特性，为
使用混沌时间序列预测法进行风电功率的预测提供
了依据。 计算最大 Lyapunov 指数具体算法参见文
献［15］。

使用 8 月 1 日 ００ :００ 到 8 月 24 日 ００ :００ 的数据
对模型进行训练，使用 8 月 24 日 ００ :００ 到 8 月 28 日
００ :００的数据进行测试，预测 8 月 28 日 ００ :００ 到 8 月
29 日 ００:００ 的数据。 本文采用递归多步预测。

为了定量地评估预测模型的性能，采用以下 3 个
常用指标对模型进行评估。

a. 归一化绝对平均误差 NMAE。

NMAE= 1
Pinst

1
N 鄱

i＝1

N

xi- x赞 i （13）

b. 归一化均方根误差 NRMAE。

NRMAE= 1
Pinst

1
N 鄱

i＝1

N

xi- x赞 ii $２姨 （14）

c. 最大绝对误差 MAE。

MAE= 1
Pinst

max xi- x赞 ii $ i＝1，２，…，Ｎ （15）

其中，xi 为实际的风电功率；x赞 i 为对应的风电功率预
测值；N 为预测的时间点数，本文取为 144；Pinst 为风电
场的装机容量。

首先，对距离与演化判据的权重进行了探讨，取

γ1 = 0.１k（k = 0，１，２，…，１０）对模型进行了测试，表 1
列出了权重指标不同时，3 个指标对预测结果的评估
结果。

由表 1 可知，当 γ1= 0.４、γ2= 0.６ 时，模型取得最
高精度，此时归一化绝对平均误差为 0.0498，归一化
均方根误差为 0.061 9，最大绝对误差为 0.218 7。 因
此，在接下来的研究中，本文建立的改进局域 Volterra
模型均取 γ1= 0.４、γ2= 0.６ 来构建筛选邻近点的综合
判据。

此外，本文在使用综合判据对邻近点进行筛选的
同时，采用常用的欧氏距离、向量夹角、关联度作为常
用判据进行对比，所有筛选出的邻近点均用 Volterra
自适应滤波器建立局域预测模型，表 2 列出了采用不
同判据筛选邻近点，建立模型的预测结果及建模时间。
本文所有的训练和仿真均在 MATLAB7.1 环境下进
行，采用 Intel（R） Core（TM）2 Duo 2.93 GHz 双核处
理器，2.0 G 内存的计算机平台。

由表 2 可以看出，使用欧氏距离对邻近点进行
筛选时，ＮＭＡＥ 为 0.100 2，ＮＲＭＡＥ 为 0.123 1，ＭＡＥ
为 0.377 6，耗时 0.160 3 s，其建模速度最快，但误差
远远大于其他 ３ 种判据；使用向量夹角或关联度对邻
近点进行筛选时，模型的建模时间均有所增长，但模
型精度均得到了一定的提升；而使用本文提出的综
合判据筛选邻近点时，ＮＭＡＥ 为 0.049 8，ＮＲＭＡＥ 为
0.061 9，ＭＡＥ 为 0.218 7，耗时 0.175 5 s，虽然该模型
的建模速度最慢，但在牺牲了较小的时间代价上其预
测精度不仅比使用欧氏距离判据提高了一倍，而且比

γ1 γ2 NMAE NRMAE MAE
0 1.0 0.0758 0.0906 0.3416
0.1 0.9 0.0706 0.0854 0.3043
0.2 0.8 0.0654 0.0795 0.3035
0.3 0.7 0.0555 0.0681 0.2765
0.4 0.6 0.0498 0.0619 0.2187
0.5 0.5 0.0509 0.0641 0.3126
0.6 0.4 0.0520 0.0642 0.2484
0.7 0.3 0.0590 0.0735 0.3186
0.8 0.2 0.0721 0.0877 0.3338
0.9 0.1 0.0734 0.0891 0.3294
1.0 0 0.0984 0.1173 0.3900

表 1 权重指标的评估结果
Table 1 Results of weighted

index evaluation

判据 NMAE NRMAE MAE t ／ s
欧氏距离 0.1002 0.1231 0.3776 0.1603
向量夹角 0.0748 0.0935 0.2688 0.1668
关联度 0.0741 0.0926 0.2277 0.1751

综合判据 0.0498 0.0619 0.2187 0.1755

表 2 采用不同判据的模型预测结果
Table 2 Results of model prediction for

different criterions

图 1 我国某风电场功率时间序列
Fig.1 Wind power time series of a wind farm
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图 2 风电功率实际值及各模型的预测值
Fig.2 Comparison between actual and predicted

wind powers for different prediction models

其他 2 种方法的预测精度高。 由此可看出，综合判据
既考虑了相点的演化相关性与相点的当前位置，又
考虑了相点各坐标在时间上的不同影响，避开了“虚
伪邻近点”，有效提高了模型的预测精度。

本文还采用以下 ３ 种预测模型与本文所提方法
进行对比：第 １ 种为时间序列法，即 ARMA 模型；第
２ 种为最小二乘支持向量机（ＬＳＳＶＭ）算法；第 ３ 种
为径向基（ＲＢＦ）神经网络模型。 ３ 种预测模型的预
测结果及 8 月 28 日的风电功率真实值如图 2 所示。
表 3 列出了 ３ 种模型的预测误差性能指标及 3 种模
型的建模时间，其中 ARMA 模型的建模时间包括自
相关系数与偏相关系数的计算以及定阶。

从表 3 可以看出，LSSVM 模型的建模时间远大
于 RBF 神经网络模型 、ARMA 模型与改进局域
Ｖolterra 自适应滤波器模型；同时，对比 RBF 神经网
络模型、ARMA 模型和改进局域 Volterra 自适应滤
波器模型 ３ 种模型可发现，改进局域 Volterra 自适应
滤波器模型的建模训练时间比 RBF 神经网络模型
以及 ARMA 模型的时间短。

由图 ２ 和表 ３ 可知，使用本文提出的改进局域
Volterra 自适应滤波器进行风电功率的预测精度稍
高于 LSSVM模型，远高于RBF神经网络模型和 ARMA
模型。 由图 2 可以看出，4 种模型均在风电功率较
低或接近满发时出现较大误差，RBF 神经网络模型
以及 ARMA 模型尤为突出，其误差明显大于 LSSVM
模型与改进局域 Volterra 自适应滤波器模型。 同样
可以看出，改进局域 Volterra 自适应滤波器模型在
风电功率较低或接近满发时，仍然紧跟真实功率的
变化趋势，在风电功率剧烈变化时与真实值仍十分
贴合。

对比图 ２ 和表 ３ 的结果可见，改进局域 Volterra
自适应滤波器模型在精度上远高于 RBF 神经网络模

型和 ARMA（2，0）模型，在建模时间上远小于 LSSVM
模型，说明改进局域 Volterra 自适应滤波器模型不仅
提高了风电功率预测模型的精度，还节省了模型的
建模训练时间，为风电功率的实时高精度预测提供了
参考。

４ 结论

针对风电功率混沌序列的特点，本文提出了一种
基于改进局域 Volterra 自适应滤波器模型的风电功
率混沌时间序列预测法。 对原有的邻近点判据，引入
时间权重，提出考虑时间影响的改进相点距离与相点
演化趋势的判据，同时将改进后的判据进行加权处理，
选出使 Ｖolterra 自适应滤波器模型精度最佳的权重
指标；最后，对筛选出的相点建立局域 Volterra 自适
应滤波器模型，对我国某风电场的数据进行预测分析。
将本文提出的改进局域 Volterra 自适应滤波器模型
与 LSSVM 模型、RBF 神经网络预测模型和 ARMA
模型对比，实验证明本文提出的改进局域 Ｖolterra自
适应滤波器预测模型不仅具有更高的精度，而且具有
更快的建模速度，为风电功率短时高精度的预测在工
程上的应用提供了一条可行途径。
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Wind power chaotic time series prediction model based on
improved local Volterra adaptive filter
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Abstract： According to the features of wind power chaotic series，a wind power chaotic time series pre鄄
diction model based on the improved local Volterra adaptive filter is proposed. Since different neighboring
points together with their coordinate components have different time distances from the prediction point and
have different influences on the prediction point，an integrated criterion considering the time influence and
combining with the distance and the evolution trend is proposed for selecting the correlative neighboring
points，which are then used to build the improved local Volterra adaptive filter model. The actual data of a
wind farm are applied to build the prediction model for simulation and the simulative results show that，the
proposed prediction model has faster speed and better accuracy.
Key words： wind power； prediction； short鄄term prediction； neighboring points； local Volterra adaptive
filter； chaotic time series； models
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