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ＸＧＢｏｏｓｔ 算法在风机主轴承故障预测中的应用

王桂兰，赵洪山，米增强
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摘要：针对传统机器学习算法处理海量风机数据采集与监视控制（ＳＣＡＤＡ）监测数据效率低和准确度差的问

题，提出利用极端梯度提升（ＸＧＢｏｏｓｔ）算法预测风机主轴承故障。 首先，对风机主轴承 ＳＣＡＤＡ 数据开展特征

分析，挖掘和发现特征与故障之间的关联关系，并评估各特征的重要性；然后利用 ＸＧＢｏｏｓｔ 算法构建主轴承

故障预测模型，进行模型评估；最后，依据 ＳＣＡＤＡ 系统收集的实测数据对模型进行训练和测试，并调整

ＸＧＢｏｏｓｔ 模型的主要参数，提高预测准确率。 通过与经典梯度提升决策树（ＧＢＤＴ）算法诊断结果相对比，结

果表明 ＸＧＢｏｏｓｔ 在风机主轴承故障预测的效率和准确度方面均优于 ＧＢＤＴ 算法，是处理 ＳＣＡＤＡ 大规模数据

集的有效工具。
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０　 引言

近年来，随着国家清洁能源战略的实施和发展，
建设和运营中的风电场数量和规模都快速、大幅增
加。 为了提高风电场的运行和监控水平，多数风电
场安装了数据采集与监视控制 ＳＣＡＤＡ（Ｓｕｐｅｒｖｉｓｏｒｙ
Ｃｏｎｔｒｏｌ Ａｎｄ Ｄａｔａ Ａｃｑｕｉｓｉｔｉｏｎ）系统。 随着对大规模
风电场运行状态的长期监测，海量的 ＳＣＡＤＡ 数据逐
渐被收集。 如国内某著名风电企业截至 ２０１６ 年在
国内有约 １ 万台风电设备，每台风电机组每秒产生

１ ０００个点的量测数据，每秒大约有 １０７ 个点的数据

被采集和集中处理［１］。 如何利用海量的 ＳＣＡＤＡ 数

据，基于机器学习算法挖掘数据内部规模、提高风机
安全运行水平成为目前迫切需要解决的重要问

题［２］。 文献［３］采用 ＳＣＡＤＡ 运行数据，结合风电机

组的运行原理，建立了发电性能模型，将实时运行数
据作为模型输入，通过分析模型预测残差实时监测
风电机组发电性能的异常变化。 文献［４］通过对风
电机组 ＳＣＡＤＡ 振动信号数据的建模和分析，实现了
对塔架、传动链、叶轮等机组重要部件的状态监测。
然而，目前 ＳＣＡＤＡ 数据的整体利用水平仍偏低，且
针对风机特定部件的故障诊断研究较少。

风机主轴轴承是风机传动系统的核心部件，主
要承受径向力，其性能的好坏不仅影响传递效率，而
且也决定了主传动链的维护成本，所以风机主轴轴
承应具有良好的调心性能、抗振性能和运转平稳性。
有较多的文献采用传统机器学习算法或信号处理技

术研究风机主轴承的故障检测与分析，却较少考虑
利用已收集的海量 ＳＣＡＤＡ 数据来实现。 文献［５］
提出一种基于盲源分离和流形学习算法的风电机组
轴承故障特征提取方法，实现了风电机组轴承故障
特征的准确提取。 文献［６］基于振动信号，利用经
验模态分解（ＥＭＤ）降噪和谱峭度法实现了滚动轴
承的早期故障诊断。 文献［７］基于振动信号时域、
频域和包络谱等多源特征，采用决策融合方法构建
了直驱风力发电机组轴承故障诊断模型。 文献［８］
研究了基于集合经验模态分解（ＥＥＭＤ）和模糊 Ｃ 均
值聚类的风电机组齿轮箱故障诊断。

然而，以上基于传统机器学习算法的研究仅适
应于有限数据样本空间［９⁃１０］，针对大样本数据集时
效率较低，很难满足工程实际需求。 如针对某风机
主轴承采集的 ３ 个月的 ＳＣＡＤＡ 监测数据，数据条目
约为 ７３．６ 万条，数据规模约为 １２０ ＭＢｙｔｅ，运用经典
机器学习算法支持向量机 ＳＶＭ（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａ⁃
ｃｈｉｎｅ）进行建模，模型构建时间超过 ２４ ｈ，逻辑回归
ＬＲ（Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ）等算法也表现出相似的特
性。 另一方面，当前热门的深度学习算法能够实现
数据特征的自动识别与提取［２］，常用于图像处理、语
音识别、文本识别等领域，但不适合处理特征明显的
ＳＣＡＤＡ 数据等结构化数据。 因此需要寻找适应大
规模结构化数据集的高效机器学习算法来处理
ＳＣＡＤＡ 数据。 极端梯度提升 ＸＧＢｏｏｓｔ（ｅＸｔｒｅｍｅ Ｇｒａ⁃
ｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ） 算法［１１⁃１２］ 是适应大规模数据集的并
行集成学习算法，所谓集成学习算法是指利用多个
弱分类器构成 １ 个强分类器。 ＸＧＢｏｏｓｔ 算法能充分
利用 ＣＰＵ 多线程并行计算，提高运算效率，同时利
用多种优化策略，使算法精度获得大幅提升。 目前，
ＸＧＢｏｏｓｔ 算法已应用于电力短期负荷预测［１３］、滚动
轴承故障检测［１４］、台区合理线损率估计［１５］ 等多个
行业领域。
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风机主轴承 ＳＣＡＤＡ 数据具有变量多、数据量大
等特点。 ＸＧＢｏｏｓｔ 算法是高效并行机器学习算法，
适应多数据类型和多变量的情况；与传统故障诊断
方法相比，其能克服传统方法在数据规模较大情况
下效率不够高的问题，有效利用大规模数据提升故
障预测或诊断精度。 本文基于风电机组主轴承 ＳＣＡＤＡ
数据，利用 ＸＧＢｏｏｓｔ 算法研究风机主轴承故障预测，
挖掘各个特征相关度并评估其重要性，实现了主轴
承故障预测，为后续提升 ＳＣＡＤＡ 数据的利用水平、
开展基于大数据的故障预测和诊断提供一种思路。

１　 ＸＧＢｏｏｓｔ 算法原理及模型介绍

ＸＧＢｏｏｓｔ 算法是针对梯度提升机 ＧＢＭ（Ｇｒａｄｉｅｎｔ
Ｂｏｏｓｔｉｎｇ Ｍａｃｈｉｎｅ）的一个 Ｃ＋＋实现，主要用于处理工
业界规模问题。 ＸＧＢｏｏｓｔ 模型属于基于树集成的学
习模型，它的基本思想是把多棵分类准确率较低的
树模型组合起来，构建 １ 个准确率相对更高的模型。
该模型会不断地迭代提升，每次迭代生成 １ 棵新树
拟合前一棵树的残差，这个过程被称为梯度提升。
简单而言，提升算法是首先使用简单的模型拟合数
据，得到一个比较一般的结果，然后不断向模型中添
加简单模型，提升模型的准确率。 虽然多数情况下，
ＸＧＢｏｏｓｔ 模型中为层数较浅的决策树，但随着树的
增多，集成模型的复杂度逐渐变高，直到接近数据本
身的复杂度时，训练达到最佳水平。

ＸＧＢｏｏｓｔ 模型由多棵分类回归树 ＣＡＲＴ（Ｃｌａｓｓｉ⁃
ｆｉｃａｔｉｏｎ Ａｎｄ Ｒｅｇｒｅｓｓｉｏｎ Ｔｒｅｅｓ）集成，下面通过一个简
单的例子说明 ＸＧＢｏｏｓｔ 算法的工作原理，如附录中
的图 Ａ１ 所示。

图 Ａ１ 为 ２ 棵 ＣＡＲＴ 集成的 ＸＧＢｏｏｓｔ 模型，２ 棵
树分别根据不同的特征构建，用于预测某人对电脑
游戏的喜好程度，其叶子节点用分值表示喜好程度。
对每棵树的预测分数进行求和得到最终得分。 如针
对小男孩，第 １ 棵树的预测分值为＋２，第 ２ 棵树的预
测分值为 ＋０．９，则总分值为 ２．９；而对于老年人预测
分值和为 －１．９，说明小男孩对游戏的喜好程度明显
强于老年人。 通过这个例子可以看出，模型中 ２ 棵
树试图互补，从而得到最佳结果。

根据上文的描述，可以得到 ＸＧＢｏｏｓｔ 的模型表
示如式（１）所示。

ｙ^ｉ＝∑
Ｋ

ｋ ＝ １
ｆｋ（ｘｉ）　 ｆｋ∈Ｆ （１）

其中，Ｋ 为树的数目； ｆｋ为函数空间 Ｆ 中的 １ 个函

数；ｙ^ｉ 为预测值；ｘｉ 为输入的第 ｉ 个样本；Ｆ 为所有可
能的 ＣＡＲＴ 的集合。

在树集成学习算法中很难一次列出所有可能的
ＣＡＲＴ；相反地，ＸＧＢｏｏｓｔ 算法使用梯度提升策略，不
是一次得到所有的树，而是每次添加 １ 棵新树，不断
修补之前的测试结果。 假设在第 ｔ 步的预测值为

ｙ^（ ｔ）
ｉ ，则可得到如下的推导过程：

ｙ^（０）
ｉ ＝ ０

ｙ^（１）
ｉ ＝ ｆ１（ｘｉ） ＝ ｙ^（０）

ｉ ＋ ｆ１（ｘｉ）

ｙ^（２）
ｉ ＝ ｆ１（ｘｉ）＋ ｆ２（ｘｉ） ＝ ｙ^（１）

ｉ ＋ ｆ２（ｘｉ）
︙

ｙ^（ ｔ）
ｉ ＝ ∑

ｔ

ｋ ＝ １
ｆｋ（ｘｉ） ＝ ｙ^（ ｔ －１）

ｉ ＋ ｆｔ（ｘｉ）

ì
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ï
ï
ï
ï

ï
ï
ïï

（２）

因此，得到 ＸＧＢｏｏｓｔ 算法的目标优化函数，如式
（３）所示。

　 　 　 ｆ （ ｔ）
ｏｂｊ ＝ ∑

ｎ

ｉ ＝ １
ｌ（ｙｉ，ｙ^（ ｔ）

ｉ ）＋∑
ｔ

ｉ ＝ １
Ω（ ｆｉ） ＝

∑
ｎ

ｉ ＝ １
ｌ（ｙｉ，ｙ^（ ｔ －１）

ｉ ＋ ｆｔ（ｘｉ））＋

Ω（ ｆｔ）＋ ｃｏｎｓ ｔａｎ ｔ （３）
为不失一般性，ＸＧＢｏｏｓｔ 算法的目标函数由损

失值和正则项 Ω（ ｆｔ）两部分组成。 在一般情况下，
将损失函数的泰勒级数推广到 ２ 阶，并移出常数项，
则第 ｔ 步的目标函数变为：

ｆ （ ｔ）
ｏｂｊ ＝∑

ｎ

ｉ ＝ １
ｇｉ ｆｔ（ｘｉ）＋

１
２
ｈｉ ｆ ２ｔ（ｘｉ）

æ

è
ç

ö

ø
÷＋Ω（ ｆｔ） （４）

ｇｉ ＝∂ｙ^（ ｔ－１）ｉ
ｌ（ｙｉ，ｙ^（ ｔ－１）

ｉ ）

ｈｉ ＝∂２
ｙ^（ ｔ－１）ｉ

ｌ（ｙｉ，ｙ^（ ｔ－１）
ｉ ）

其中，ｇｉ、ｈｉ 分别为 １ 阶和 ２ 阶导数。
对于树，定义其正则项为：

Ω（ ｆ） ＝ γＴ ＋ １
２
λ∑

Ｔ

ｊ ＝ １
ｗ２

ｊ （５）

其中，ｗ ｊ 为树 ｆ 中第 ｊ 个叶子节点上的分值；Ｔ 为树 ｆ
中叶子节点的总数目；γ 和 λ 为 ＸＧＢｏｏｓｔ 自定义参
数，γ 为 Ｌ１ 正则的惩罚项，λ 为 Ｌ２ 正则的惩罚项。
从式（５）可以看出，ＸＧＢｏｏｓｔ 算法对树的复杂度项增
加了一个 Ｌ２ 正则化项，即针对每个叶结点的得分增
加 Ｌ２ 平滑，其目的是避免过拟合。

最终得到目标函数为：

ｆｏｂｊ ＝ －
１
２ ∑

Ｔ

ｊ ＝ １

Ｇ２
ｊ

Ｈ ｊ ＋λ
＋γＴ （６）

Ｇ ｊ ＝∑
ｉ∈Ｉ ｊ

ｇｉ， Ｈ ｊ ＝∑
ｉ∈Ｉ ｊ

ｈｉ

其中，Ｉ 定义为每片叶子上的样本集合，Ｉ ｊ ＝ ｛ ｉ ｑ（ｘｉ）＝
ｊ｝，Ｉ ｊ 为第 ｊ 片叶子上的样本集合，结构函数 ｑ 表示
输入样本到叶子索引号之间的映射关系，ｑ（ ｘｉ） ＝ ｊ
表示样本 ｘｉ 在对应树中叶子节点的索引号为 ｊ。

由式（６）可知，目标值越小，整个树的结构越优。

２　 风机主轴承 ＳＣＡＤＡ 数据特征分析

特征分析的目标是最大限度地从原始数据中提
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取特征以供算法和模型使用，其有效性很大程度上
决定了模型的准确度。 特征处理是特征工程的核心
部分，包括数据预处理、特征选择、降维等操作。 风
机主轴承 ＳＣＡＤＡ 数据主要包括风速、温度等 １０ 个
特征值，详细说明如表 １ 所示。

表 １ 风机主轴承 ＳＣＡＤＡ 数据特征

Ｔａｂｌｅ １ ＳＣＡＤＡ ｄａｔａ ｆｅａｔｕｒｅ ｏｆ ｗｉｎｄ ｔｕｒｂｉｎｅ ｍａｉｎ ｂｅａｒｉｎｇ
序号 名称 中文含义

１ ｗｉｎｄ＿ｓｐｅｅｄ 风速

２ ｇｅａｒｂｏｘ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｉｎｐｕｔ＿ｓｈａｆｔ１ 齿轮箱输入轴 １ 温度

３ ｇｅａｒｂｏｘ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｏｕｔｐｕｔ＿ｓｈａｆｔ２ 齿轮箱输入轴 ２ 温度

４ ｇｅａｒｂｏｘ＿ｏｉｌ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｇｅａｒｂｏｘ 齿轮箱油温

５ ｇｅｎｅｒａｔｏｒ＿ｂｅａｒｉｎｇ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｂ 发电机轴承 ｂ 温度

６ ｎａｃｅｌｌｅ＿ｔｅｍｐｅｒａｔｕｒｅ 机舱内部温度

７ ｇｒｉｄ＿ｐｏｗｅｒ 并网功率

８ ｍａｉｎ＿ｂｅａｒｉｎｇ＿ｒｏｔｏｒ＿ｓｉｄｅ＿ｔｅｍｐｅｒａｔｕｒｅ 主轴承转子侧温度

９ ｍａｉｎ＿ｂｅａｒｉｎｇ ＿ ｇｅａｒｂｏｘ＿ｓｉｄｅ＿ｔｅｍｐｅｒａｔｕｒｅ 齿轮箱侧主轴承温度

１０ ｃｏｎｖｅｒｔｅｒ＿ｍｏｔｏｒ＿ｓｐｅｅｄ 减速比

　 　 ＸＧＢｏｏｓｔ 算法采用 ＣＡＲＴ 模型，对数据类型具有
较强的适应能力，可以处理离散、连续等多种类型的
数据，因此无需对 ＳＣＡＤＡ 数据进行标准化、归一化、
特征离散化等处理。 对于缺失值，由于 ＸＧＢｏｏｓｔ 算
法自身能够处理数据缺失的情况，因此也不需要对
缺失数据进行任何处理。 但针对错误数据，如不符
合物理定律或自然常识的数据需要进行人工排查并
修正或删除。 运用 ＸＧＢｏｏｓｔ 算法的特征选择工具可
以筛选出对分类和预测更有效的特征，挖掘特征与
结果之间的关联关系，主要特征依据相关度排序如
表 ２ 所示。

表 ２ 特征重要性排序

Ｔａｂｌｅ ２ Ｓｏｒｔｉｎｇ ｏｆ ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ
排名 特征名称 分值

１ ｎａｃｅｌｌｅ＿ｔｅｍｐｅｒａｔｕｒｅ ０．１９０ ２７１ ８１７
２ ｍａｉｎ＿ｂｅａｒｉｎｇ＿ｇｅａｒｂｏｘ＿ｓｉｄｅ＿ｔｅｍｐｅｒａｔｕｒｅ ０．１５７ ３６７ ６６８
３ ｍａｉｎ＿ｂｅａｒｉｎｇ＿ｒｏｔｏｒ＿ｓｉｄｅ＿ｔｅｍｐｅｒａｔｕｒｅ ０．１３８ ７６９ ６７１
４ ｇｅｎｅｒａｔｏｒ＿ｂｅａｒｉｎｇ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｂ ０．１２３ ０３２ ９０４
５ ｇｅａｒｂｏｘ＿ｏｉｌ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｇｅａｒｂｏｘ ０．０９５ ８５１ ２１６
６ ｇｅａｒｂｏｘ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｏｕｔｐｕｔ＿ｓｈａｆｔ２ ０．０７７ ２５３ ２１９
７ ｇｅａｒｂｏｘ＿ｔｅｍｐｅｒａｔｕｒｅ＿ｉｎｐｕｔ＿ｓｈａｆｔ１ ０．０７０ １００ １４３
８ ｃｏｎｖｅｒｔｅｒ＿ｍｏｔｏｒ＿ｓｐｅｅｄ ０．０５４ ３６３ ３７６
９ ｇｒｉｄ＿ｐｏｗｅｒ ０．０４０ ０５７ ２２５
１０ ｗｉｎｄ＿ｓｐｅｅｄ ０．０２８ ６１２ ３０３

　 　 由表 ２ 可知，风机主轴承转子侧温度和机舱内
部温度是 ２ 个重要的特征指标，其与预测准确性具
有较高相关度。 在工程实践中，这 ３ 个参数也是风
机监测的重要参考指标。 图 １ 展示了机舱内部温度
和主轴承转子侧温度数据分布情况，从图 １ 可见它
们基本符合正态或偏正态分布。

分别绘制训练数据集中机舱内部温度和风机主
轴承转子侧温度与数据分类的关系，如图 ２ 所示。
从图中可以看出，正常数据分布在有限范围内，而故

图 １ 机舱内侧温度和转子侧温度数据分布图

Ｆｉｇ．１ Ｄａｔａ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｃａｂｉｎ ｉｎｎｅｒ ｔｅｍｐｅｒａｔｕｒｅ ａｎｄ
ｍａｉｎ ｂｅａｒｉｎｇ ｒｏｔｏｒ ｓｉｄｅ ｔｅｍｐｅｒａｔｕｒｅ

图 ２ 机舱内部温度和主轴承转子侧温度与数据分类的关系

Ｆｉｇ．２ Ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｃａｂｉｎ ｉｎｎｅｒ ｔｅｍｐｅｒａｔｕｒｅ，ｍａｉｎ
ｂｅａｒｉｎｇ ｒｏｔｏｒ ｓｉｄｅ ｔｅｍｐｅｒａｔｕｒｅ ａｎｄ ｄａｔａ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

障数据的分布范围更广，说明温度特征可以作为衡
量故障的重要指标。

３　 测试结果

３．１　 实验测试环境
针对某风场收集的 ２ 组不同风机 主 轴 承

ＳＣＡＤＡ 故障和正常数据进行测试，其中一组作为训
练数据，另一组作为测试数据。 将风机主轴承故障
修复后的数据作为正常数据，修复前的数据作为故
障数据。 每组数据包括约 ３ 个月的数据，ＳＣＡＤＡ 系
统的采集频率为每秒 ６ 次，数据规模约为 １２０ ＭＢｙｔｅ。
测试环境采用 Ｐｙｔｈｏｎ 语言的 Ｓｃｉｋｉｔ⁃Ｌｅａｒｎ 模块包，其
具有操作简单、效率高、无访问限制、ＢＳＤ 开源协议
等特征，可调用封装好的 ＸＧＢｏｏｓｔ 算法及相关模块。

ＸＧＢｏｏｓｔ 算法最终可生成多棵 ＣＡＲＴ，附录中的
图 Ａ２ 展示了一棵高度为 ２ 的基于风机主轴承
ＳＣＡＤＡ 数据的 ＣＡＲＴ。 可根据某属性值分类，判断值
是否在某一个范围内，最终得到权重值，用于分类预测。
３．２　 参数优化

ＸＧＢｏｏｓｔ 算法使用了几十个参数，为了提高模
型的性能，参数的调整十分必要。 ＸＧＢｏｏｓｔ 算法主
要包括通用类型参数、Ｂｏｏｓｔｅｒ 参数和学习任务参数
３ 种类型的参数，每类参数包括多个具体的参数值，
其中 对 算 法 性 能 影 响 较 大 的 是 Ｂｏｏｓｔｅｒ 参 数。
ＸＧＢｏｏｓｔ 算法的详细信息如表 ３ 所示。

在固定其他参数的基础上，改变树的高度和树
的个数，比较了训练数据和测试数据的 Ｌｏｇ 损失和
分类错误率。 损失函数定义为：

　 ｆｌｏｓｓ ＝ －
１
Ｎ∑

Ｎ

ｉ ＝ １
［ｙｉ ｌｏｇ２ ｐｉ＋（１－ｙｉ）ｌｏｇ２（１－ｐｉ）］ （７）
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表 ３ ＸＧＢｏｏｓｔ 算法的主要参数及说明

Ｔａｂｌｅ ３ Ｍａｉｎ ｐａｒａｍｅｔｅｒｓ ａｎｄ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ＸＧＢｏｏｓｔ ａｌｇｏｒｉｔｈｍ

序号 名称 中文含义 默认值

１ ｅｔａ 步长 ［０．０１，０．２］
２ ｍａｘ＿ｄｅｐｔｈ 树的最大高度 ［３，１０］
３ ｍａｘ＿ｌｅａｆ＿ｎｏｄｅｓ 最大叶子的数量 ２ ×ｍａｘ＿ｄｅｐｔｈ
４ ｇａｍｍａ 最小损失函数下降值 ０
５ ｍａｘ＿ｄｅｌｔａ＿ｓｔｅｐ 树权重改变最大步长 ０
６ ｃｏｌｓａｍｐｌｅ＿ｂｙｔｒｅｅ 随机列数占比 ［０．５，１］
７ ｌａｍｂｄａ 权重的 Ｌ２ 正则化项 １
８ ａｌｐｈａ 权重的 Ｌ１ 正则化项 １
９ ｍｉｎ＿ｃｈｉｌｄ＿ｗｅｉｇｈｔ 最小叶子节点权重和 １
１０ ｓｕｂｓａｍｐｌｅ 随机采样比例 ［０．５，１］

其中，ｙｉ 为输入实例对应的真实类别；ｐｉ 为模型预测
的第 ｉ 个样本为第 １ 类的概率。

分类错误率采用 ０－１ 损失 ＭＣＥ（Ｍｅａｎ Ｃｏｎｓｅｑｕｅｎ⁃
ｔｉａｌ Ｅｒｒｏｒ）表示，其定义公式为：

ｒｍｃｅ ＝
１
Ｎ∑^ｙｉ≠ｙｉ

１ （８）

通过调整参数，依次改变树的高度为 ２、４、６、８，在
不同树数目的情况下，针对训练和测试数据集分别比
较 Ｌｏｇ 损失和分类的错误率，其结果如图 ３ 所示。

图 ３ 不同树高度时 Ｌｏｇ 损失和分类错误率对比

Ｆｉｇ．３ Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｌｏｇ ｌｏｓｓ ａｎｄ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｅｒｒｏｒ ｒａｔｅ
ａｍｏｎｇ ｄｉｆｆｅｒｅｎｔ ｔｒｅｅ ｈｅｉｇｈｔｓ

通过对比调整参数后的 Ｌｏｇ 损失和错误率发
现：当树的高度为 ４、６ 时，ＸＧＢｏｏｓｔ 模型的损失函数
和分类错误率都比较合理，ＸＧＢｏｏｓｔ 模型在训练数
据和测试数据中表现出相似的特性；当树的高度为
２ 时，由于 ＸＧＢｏｏｓｔ 模型过于简单，在训练数据中虽
然较好，但在测试数据时错误率很高，说明其拟合情
况有待加强；当树的高度为 ８ 时，树的复杂度很高，
ＸＧＢｏｏｓｔ 模型在训练和测试数据集上的效果出现较
大差异。
３．３　 实验结果

为测试 ＸＧＢｏｏｓｔ 算法的性能和准确率，将其和传
统梯度提升决策树 ＧＢＤＴ（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ
Ｔｒｅｅ） ［１６］进行比较。 本文没有将 ＸＧＢｏｏｓｔ 算法与支
持向量机、逻辑回归等算法进行比较，是因为这些算
法在大样本数据集上的效率偏低。 根据参数优化的
结果，分别测试 ２ 种算法在树的高度为 ４ 和 ６ 时的
效率和错误率，结果如图 ４ 所示。 从图 ４ 可见：随着
迭代次数的增多，ＸＧＢｏｏｓｔ 算法的效率相对 ＧＢＤＴ 算
法有明显的提升，基本呈线性增长；多数情况下 ＸＧ⁃
Ｂｏｏｓｔ 算法的准确率优于 ＧＤＢＴ 算法，通过合理设置
参数，ＸＧＢｏｏｓｔ 的错误率比 ＧＤＢＴ 算法的错误率降低
了 ０．１５％，同时在测试数据集上，ＸＧＢｏｏｓｔ 算法的预
测准确率达到 ９７．７％。

图 ４ 不同树高度下 ２ 种算法的效率和错误率对比

Ｆｉｇ．４ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｆｆｉｃｉｅｎｃｙ ａｎｄ ｅｒｒｏｒ ｒａｔｅ ａｍｏｎｇ
ｔｗｏ ａｌｇｏｒｉｔｈｍ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｔｒｅｅ ｈｅｉｇｈｔｓ

４　 结论

ＸＧＢｏｏｓｔ 算法具有速度快、效果好、支持自定义
损失函数等特点，是处理大规模数据集的有效解决
方案。 本文利用 ＸＧＢｏｏｓｔ 算法对实测 ＳＣＡＤＡ 风机
数据进行建模，分析风机主轴承状态，并预测其故
障。 通过实验对比，证明了该方法的有效性。 下一
步将针对更多、更丰富的 ＳＣＡＤＡ 实测数据集进行挖
掘并识别故障准确类别，进一步验证算法的工程实
践能力。

附录见本刊网络版（ｈｔｔｐ：∥ｗｗｗ．ｅｐａｅ．ｃｎ）。
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ｂａｓｅｄ ｏｎ ｔｈｅ ｅｖｉｄｅｎｃｅ ｔｈｅｏｒｙ ｉｓ ｐｒｏｐｏｓｅｄ． Ｔｈｅ ｃｏｎｃｅｐｔ ｏｆ ＢＰＡ（Ｂａｓｉｃ Ｐｒｏｂａｂｉｌｉｔｙ Ａｓｓｉｇｎｍｅｎｔ） ｉｎ ｔｈｅ ｅｖｉｄｅｎｃｅ
ｔｈｅｏｒｙ ｉｓ ｕｓｅｄ ｔｏ ｄｅｓｃｒｉｂｅ ｗｉｎｄ ｓｐｅｅｄ． Ｔｈｅ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｍｅｔｈｏｄ ｏｆ ｄｅｔｅｒｍｉｎｉｎｇ ｔｈｅ ｆｏｃａｌ ｐｏｉｎｔｓ ａｎｄ ｔｒｕｓｔ ｆｕｎｃｔｉｏｎｓ
ｏｆ ＢＰＡ ｂａｓｅｄ ｏｎ ｔｈｅ ｍｅａｓｕｒｅｄ ｈｉｓｔｏｒｉｃａｌ ｄａｔａ ｉｓ ｐｒｏｐｏｓｅｄ，ａｎｄ ｔｗｏ ｍｏｄｅｌｉｎｇ ｍｅｔｈｏｄｓ ｏｆ ｅｑｕａｌ ｐｒｏｂａｂｉｌｉｔｙ ｉｎｔｅｒｖａｌ
ａｎｄ ｅｑｕａｌ ｖａｌｕｅ ｉｎｔｅｒｖａｌ ａｒｅ ｄｅｓｉｇｎｅｄ． Ｔａｋｉｎｇ ｔｈｅ ｍｅａｓｕｒｅｄ ｗｉｎｄ ｓｐｅｅｄ ｏｆ ａ ｗｉｎｄ ｆａｒｍ ａｓ ａｎ ｅｘａｍｐｌｅ，ｔｈｅ ｓｉｍｕｌａｔｉｖｅ
ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ａｒｅ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｏｓｅ ｏｆ ｔｈｅ ｐｒｏｂａｂｉｌｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ａｎｄ ｉｎｔｅｒｖａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ ｍｏｄｅｌ，
ａｎｄ ｔｈｅ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ｃａｎ ｄｅｔｅｒｍｉｎｅ ｔｈｅ ｃｕｍｕｌａｔｉｖｅ ｐｌａｕｓｉｂｉｌｉｔｙ ｐｒｏｂａｂｉｌｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ａｎｄ
ｔｈｅ ｃｕｍｕｌａｔｉｖｅ ｂｅｌｉｅｆ ｐｒｏｂａｂｉｌｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｗｉｎｄ ｓｐｅｅｄ，ａｎｄ ｃａｎ ｄｅｓｃｒｉｂｅ ａｎｄ ｄｅａｌ ｗｉｔｈ ｔｈｅ ｕｎｃｅｒｔａｉｎｔｙ ｉｎｆｏｒｍａ⁃
ｔｉｏｎ ｏｆ ｗｉｎｄ ｓｐｅｅｄ ｍｏｒｅ ｅｆｆｅｃｔｉｖｅｌｙ．
Ｋｅｙ ｗｏｒｄｓ：ｗｉｎｄ ｓｐｅｅｄ；ｗｉｎｄ ｐｏｗｅｒ；ｅｖｉｄｅｎｃｅ ｔｈｅｏｒｙ；ｂａｓｉｃ ｐｒｏｂａｂｉｌｉｔｙ ａｓｓｉｇｎｍｅｎｔ；ｃｕｍｕｌａｔｉｖｅ ｐｌａｕｓｉｂｉｌｉｔｙ ｐｒｏｂａｂｉｌｉｔｙ
ｄｉｓｔｒｉｂｕｔｉｏｎ；ｃｕｍｕｌａｔｉｖｅ ｂｅｌｉｅｆ ｐｒｏｂａｂｉｌｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ

（上接第 ７７ 页 ｃｏｎｔｉｎｕｅｄ ｆｒｏｍ ｐａｇｅ ７７）

Ａｐｐｌｉｃａｔｉｏｎ ｏｆ ＸＧＢｏｏｓｔ ａｌｇｏｒｉｔｈｍ ｉｎ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｗｉｎｄ ｍｏｔｏｒ ｍａｉｎ ｂｅａｒｉｎｇ ｆａｕｌｔ
ＷＡＮＧ Ｇｕｉｌａｎ，ＺＨＡＯ Ｈｏｎｇｓｈａｎ，ＭＩ Ｚｅｎｇｑｉａｎｇ

（Ｓｃｈｏｏｌ ｏｆ Ｅｌｅｃｔｒｉｃａｌ ＆ Ｅｌｅｃｔｒｏｎｉｃ Ｅｎｇｉｎｅｅｒｉｎｇ，Ｎｏｒｔｈ Ｃｈｉｎａ Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ Ｕｎｉｖｅｒｓｉｔｙ，Ｂａｏｄｉｎｇ ０７１００３，Ｃｈｉｎａ）
Ａｂｓｔｒａｃｔ：Ｔｏ ｉｍｐｒｏｖｅ ｅｆｆｉｃｉｅｎｃｙ ａｎｄ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｐｒｏｃｅｓｓｉｎｇ ｏｆ ｓｃａｌｅ ｗｉｎｄ ｔｕｒｂｉｎｅ ＳＣＡＤＡ ｄａｔａ，ＸＧＢｏｏｓｔ ａｌｇｏ⁃
ｒｉｔｈｍ ｉｓ ｕｓｅｄ ｔｏ ｐｒｅｄｉｃｔ ｔｈｅ ｍａｉｎ ｂｅａｒｉｎｇ ｆａｕｌｔ ｏｆ ｔｈｅ ｗｉｎｄ ｔｕｒｂｉｎｅ ｉｎｓｔｅａｄ ｏｆ ｔｒａｄｉｔｉｏｎａｌ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍ．
Ｆｉｒｓｔｌｙ，ｔｈｅ ｆｅａｔｕｒｅ ａｎａｌｙｓｉｓ ｉｓ ｃａｒｒｉｅｄ ｏｕｔ ｏｎ ｔｈｅ ＳＣＡＤＡ ｄａｔａ ｏｆ ｍａｉｎ ｂｅａｒｉｎｇ，ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｔｈｅ ｆｅａｔｕｒｅ
ａｎｄ ｆａｕｌｔ ｉｓ ｅｘｃａｖａｔｅｄ ａｎｄ ｄｉｓｃｏｖｅｒｅｄ，ａｎｄ ｔｈｅ ｉｍｐｏｒｔａｎｃｅ ｏｆ ｅａｃｈ ｆｅａｔｕｒｅ ｉｓ ｅｖａｌｕａｔｅｄ． Ｔｈｅｎ ｔｈｅ ＸＧＢｏｏｓｔ ａｌｇｏｒｉｔｈｍ
ｉｓ ｕｓｅｄ ｔｏ ｃｏｎｓｔｒｕｃｔ ｔｈｅ ｍａｉｎ ｂｅａｒｉｎｇ ｆａｕｌｔ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ，ａｎｄ ｔｈｅ ｍｏｄｅｌ ｉｓ ｅｖａｌｕａｔｅｄ． Ｆｉｎａｌｌｙ，ｔｈｅ ｆａｕｌｔ ｐｒｅｄｉｃｔｉｏｎ
ｍｏｄｅｌ ｉｓ ｔｒａｉｎｅｄ ａｎｄ ｔｅｓｔｅｄ ａｃｃｏｒｄｉｎｇ ｔｏ ｔｈｅ ｍｅａｓｕｒｅｄ ｄａｔａ ｃｏｌｌｅｃｔｅｄ ｂｙ ＳＣＡＤＡ ｓｙｓｔｅｍ，ａｎｄ ｔｈｅ ｍａｉｎ ｐａｒａｍｅｔｅｒｓ ｏｆ
ｔｈｅ ＸＧＢｏｏｓｔ ｍｏｄｅｌ ａｒｅ ａｄｊｕｓｔｅｄ ｔｏ ｉｍｐｒｏｖｅ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ． Ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｅ ｄｉａｇｎｏｓｉｓ ｒｅｓｕｌｔｓ ｏｆ ｃｌａｓｓｉｃａｌ
ＧＢＤＴ（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ） ａｌｇｏｒｉｔｈｍ，ｔｈｅ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ＸＧＢｏｏｓｔ ｉｓ ｓｕｐｅｒｉｏｒ ｔｏ ＧＢＤＴ ａｌｇｏｒｉｔｈｍ ｉｎ
ｔｅｒｍｓ ｏｆ ｅｆｆｉｃｉｅｎｃｙ ａｎｄ ａｃｃｕｒａｃｙ ｏｎ ｗｉｎｄ ｔｕｒｂｉｎｅ ｍａｉｎ ｂｅａｒｉｎｇ ｆａｕｌｔ ｐｒｅｄｉｃｔｉｏｎ，ａｎｄ ｉｔ ｉｓ ａｎ ｅｆｆｅｃｔｉｖｅ ｔｏｏｌ ｔｏ ｄｅａｌ ｗｉｔｈ
ｌａｒｇｅ ｓｃａｌｅ ｄａｔａ ｓｅｔｓ ｏｆ ＳＣＡＤＡ．
Ｋｅｙ ｗｏｒｄｓ：ＸＧＢｏｏｓｔ；ＳＣＡＤＡ；ｍａｉｎ ｂｅａｒｉｎｇ；ｆａｕｌｔ ｐｒｅｄｉｃｔｉｏｎ；ｂｉｇ ｄａｔａ
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图 A1 棵分类回归树的集成 

Fig.A1 Integration of two CARTs 

Nacelle_temperature<23.25

Wind_speed<-0.0671407
gearbox_temperature_out

put_shaft2<73.25

yesno,missing

Leaf=0.015552 Leaf=-0.0396187 Leaf=-0.0223781 Leaf=-0.039982

no,missing
yes yesno,missing

 

图 A2 高度为 2 的分类回归树 

Fig.A2 CART with height 2 
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