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基于堆叠变分自动编码器的电力系统暂态稳定评估方法

王怀远，陈启凡
（福州大学 电气工程与自动化学院，福州 福建 350116）

摘要：通过模型的构建和特征量的提取 2个方面，提出了一种具有较好抗噪能力的暂态稳定性判别模型。模

型的构建采用堆叠变分自动编码器，并在训练过程中引入 L2正则化，加强了稳定性判别模型的泛化能力。

同时，特征量的提取时刻与传统方法不同，通过设定所有发电机最大功角差值的阈值，当系统发展至该阈值

时，进行特征量的提取。在 IEEE 39节点系统中进行仿真验证，仿真结果表明，采用上述特征量提取方法，大

幅降低了稳定性判别模型的误判率，同时设定合理的阈值并不会影响实时控制措施的启动，加强了模型的抗

噪能力。
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0 引言

随着新能源接入比例的增加，新能源的间歇性

和随机性对电力系统造成的冲击越来越大；同时由

于能源与电力消费的分布不均，我国构建了大容量

远距离的输电网络。电网结构的过渡和演变、省级

电网与大区电网的关联约束、交直流和多直流的相

互影响等因素，使电网大扰动行为特性发生巨大变

化，电力系统的安全稳定运行将面临新的挑战［1⁃4］。
由于电力系统地域宽广、设备众多，其运行变量的变

化十分迅速，仅靠局部信息的控制措施已越来越难

以确保其良好的动态性能。因此，基于广域测量系

统（WAMS）的电力系统的暂态稳定性判别与控制具

有重大的研究价值［5⁃6］。
随着同步相量测量装置（PMU）在电网的逐步安

装，控制中心已经能够从WAMS实时获取系统各个

动态的响应信息。随着大数据技术的兴起，基于数

据驱动的方法扩展了传统的模式识别类方法，这为

工作人员从大数据的角度分析电力系统的安全稳定

性奠定了基础。数据驱动型的暂态稳定判别模型，

只需要构建输入量与输出量之间的映射模型，将系

统的实时响应量输入模型中，即可快速获得系统稳

定与否的状态信息。目前已经展开了大量的研究工

作，主要集中于应用人工神经网络技术（ANN）［7］、决
策树（DT）［8］、K-最邻近（K-NN）［9］、支持向量机

（SVM）［10］、深度学习［11］等机器学习算法进行电力系

统的稳定性评估。

由于实时信息在采集、传输等各个过程都有可

能受到噪声的干扰［12⁃13］，这会对后续的系统状态评
估造成很大的影响。针对噪声可能会对基于机器学
习模型的评估结果造成影响，本文从 2个方面去考
虑降低噪声带来的影响：①从模型本身出发，增强模
型在分类时的泛化能力；②从提取的特征量出发，增
强输入量对临界情况的辨识度。

变分自动编码器（VAE）［14⁃15］是自编码器的一
种，VAE能够对高维原始特征量进行提取，抽象成低
维的高阶特征量而尽可能多地保留原本的信息。与
一般的自编码器不同，VAE基于变分贝叶斯推断，通
过寻找高阶隐藏变量所满足的高斯分布，使得映射
得到的高阶特征具有更强的鲁棒性，有利于增强分
类器的泛化能力。

噪声会对数据造成影响，导致判别结果出现错
误，根据实验结果发现，噪声带来的误判大多数集中
在临界情况下，因此如果所提取的特征量在临界稳
定与临界不稳定情况下的差异更加明显，就能够减
少噪声来带的干扰。对于基于数据驱动的判别模型
而言，输入的特征量需要故障发生的各个阶段信息，
而故障后的特征量最能反映临界情况差异。因此，
考虑通过延迟故障后特征量的提取时刻以降低噪声
影响。

本文通过构建基于堆叠变分自动编码器
（SVAE）的判别模型，利用VAE的强泛化能力，降低
噪声对评估结果的影响。同时，设置一个故障后的
功角阈值，当系统内的所有发电机之间的最大功角
差达到设置阈值时，进行特征量提取，通过延迟故障
后特征量的提取时刻，加强提取数据在临界情况下
的差异，由此降低噪声对评估结果的影响。

1 VAE模型

自编码器是深度学习中的一种无监督学习模
型，先通过编码器将高维特征映射到低维度的隐藏
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表示，再通过解码器将输入特征量复现，结构

见图1。

编码器将高维原始输入特征量x =[ ]x1，x2，⋯，xm
映射到一个低维隐藏空间向量 z（n维），解码器再将

z映射到一个m维输出层，从而实现了对原始输入特
征量的复现。不同于传统的自编码器直接将原始输

入映射成隐藏层向量，VAE将原始输入映射成一组

特殊的概率分布，再从得到的概率分布中进行随机

采样得到隐藏空间向量，VAE的结构见图 2。图中，

σi为 n维标准差向量σ =[ σ1，σ2，⋯，σn ]中的第 i个
元素；μi为 n维数学期望向量 μ =[ μ1，μ2，⋯，μn ]的
第 i个元素；若随机变量 X服从一个数学期望为 μ、
方差为 σ2 的正态分布，记为 N（μ，σ2）；I 为单位

矩阵。

VAE假设隐藏变量 z的后验分布 p ( )z | x 满足多

元高斯分布，即：

ln p ( )z | x = ln N ( )z | μ，(diag (σ ) )2 （1）
VAE将原始输入特征映射到2组n维隐藏层，其

输出分别为后验分布 p ( )z | x 所对应的高斯分布的 2
个参数——数学期望向量 μ和标准差向量σ。隐藏

空间向量 z可以通过对 N ( μ，(diag (σ ) )2 )分布采样

得到，但如果直接对N ( μ，(diag (σ ) )2 )分布进行随机

采样，将会导致无法使用反向传播算法对VAE进行

优化。为了避免这个问题，本文使用重参数技巧对

数据进行采样。采样值 z的计算为：

z=μ +σ⊗ε （2）
其中，ε为对 n维独立标准高斯分布的一次随机采样

值；⊗表示元素积。得到采样值 z之后便可以通过
解码器复现输入特征量。

VAE模型训练的目标是最小化重构误差和使

p ( )z | x 尽可能地接近标准多元高斯分布。VAE的损

失函数为：
LVAE = 0.5(Lxent + LKL ) （3）

Lxent = - 1m∑i= 1
m

[ ]xi ln x′i +(1 - xi ) ln (1 - x′i ) （4）
LKL = -0.5∑

i= 1

n (1 + ln σ2i - μ2i - σ2i ) （5）
其中，xi为原始第 i维输入特征量；x′i为复现的第 i维
原始输入特征量。

损失函数由 2个部分组成：其一为交叉熵损失

函数，用来度量复现特征与原始输入特征之间的差

异程度；其二为相对熵损失函数，即 KL（Kullback-

Leibler）散度，用来度量 p ( )z | x 与标准多元高斯分布

之间的差异程度。

2 建模过程

2.1 特征量的提取

选择合适的初始输入特征对于暂态稳定性的判
别有着至关重要的影响。而对于系统暂态稳定性的
判别，提取的特征量需要包含故障前、故障中和故障
后的响应信息。由于系统的暂态稳定性与发电机的
运行状态息息相关，因此本文选择故障发生前时刻、
故障发生时刻、故障清除后时刻所有发电机的功角、
角速度、机械功率、电磁功率等作为评估模型的输入
特征量。

对于故障后特征量的提取，目前的文献基本是
在故障清除后采用固定的时间延迟进行特征量的提
取，且设定的时间延迟往往很短。采用这样的设定，
其故障后的稳定性判别速度很快，但是所提取的特
征量中包含的故障后系统调速器、调压器等控制器
的信息不足，且临界稳定与临界不稳定之间的特征

量差异也不够明显，会对部分临界情况造成误判。

为改善对临界情况的误判率，本文通过设定一

个功角阈值，当故障后发电机之间的最大功角差值

ΔδT 达到阈值时，进行特征量的提取，如式（6）所示。

ΔδT =δmax，T - δmin，T （6）
其中，δmax，T和 δmin，T分别为系统内发电机组在 T时刻

所对应的最大功角和最小功角。故障后的特征量提

取时刻取群内最大功角差值达到ΔδT时，所对应的

时刻，此时即为稳定性的判别时刻。

对于多机系统，假定失稳系统为两群模式，可将

系统中的发电机分为两群：超前机群（S）和滞后机群

（A）。对 S群和 A群分别进行等值［16］，2个机群的等
值功角分别为：

图1 自编码器结构

Fig.1 Structure of self-encoder

图2 VAE原理结构

Fig.2 Principal structure of VAE
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δS =∑
g∈S
Mg δg /∑

g∈S
Mg

δA =∑
g∈A
Mg δg /∑

g∈A
Mg

（7）

其中，Mg和 δg分别为发电机g的惯量和功角。
两机系统可以进一步等值为单机无穷大系统，

其等值功角如式（8）所示。
δeq = δS - δA （8）

∑
g∈S
Mg δg /∑

g∈S
Mg = δS ≤δmax （9）

∑
i∈A
Mg δg /∑

g∈A
Mg = δA ≥δmin （10）

因此可得：
ΔδT ≥δeq，T （11）

当系统的最大功角差值达到ΔδT时，等值单机
无穷大系统的等值功角一定是小于等于ΔδT。因此，
以单机无穷大系统为例，只要设置的门槛值ΔδT不
超过一定幅值（如 60°），即可保证判别时刻是在不稳
定平衡点之前。

采用这样的故障后特征量提取方法，有以下几
点好处：①由于设定了功角阈值，导致稳定性的判别
时刻与故障的严重程度相关，只要设定合适的功角
阈值并不会造成控制措施无法实施；②功角阈值设
定得越大，提取的特征量中所包含的调速器、调压器
等控制器的控制信息越多，越有利于稳定性的判别；
③临界情况之间的差异随着功角阈值设定的增加而
愈发明显，有利于提高对临界情况的评估。
2.2 评估模型的结构设计

SVAE是将多个 VAE堆叠构成的深层网络结
构，SVAE逐层降低输入特征的维度，提取出高阶特
征。整个模型的训练过程分为无监督的预训练和有
监督的微调 2个阶段。评估模型的结构如图 3所示。
图中，输入层中的圆点表示神经元；z（k）为第 k个VAE
提取的高阶特征值。

预训练阶段，模型从最底层的VAE开始训练，
当充分完成对本层特征的学习之后，本层VAE输出
的高阶特征将作为上一层VAE的输入，继续对上一
层VAE进行训练，直至所有VAE都得到了充分的训
练。如此，便完成了对判别模型的预训练，实现了对
原始高维特征的提取。整个预训练过程不需要标签
数据的参与，是一个无监督的学习过程，预训练使得
VAE的参数能收敛到较好的局部最优解，同时减少
了使用反向传播算法进行微调时梯度弥散的影响。
SVAE通过学习特征的分布情况，在训练时加入高斯
噪声，拥有泛化能力强，提取的高阶特征具有抗噪声
能力的特点。而且，相较于使用单个VAE直接提取
特征，SVAE由于其深层的网络结构，能提取出更抽
象的高阶特征，对于高维的非线性系统拥有更好的
拟合能力，更适合复杂的分类任务。

经过SVAE提取后的高阶特征输入Logistic分类
器，使用反向传播算法对整个网络的参数进行有监
督的微调，根据式（12）得到模型的最优参数θ∗。

θ∗ = argmin
θ

[ - y ln y′- (1 - y) ln (1 - y′) ] （12）
其中，函数 argmin

θ
（·）为使函数（·）取最小值时 θ的

取值；θ为模型参数矩阵；y为训练样本的真实标签

值；y′为训练样本的预测标签值。

2.3 L2正则化

为了提高判别模型的泛化能力，本模型引入 L2
正则化。加入L2正则化后的损失函数LSparse为：

LSparse = LVAE + α∑
q∈W
w2q （13）

其中，LVAE为原始的目标函数；wq为神经元的权重值
参数；W 为所有神经元的权重值集合；α为惩罚系
数。L2正则化通过在损失函数中加入L2正则化项，
使得判别模型在训练时倾向于使用较小的权重值参
数，一定程度上减小了模型的过拟合，增强了泛化
能力。

3 仿真验算

仿真软件使用 PSD-BPA，测试系统采用 IEEE
39节点系统，带有调速器和调压器。系统负荷水平
考虑 90 %、100 %、110 % 负荷情况，故障均为三相
短路，故障位置分别位于线路的 10%、30%、50%、
70%、90% 处，故障持续时间分别为 100、120、130、
140、150、160、180、200、250、300 ms，共有 10个故障
清除时间。通过仿真总共生成样本 4950个，其中保
持稳定的样本 2 933个，不稳定的样本 2 017个。按
比例从保持稳定的样本和不稳定的样本中随机抽取
样本数据组成训练集和测试集。

训练集与测试集的样本数比值为 2∶1。考虑到
各评估方法的随机性，每种评估方法均进行 5次实

图3 SVAE+Logistic评估模型结构

Fig.3 Structure of SVAE+Logistic evaluation model
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验。每次实验按照 2∶1比例随机划分训练集和测试
集，使用训练集样本对模型进行训练，使用测试集
样本评估模型性能。在构建评估模型时的训练集数
据采用无噪声的实验数据，而在测试模型准确率时，
在测试集数据中加入信噪比分别为 50、40、30、20、
10 dB的高斯白噪声来模拟实际数据在测量或传输
过程中由于噪声产生的误差。最终，取 5次实验中
测试集样本的平均评估正确率作为模型的最终正
确率。
3.1 噪声干扰对评估模型的影响

本文基于 SVAE构建了一个拥有 5层深度网络
结构的判别模型，各层神经元个数分别为 120、100、
50、25、1，预训练阶段的无监督学习率为 0.001，微调
阶段的学习率为 0.001，使用Adam优化器进行训练。
为了验证基于 SVAE的暂态稳定性评估模型具有良
好的抗噪能力，对比了几种常见的机器学习算法：
SVM、DT、K-NN、ANN。在本文中，SVM-1使用线性
核函数；SVM-2采用径向基核函数；DT采用CART算
法；ANN学习率为0.5，使用 sigmoid作为激活函数。

故障后的特征量取至故障清除时刻，先不考虑
功角阈值对评估模型的影响。表 1给出了各种机器
学习算法在有噪声干扰时的准确率。

由表 1中可知，在没有噪声的情况下，本文提出
的基于 SVAE的暂态稳定性评估模型准确率可以达
到 97.82%，高于其他的机器学习算法。加入噪声之
后，加入信噪比为 50、40、30 dB的高斯白噪声对大
多数的基于机器学习算法模型的结果影响并不大，
信噪比 20 dB的噪声对 SVM-1和 DT算法的影响比
较大，而信噪比 10 dB的噪声会对除 SVAE以外的所
有算法评估结果造成较严重的影响。当噪声的信噪
比达到 20 dB时，基于 SVAE的评估模型准确率仍然
能够达到 97.51%；当噪声的信噪比达到 10 dB时，其
准确率能够保持在95%以上。
3.2 功角阈值的设定对评估模型的影响

功角阈值的设定可以使得提取的临界情况的特
征量之间的差异更加明显，这不仅仅有利于稳定性
的判别，同时也大幅提高了评估模型的抗噪能力。
本文对比了功角阈值设置为 10°、20°、40°、60°时，不

同噪声干扰对基于 SVAE模型的影响，结果如表 2所
示。不同的功角阈值在不同噪声下的准确率曲线图
如图4所示。

由表 2可知，故障后的特征量通过设定功角阈
值之后进行提取，评估模型的准确率在没有噪声干
扰的情况下，随着功角阈值设定值的增大而不断增
大，当功角阈值设定为 60°时，评估模型的准确率可
以达到 98.64%。当增加了噪声干扰时，由于功角阈
值的设定，评估模型的抗噪能力不断加强，在功角阈
值为 60°时，加入信噪比为 10 dB的噪声，其准确率
仍然高达97.77%。
3.3 功角阈值的设定对判别时间的影响

由于设置功角阈值，会延迟故障后特征量的提
取时刻，因此以 100% 的负荷水平，母线 26和母线
27之间发生故障，故障时间为 0.2 s，当故障地点在
距离 26号母线 50%的位置发生三相短路接地故障
时，系统临界失稳；当故障地点在距离 26号母线
70%的位置发生三相短路接地故障时，系统处于临
界稳定状态。取故障地点为距离 26号母线 10%和
50%的位置发生三相短路接地故障，校验功角阈值
的设置对这 2种情况判别时刻的影响。2种不同故
障地点下，设置的功角阈值与其判别时刻与判别时
刻所对应的等值单机无穷大系统的功角如表 3所
示。表 4给出了采用动态鞍点法［16］和固定门槛值方
法（最大功角差值设置为 180°）得到的判别时刻与其
所对应的等值功角。

由表 3和表 4可知，即使设置功角阈值为 60°
时，得到的判别时刻也远早于动态鞍点法和固定门
槛值（180°）得到的判别时间，因此设置一定的功角

表1 不同的噪声强度对判别结果的影响

Table 1 Influence of different noise intensities on

discrimination results

模型

SVAE
SVM-1
SVM-2
DT
K-NN
ANN

准确率／%
无噪声

97.82
96.81
97.27
96.26
94.74
94.98

50 dB
97.87
96.89
97.26
94.09
94.77
94.86

40 dB
97.87
96.55
97.29
93.85
94.74
94.88

30 dB
97.75
94.14
97.23
92.44
94.80
94.85

20 dB
97.51
84.35
97.18
88.03
94.71
94.85

10 dB
95.15
66.24
87.18
73.60
93.64
92.72

表2 不同的功角阈值对判别结果的影响

Table 2 Influence of different power angle thresholds

on discrimination results

功角阈
值／（°）
0
10
20
40
60

准确率／%
无噪声

97.82
98.10
98.12
98.32
98.64

50 dB
97.87
97.92
97.95
98.30
98.65

40 dB
97.87
97.87
98.08
98.28
98.59

30 dB
97.75
98.02
98.08
98.22
98.51

20 dB
97.51
97.77
97.87
98.18
98.49

10 dB
95.15
96.32
96.60
97.26
97.77

图4 不同的功角阈值对判别结果的影响

Fig.4 Influence of different power angle thresholds

on discriminant results
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阈值可以提高基于 SVAE的判别模型的准确率和抗
噪能力，同时得到的判别时刻是可以用于启动实时
控制措施的［17］。

4 结论

响应数据的采集和传输过程会有一定概率受到
噪声的干扰，如果构建的暂态稳定性判别模型不具
备抗噪能力，会导致结果的准确性受到很大影响。
本文从模型的构建与数据的采集 2个方面出发，得
到具有良好抗噪能力的暂态稳定性判别模型。本文
提出了一种基于 SVAE的暂态稳定性判别模型，并
且在训练过程中加入了L2正则化，提高了模型的泛
化能力；同时，在采集数据时，通过引入最大功角差
值的阈值，大幅降低了模型的误判率，增强了判别模
型的抗噪能力，并且合理的阈值设定并不会影响模
型的判别结果对后续控制措施的启动。不同的机器
学习判别模型的对比结果表明了基于 SVAE的暂态
稳定性判别模型相较于其他判别模型具有更好的准
确度和抗噪能力；不同功角阈值的设定的结果验证
了设定合理的功角阈值可以提高判别模型的准确度
和抗噪能力，同时不会导致控制措施来不及实施的
情况发生。

参考文献：

［1］田芳，周孝信，于之虹 . 基于灵敏度分析和时域仿真的暂态稳
定预防控制优化方法［J］. 电力自动化设备，2018，38（7）：
155-161.
TIAN Fang，ZHOU Xiaoxin，YU Zhihong. Optimization method
of transient stability preventive control based on sensitivity
analysis and time domain simulation［J］. Electric Power Auto⁃
mation Equipment，2018，38（7）：155-161.

［2］杨松浩，王怀远，苏福，等 . 基于相轨迹凹凸性的暂态不稳定性
判别方法的分析比较［J］. 电力自动化设备，2017，37（9）：
193-198.
YANG Songhao，WANG Huaiyuan，SU Fu，et al. Analysis and

comparison of transient instability detection methods based
on convexity and concavity of phase trajectory［J］. Electric
Power Automation Equipment，2017，37（9）：193-198.

［3］冯雷，蔡泽祥，王奕，等 . 双馈风电机组低压穿越特性对电力系

统暂态稳定的影响［J］. 电力自动化设备，2018，38（3）：16-23.
FENG Lei，CAI Zexiang，WANG Yi，et al. Impact of DFIG
LVRT characteristics on transient stability of power system
［J］. Electric Power Automation Equipment，2018，38（3）：16-23.

［4］苏福，杨松浩，王怀远，等 . 电力系统暂态稳定时域仿真快速终

止算法研究［J］. 中国电机工程学报，2017，37（15）：4372-4378.
SU Fu，YANG Songhao，WANG Huaiyuan，et al. Study on fast
termination algorithm of time-domain simulation for power
system transient stability［J］. Proceedings of the CSEE，2017，
37（15）：4372-4378.

［5］汤涌 . 基于响应的电力系统广域安全稳定控制［J］. 中国电机

工程学报，2014，34（29）：5041-5050.
TANG Yong. Response-based wide area control for power sys⁃
tem security and stability［J］. Proceedings of the CSEE，2014，
34（29）：5041-5050.

［6］BHUI P，SENROY N. Real-time prediction and control of
transient stability using transient energy function［J］. IEEE
Transactions on Power Systems，2017，32（2）：923-934.

［7］MUYEEN S M，HASANIEN H M，AL-DURRA A. Transient
stability enhancement of wind farms connected to a multi-
machine power system by using an adaptive ANN-controlled
SMES［J］. Energy Conversion & Management，2014，78（1）：

412-420.
［8］RAHMATIAN M，CHEN Y C，PALIZBAN A，et al. Transient

stability assessment via decision trees and multivariate adap-

tive regression splines［J］. Electric Power Systems Research，
2017，142：320-328.

［9］HOUBEN I，WEHENKEL L，PAVELLA M. Coupling of K-NN
with decision trees for power system transient stability
assessment［C］∥International Conference on Control Appli-
cations. New York，USA：IEEE，1995：825-832.

［10］ZHOU Y，WU J，JI L，et al. Transient stability preventive con-

trol of power systems using chaotic particle swarm optimi-
zation combined with two-stage support vector machine［J］.
Electric Power Systems Research，2018，155：111-120.

［11］尹雪燕，闫炯程，刘玉田，等 . 基于深度学习的暂态稳定评估与

严重度分级［J］. 电力自动化设备，2018，38（5）：64-69.
YI Xueyan，YAN Jiongcheng，LIU Yutian，et al. Deep learning
based transient stability assessment and severity grading［J］.
Electric Power Automation Equipment，2018，38（5）：64-69.

［12］张业茂，万保权，周兵，等 . 特高压输电线路可听噪声长期测试

数据的统计分析［J］. 中国电机工程学报，2017，37（20）：6136-

6144.
ZHANG Yemao，WAN Baoquan，ZHOU Bing，et al. Statistic
analysis of long-term measured aata of audible noise on
UHV AC transmission lines［J］. Proceedings of the CSEE，
2017，37（20）：6136-6144.

［13］朱亮，温和，戴慧芳，等 . 计及噪声的动态谐波准同步采样分析

方法［J］. 电力自动化设备，2018，38（2）：217-223.
ZHU Liang，WEN He，DAI Huifang，et al. Dynamic harmonic
an-alysis method based on quasi-synchronous sampling algo⁃
rithm considering noise［J］. Electric Power Automation Equip⁃
ment，2018，38（2）：217-223.

［14］王守相，陈海文，李小平，等 . 风电和光伏随机场景生成的条件

变分自动编码器方法［J］. 电网技术，2018，42（6）：1860-1869.
WANG Shouxiang，CHEN Haiwen，LI Xiaoping，et al. Condi⁃
tional variational automatic encoder method for stochastic sce⁃
nario generation of wind power and photovoltaic system［J］.

表3 不同功角阈值对应的判别时刻与等值功角

Table 3 Discriminant time and equivalent power angle

corresponding to different power angle thresholds

功角阈
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50%
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Transient stability assessment method of electric power systems based on
stacked variational auto-encoder

WANG Huaiyuan，CHEN Qifan
（College of Electrical Engineering and Automation，Fuzhou University，Fuzhou 350116，China）

Abstract：From the two aspects of model construction and characteristic quantities extraction，a transient
stability discriminant model with better noise immunity is proposed. A stacked variational auto-encoder is
adopted to construct the assessment model. Besides，a L2 regularization method is introduced in the trai-
ning process，which enhances the generalization ability of the stability discriminant model. Meanwhile，the
characteristic quantities extraction time of the proposed method is different from the traditional method. By
setting the threshold of the maximum power angle difference of all generators，when the system develops to
the threshold，the characteristic quantities extraction is carried out. The simulative results based on IEEE
39-bus system show that the miscalculation of the stability assessment model is greatly reduced with the
proposed characteristic quantities extraction method. Meanwhile the reasonable threshold will not affect the
start of real-time control methods，and the noise immunity ability of the model can be also strengthened.
Key words：deep learning；stacked variational auto-encoder；transient analysis；stability；noise immunity；cha-
racteristic quantities；electric power systems
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