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摘要：母线负荷预测对于电网安全稳定调度具有重要意义，但母线负荷随机波动性较强，其负荷类型因供电

区域的差异而不同。为此，提出一种基于极限梯度提升（XGBoost）与 Stacking模型融合的短期母线负荷预测

方法。基于 XGBoost建立多个母线负荷预测元模型，组合构成 Stacking模型融合的元模型层，连接一个

XGBoost模型对元模型进行融合，整体构成综合预测系统，并采用粒子群优化算法优化系统参数。通过对具

有不同负荷属性的220 kV母线进行实例分析，验证了所提方法的有效性与适用性。
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0 引言

母线负荷是指由变电站主变压器供给某个供电
区域终端负荷的总和［1］。精准的负荷预测可以有效
提升电网调度水平，有利于电网安全稳定运行［2⁃3］。
负荷预测包括系统负荷预测与母线负荷预测。相较
于系统负荷，母线负荷量级低，随机性强，且由于供
电区域用户性质的差异，各母线的负荷成分可能不
同，比如某些母线以居民和商业负荷为主，而某些母
线则包含工业负荷。不同类型负荷的变化规律不
同，对负荷预测精度的影响也不同。因此，母线负荷
的预测难度更大。

已有学者从不同角度对母线负荷预测进行了研
究［4⁃11］。母线负荷易受多种相关因素的影响，包括历
史负荷、日期类型、气象因素等，考虑这些因素有助
于提升预测精度［4］。文献［5］将预测辅助状态估计
与多层感知器神经网络顺序连接构成混合预测系
统，以用于短期母线负荷预测。文献［8］基于人工神
经网络开发母线日负荷与小时负荷预测模型，并通
过聚类方法提升预测精度。针对母线负荷数据中含
有较多坏数据的情况，文献［9⁃11］以数据预处理为
工作重点，对母线负荷坏数据进行辨识与修复，以提
升预测效果。

负荷预测通常为多步预测，基本策略主要有直
接法和迭代法。直接法为直接向前预测多步，一次
性得到完整预测结果；迭代法为一次向前预测一步，

每次在上一步预测值的基础上继续下一步预测。一
般而言，迭代法优于直接法。在预测方法层面，传统
负荷预测方法大多是由输入经单个预测模型后得到
输出，模型的偏差直接影响预测效果。为了降低模
型偏差，提高预测精度，一方面可设计更精确的新模
型，另一方面可采用模型融合方法优化已有的预测
模型。已有研究表明，将集成学习或模型融合的思
想运用到负荷预测中可弱化单个模型的偏差影响，
改进最终预测效果［12⁃18］。文献［14］针对不同负荷聚
合体建立不同结构的门控循环单元（GRU）网络，并
采用随机森林RF（Random Forest）算法进行集成，提
升了对不同规模负荷聚合体预测的适用性。文献
［15］设计一个集成预测框架，基于多源数据构建多
个训练集，同时建立多个非线性异构模型进行一次
学习，依据一次学习的结果生成新训练集，并用于二
次学习以实现最终的预测。

模型融合的思想是将多个个体模型按照一定方
式进行组合，构成多模型综合系统，以期获得更好的
学习效果。目前，基于加权组合和 bagging算法的模
型融合应用较多，基于 Stacking模型融合的应用较
少。Stacking模型融合是一种分层模型集成框架，其
主要思想是将个体预测模型作为元模型，在其组合的
基础上再连接一个预测模型，即将元模型的输出作
为后一层预测模型的输入，该模型的输出为最终预
测结果。为了保证模型融合的有效性，元模型之间
要具有一定的互补性，其结构和参数不能完全一致。

本文提出基于极限梯度提升XGBoost（eXtreme
Gradient Boosting）算法与 Stacking模型融合的短期
母线负荷预测方法，对母线日负荷曲线进行迭代预
测。基于XGBoost建立多个母线负荷预测模型，以
此构成 Stacking模型融合的元模型层，并在元模型
层之后连接一个XGBoost模型，作为融合元模型的
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预测模型，从而构成XGBoost-Stacking模型融合母线
负荷预测系统。针对各元模型结构和参数不一致且

难以调整的情况，采用粒子群优化 PSO（Particle
Swarm Optimization）算法优化预测系统参数。对不

同类型母线负荷的实例分析验证了所提方法的有效

性与适用性。

1 XGBoost
XGBoost是借助梯度提升技术得以实现的机器

学习算法，其基分类器是分类与回归树（CART）。

XGBoost将多个CART进行组合［19］，即XGBoost为树
集成模型，其示意图如图 1所示。图中，K为树的数
量，即为提升迭代次数；Z为树的最大深度。

1.1 正则化学习目标

假设一个具有 n个样本和m个特征的给定数据

集为 D = {(X i，yi )}( )||D = n，X i ∈ Rm，yi ∈ R 。其中，

| D |表示集合 D的维度，即集合 D所包含的样本数

量；X i为第 i个样本的特征向量；yi为第 i个样本的标

签，即真实值。采用由K棵树集成的模型预测输出，

如式（1）所示。

ŷ i =∑
k = 1

K

fk ( )X i ， fk ∈ Γ （1）
其 中 ，Γ = { f (X) = ωq ( )X }( )q：Rm → T，ωq ( )X ∈ RT 为

CART的函数空间，X = (X1，X2，…，Xn )，q为每棵树

的结构，T为叶结点的数量，每个 fk都对应一个独立

的树结构 q与叶权重ω。为了学习K棵树的函数集，
要最小化式（2）所示的正则化目标函数。

L =∑
i
l ( )yi，ŷ i +∑

k
Ω ( )fk （2）

其中，损失函数项 l (yi，ŷ i )=(yi - ŷ i ) 2；正则项Ω ( fk )=
γT + 12 λ ω 2

，其作为模型复杂度的惩罚项，有助于

避免过拟合，γ控制叶结点的数量T，λ控制叶权重ω
不会过大。

1.2 梯度提升

XGBoost模型以迭代添加树的方式建立，ŷ ( )ti =

ŷ ( )t - 1
i + ft (X i )为第 t次迭代时第 i个样本的预测值

（在实际应用中，通常令 ŷ ( )ti = ŷ ( )t - 1
i + ε ft (X i )，其中 ε

为缩减权重，即学习率，其作用是弱化每棵树的影

响，留更多的空间给后面的树提升）。迭代地添加树

使目标函数式（3）不断降低，以最小化目标函数。

L( )t =∑
i= 1

n

l ( )yi，ŷ ( )t - 1
i + ft ( )X i + Ω ( ft ) （3）

为了快速优化目标，对式（3）使用二阶泰勒展

开，如式（4）所示。
L( )t ≈
∑
i = 1

n ( )l ( )yi，ŷ ( )t - 1
i + gi ft ( )X i + 12 hi f 2t ( )X i + Ω ( )ft（4）

其中，gi = ∂ ŷ ( )t - 1
i
l (yi，ŷ ( )t - 1

i )、hi = ∂2ŷ ( )t - 1
i
l (yi，ŷ ( )t - 1

i )分别

为损失函数项的一阶和二阶导数。在添加第 t棵树

时，前面 t-1棵树已经训练完成，即 l (yi，ŷ ( )t - 1
i )为常

数项，移除该项获得第 t步的简化目标函数，如式（5）
所示。

L͂( t ) =∑
i = 1

n ( )gi ft (X i ) + 12 hi ft 2 (X i ) + Ω ( ft ) （5）
定义 Ij = {i | q ( )X i = j}为叶结点 j的样本集。通

过展开正则项Ω可将式（5）写为：

L͂( t ) =∑
i = 1

n ( )giωq(X i ) + 12 hiω2
q(X i ) + γT + 12 λ∑j = 1

T

ω2
j =

∑
j = 1

T é

ë
êê

ù

û
úú( )∑

i ∈ Ij
gi ωj + 12 ( )∑

i ∈ Ij
hi + λ ω2

j + γT （6）
其中，ωj为叶结点 j的权重。

对于固定结构 q (X)，叶结点 j的最优权重 ω*
j 如

式（7）所示，相应的最优目标函数值如式（8）所示。

ω*
j = -∑

i ∈ Ij
gi / ( )∑

i ∈ Ij
hi + λ （7）

L͂( )t (q) = - 12∑j = 1
T ( )∑

i ∈ Ij
gi

2

∑
i ∈ Ij
hi + λ + γT （8）

式（8）为评价树结构 q的评分函数，得分越小，

说明树的结构越好。对于树结构的建立，采用贪心
算法对树进行分支，从单个叶结点开始，迭代地添加

分割点以分裂叶结点进行分支。
叶结点的分裂是基于特征（即模型的输入变量）

进行的，某输入变量被应用于叶结点分裂的次数可

认为是该输入变量的重要性得分，反映了该输入变

量与模型输出结果之间的相关性。因此可根据输入

变量重要性得分来选择XGBoost的输入。

综上所述，XGBoost模型建立的原理流程图如

图1 树集成模型示意图

Fig.1 Schematic diagram of tree ensemble model
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图 2所示。XGBoost的正则化提升可有效避免负荷

预测中容易出现的过拟合问题，再基于XGBoost模
型进行Stacking模型融合可进一步提升预测效果。

2 Stacking模型融合

本文将 Stacking模型融合应用于多个不同的

XGBoost模型的集成，以提升母线负荷预测精度。

Stacking模型融合系统设计为 2层结构，既能强

化学习效果又不至于造成预测模型过冗余复杂。第

一层由N个不同的元模型集成，构成融合系统的元

模型层，再连接一个预测模型作为第二层，从而对N
个元模型进行融合。

假设输入为X i，记第一层第 h个元模型为Fh，第

二层预测模型为F，则第一层第 h个元模型的输出为

Fh (X i )，第二层预测模型以Fh (X i )作为输入，其输出

yi为最终预测结果，如式（9）所示。

yi = F (F1 (X i )，⋯，Fh (X i )，⋯，FN (X i )) （9）
Stacking模型融合过程如图 3所示，整体分为 2

个步骤。

（1）利用元模型层生成训练集与测试集的N组

预测值。

基于交叉验证思想，将训练集划分为 5份，记为

S1—S5。首先，应用 S2—S5训练元模型 1，并基于训

练好的元模型 1对 S1和测试集进行预测；然后，再应

用 S1、S3—S5重新训练元模型 1，对 S2与测试集进行

预测。依此类推，基于元模型 1获得 S1—S5的预测

值（组合得到训练集的第 1组预测值）以及测试集的

5组预测值（5组预测值的平均值作为测试集的第 1
组预测值）。

同理，对元模型 2—N重复上述步骤，可获得训

练集与测试集的第2—N组预测值。

（2）利用由元模型层输出的训练集的N组预测

值构建新的训练集，用于第二层预测模型的训练；利

用由元模型层输出的测试集的N组预测值构建新的

测试集，用于第二层预测模型的预测，获得最终预

测值。

不同的元模型具有不同的误差特性，模型融合

的目的是弱化单一元模型的误差影响，使融合系统

预测性能得到提升。针对各元模型结构和参数不一

致且难以调整的情况，本文采用 PSO算法优化系统

参数，具体包括各元模型以及第二层预测模型的参

图2 XGBoost建立流程图

Fig.2 Flowchart of establishing XGBoost

图3 Stacking模型融合过程

Fig.3 Process of Stacking model fusion
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数。本文将多个 XGBoost模型进行 Stacking融合，

XGBoost的典型参数包括树的最大深度Z、学习率 ε
以及提升迭代次数K。其中，K通常设置得较大并附

加“早停”规则，“早停”规则设置为连续迭代达到 10
次未出现提升则停止迭代。因此，基于 PSO算法优

化的参数为各个XGBoost模型的学习率 ε和树的最

大深度Z。
将不同的 XGBoost模型作为 Stacking模型融合

系统第一层的元模型，将另一XGBoost模型作为第

二层的预测模型，使XGBoost的性能得到最大化的

发挥。元模型的数量对融合效果具有直接影响，元

模型数量较少不能有效实现各元模型间的互补，数

量过多则会造成冗余，且使系统调参复杂。通常，

Stacking模型融合的元模型数量为 3~5个，经过测试

得知 3个元模型的融合效果最佳，因此，Stacking模
型融合预测系统的元模型数量取 3个，预测系统的

流程图如图4所示。

3 算例验证与分析

3.1 评价指标与算例数据

3.1.1 评价指标

根据国家电网公司发布的《国家电网公司日前

负荷预测管理规定》，母线负荷预测考核指标采用单

母线 t时刻的负荷预测引用误差Et，其定义为：

Et = || P't - Pt

PB
× 100 % （10）

其中，P't 为单母线 t时刻的负荷预测值，单位为MW；

Pt 为单母线 t时刻的负荷真实值，单位为 MW；PB
为负荷基准值，220 kV母线负荷基准值为305 MV·A。
3.1.2 算例数据

算例为某地区 2条供给不同类型负荷的 220 kV
母线：母线 1的负荷主要为居民和商业负荷；母线 2
的负荷为工业与非工业混合负荷，比例约为 2∶1。
数据采集粒度为 15 min，每日 96个数据。样本集时

间跨度为2017-01-01至2018-10-23。
母线负荷数据中往往掺杂部分坏数据，易对模

型训练造成干扰，影响母线负荷预测的精度。参考

文献［9］，本文采用 db4小波去噪法处理母线负荷数

据的异常波动，平滑异常干扰值。

3.2 预测模型训练集与输入变量

分别以 2018年 1月、4月、8月为测试集检验所

提方法对冬季、春秋季、夏季母线负荷的预测效果，

预测目标为每日 96点日负荷曲线，训练集可有 2种
选择：一种为与待预测时段属于相同季节的历史样

本集（以下称为季节样本集）；另一种为待预测时段

之前的全部历史样本集（以下称为全样本集）。具体

如表1所示。

在训练元模型时，首先需要确定元模型的输入

变量，相关性较高的可选输入变量包括历史负荷、时

间属性以及温度因素等，如表 2所示。由于XGBoost
训练时可获取各输入变量的重要性得分，基于 2017
年样本集得到输入变量重要性并排序，结果见表 3，

图4 预测系统流程图

Fig.4 Flowchart of forecasting system

表1 训练集与测试集的配置

Table 1 Configuration of training set and test set

数据集

训练
集

测试集

季节
样本集

全样
本集

时间

冬季

2017年1、2、
12月

2017年1—12月
2018年1月

春秋季
2017年3—5、
9—11月，
2018年3月
2017年1月至
2018年3月
2018年4月

夏季
2017年
6—8月，

2018年6、7月
2017年1月至
2018年7月
2018年8月

表2 可选输入变量

Table 2 Input variables for selection

符号

v1
v2
v3
v4
v5
v6
v7
v8

说明

月份

工作日／节假日

时刻

预测时刻温度

预测日平均温度

前一日时刻温度

前一日平均温度

1 d前时刻负荷

符号

v9
v10
v11
v12
v13
v14
v15

说明

2 d前时刻负荷

3 d前时刻负荷

4 d前时刻负荷

5 d前时刻负荷

6 d前时刻负荷

7 d前时刻负荷

前一时刻负荷

表3 预测模型输入变量重要性排名

Table 3 Ranking of importance for input

variables of forecasting model

样本集

春秋季
样本集

夏季
样本集

冬季
样本集

全样
本集

重要性排名

母线1
v3>v15>v4>v8>v6>
v5>v14>v9>v11>v12>
v10>v13>v1>v2>v7
v3>v15>v4>v14>v6>
v12>v8>v5>v13>v10>
v9>v11>v7>v2>v1
v15>v3>v4>v8>v9>
v6>v10>v14>v12>v11>
v13>v5>v7>v1>v2
v3>v15>v4>v8>v6>
v14>v9>v10>v5>v13>
v12>v11>v1>v7>v2

母线2
v15>v3>v8>v14>v4>
v11>v9>v6>v12>v10>
v13>v7>v5>v1>v2
v15>v3>v8>v4>v11>
v9>v6>v14>v12>v10>
v13>v5>v7>v1>v2
v15>v3>v8>v4>v6>
v14>v9>v10>v12>v13>
v11>v7>v5>v1>v2
v3>v15>v8>v4>v14>
v6>v11>v13>v12>v9>
v10>v7>v5>v1>v2
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可得到以下结论：

（1）历史负荷变量的重要性排名普遍靠前，说明

了历史负荷对于母线负荷预测的重要性；

（2）相较于母线 2，母线 1更易受到时刻与温度

的影响，原因在于母线 1的负荷主要为居民和商业

负荷，具有更显著的时间规律性以及温度敏感性；

（3）对于单独一条母线，采用不同规模的样本

集，输入变量重要性的排名总体上变化不大。

输入变量重要性越高说明该变量与预测输出的

相关性越高，去除重要性较低的输入变量反而能降

低冗余度。经过测试，根据输入变量重要性排名，选

择排名靠前的 11个变量作为预测模型的输入，预测

效果最佳，因此，后续实验中均以排名靠前的 11个
变量作为元模型的输入。此外，训练集分别采用季

节样本集和全样本集时的预测引用误差如图 5
所示。

由图 5可知，对于母线 1，采用不同规模的训练

集对 1月（冬季）和 8月（夏季）的预测结果影响不大，

对于 4月（春秋季），当训练集采用全样本集预测时

精度明显更高；对于母线 2，训练集采用全样本集的

预测精度在各月份均明显优于采用季节样本集的预

测精度，其原因在于母线 2的负荷属性为工业与非

工业混合负荷，季节性体现不明显，扩大训练集能够

有效提升模型学习效果。总体而言，对于母线负荷

预测，扩大训练集带来的增益大于选用具有针对性

的训练集带来的增益，因此后续实验中的训练集均

采用待预测时段之前的全部样本，即全样本集。

3.3 Stacking模型融合

3.3.1 基于PSO算法的模型融合参数优化

由第 2节可知，在综合预测系统中，PSO算法所

优化的参数为各个XGBoost模型的学习率 ε与树的

最大深度Z。基于 PSO算法优化参数使得所提方法

具有泛化性，对于不同母线负荷预测可自动寻取最

优参数配置。以母线 1与母线 2为例，基于 2017年
样本集配置系统参数，PSO算法迭代超过 40次后达

到最优值，最优参数配置结果如表 4所示。由表中

可见，各元模型间参数差异明显，这说明 Stacking模
型融合是通过元模型彼此间的差异性来实现元模型

间互补的。

3.3.2 预测结果对比分析

本节对比所提方法与传统机器学习模型及其模
型融合系统的预测性能。首先，测试单一 XGBoost
模型，考虑到 RF是机器学习中应用广泛的一种算
法 ，而 XGBoost 是 梯 度 提 升 回 归 GBR（Gradient
Boosting Regression）的一种强化方法，因此引入RF、
GBR与XGBoost进行对比［20］。其次，分别对XGBoost
模型、RF模型与 GBR模型进行 Stacking模型融合，
以检验 Stacking模型融合方法的适用性。各模型的
参数均由 PSO算法优化得到。最终预测结果如表 5
所示。

根据表5的预测结果可得如下结论。
（1）总体而言，母线 1的预测精度优于母线 2。

这主要是因为母线 1为居民和商业负荷，规律性较
强，而母线 2为工业与非工业混合负荷，具有一定的
随机性。

（2）不论是母线 1还是母线 2，4月（春秋季）的预
测精度最高，8月（夏季）预测精度次之，1月（冬季）
预测精度最低。可见，负荷预测的精度受季节影响
较大。

（3）未采用 Stacking模型融合时，除母线 1的 4
月外，其余时间XGBoost模型均取得了最佳预测效
果，这说明相较于 RF和 GBR，XGBoost在母线负荷
预测方面具有一定的优越性。

（4）各模型经 Stacking模型融合后，母线预测引
用误差均有所降低，XGBoost与 Stacking模型融合的

图5 采用不同训练集的预测结果

Fig.5 Forecasting results of different training sets

表4 预测系统参数配置

Table 4 Parameter configuration of forecasting system

系统单元

元模型1（XGBoost_1）
元模型2（XGBoost_2）
元模型3（XGBoost_3）

第二层预测模型（XGBoost）

母线1
最大
深度

5
6
8
6

学习率

0.2924
0.1730
0.2198
0.0471

母线2
最大
深度

8
6
4
6

学习率

0.1438
0.2212
0.3000
0.0341

表5 预测引用误差

Table 5 Forecasting quoted error

母线

1

2

模型

RF
GBR

XGBoost
RF-Stacking
GBR-Stacking

XGBoost-Stacking
RF
GBR

XGBoost
RF-Stacking
GBR-Stacking

XGBoost-Stacking

预测引用误差／%
1月
4.211
5.036
4.035
4.090
3.845
3.556
5.521
5.930
5.104
5.380
5.339
3.951

4月
1.097
1.382
1.297
1.041
1.155
1.011
2.801
2.986
2.465
2.697
2.811
2.187

8月
2.843
3.396
2.578
2.554
2.090
1.729
4.509
4.572
3.604
4.387
3.164
2.838
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综合系统在各种情况下均取得最佳预测效果，验证
了所提方法的有效性。以夏季 8月 1—15日为例，所
提方法的预测结果如图 6所示。由图可见，整体预
测结果良好，少部分峰谷存在一定的预测偏差。

（5）Stacking模型融合对于不同模型的提升效果
如图 7所示。由图可知，XGBoost、GBR、RF的预测引

用误差分别平均降低了 20.33%、20.86%、4.52%，可
见 Stacking模型融合对于XGBoost与GBR的提升效
果明显；且该方法对于 8月（夏季）母线负荷预测的
改进效果最为显著，对于 1月（冬季）与 4月（春秋季）

的改进效果相当；此外，对于以居民和商业负荷为主
的母线 1，其预测的提升效果略优于以工业与非工
业混合负荷为主的母线2。

4 结论

母线负荷比系统负荷量级小，随机性强，其负荷
类型因供电区域的差异而有所不同。本文针对短期

母线负荷预测，提出基于XGBoost与 Stacking模型融
合的综合预测系统，得到以下结论。

（1）相较于 RF与 GBR，XGBoost具有更好的预

测性能。
（2）对于母线负荷预测，相较于对应季节的小规

模样本集，训练集采用更大规模的全样本集时的预

测效果更佳。
（3）与单模型相比，基于 Stacking模型融合方法

将多个XGBoost模型集成构成综合预测系统，并采
用PSO算法进行优化参数，提升了预测精度。

（4）对于以居民和商业负荷为主的母线以及工
业与非工业负荷混合的母线，所提方法均表现出较
好的预测性能，验证了所提方法对于多类型母线负
荷预测的适用性。

（5）不同负荷成分和不同季节对母线负荷预测
的精度均有较大影响。因此，笔者后续研究重点是
如何提升包含工业负荷成分的母线负荷预测精度以
及如何提升母线负荷夏、冬季预测精度。
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Short-term bus load forecasting based on XGBoost and Stacking model fusion
LIU Bo1，QIN Chuan1，JU Ping1，ZHAO Jingbo2，CHEN Yanxiang1，ZHAO Jian3

（1. College of Energy and Electrical Engineering，Hohai University，Nanjing 211100，China；
2. State Grid Jiangsu Electric Power Company Research Institute，Nanjing 210008，China；

3. State Grid Nanjing Power Supply Company，Nanjing 210019，China）
Abstract：Bus load forecasting plays an important role in safe and stable dispatching of power grid，but
bus load has strong stochastic fluctuation，and its attributes are various because of the difference of power
supply areas，for which，a short-term bus load forecasting method based on XGBoost（eXtreme Gradient
Boosting） and Stacking model fusion is proposed. Multiple bus load foresting meta-models are built based
on XGBoost to form the meta-model layer of Stacking model fusion，an XGBoost model is connected to the
meta-model layer for fusion，and the comprehensive forecasting system is formed. The particle swarm optimi⁃
zation algorithm is adopted to optimize the system parameters. The cases of 220 kV bus with different load
attributes are analyzed，and the validity and applicability of the proposed method are verified.
Key words：bus load；XGBoost；meta-model；Stacking model fusion；particle swarm optimization algorithm
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