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融合知识库和深度学习的电网监控告警事件智能识别
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摘要：电网监控告警信息是监控人员进行监控事件识别的重要数据基础。针对当前人为处理海量监控告警

信息效率低的现状和电网智能技术深化应用的需求，提出一种融合知识库和深度学习的电网监控告警事件

自主识别方法。基于自然语言处理技术中的Word2vec模型对监控告警信息进行向量化建模，基于卷积神经

网络建立监控告警事件识别模型，通过算例对比验证所建模型的有效性和实用性。提出融合知识库与所建

模型的应用方法，实现电网监控告警事件的智能感知和可靠识别。
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0 引言

随着电力信息化的快速建设以及电网智能化的

全面推进，电力数据呈现体量大、类型多、速度快等

发展特点［1］。海量文本、音频和图像等数据分布于

基建、运行、调控、检修等多个电网资产管理环节，这

些数据中蕴藏着巨大的利用价值［2⁃3］。如电网调控

环节中包含了大量的故障信息、调度日志、操作规程

等文本化信息，这些文本信息是电网设备的状态反

应和规则经验的归纳总结，如果能够深度挖掘其中

的信息价值，不仅可以提升电网的运行管理水平，也

能够为社会提供更好的电力服务。

电网监控告警信息作为数据采集与监视控制

SCADA（Supervisory Control And Data Acquisition）
系统产生的中文文本信息，是调控人员监视电网运

行状态的重要方式。因此，相关学者对电网监控告

警信息的挖掘利用进行了大量的研究工作。一方

面，通过专家告警系统将告警信息与专家经验知识

相结合并生成规则存储在知识库中，当电网告警事

件发生时，将输入的告警信息与专家知识库进行规

则匹配以诊断故障事件的类别［4］，随着电网各系统

业务数据的丰富和技术的发展，有关学者基于专家

知识库进行了相关改进以提高系统知识的完备

性［5⁃6］；另一方面，通过对文本信息的智能化处理，实

现对监控信息的进一步分析。文献［7］通过关键字

符匹配算法完成单条监控告警信息的解析，最终将

信息映射到故障诊断模型中。文献［8］则通过正则

表达式的既定规则对监控告警信息的关键要素进行

匹配识别。由于监控告警信息文本具备多歧义、难

切分、多噪声等特点，文本内容无法充分挖掘［9］，因

此上述方法均主要基于人脑所建立的相关规则和知
识库进行推理、匹配、识别，规则和知识库均需要人
工提炼和维护。随着电网结构的日益复杂以及设备
的不断增加，基于知识库的电网信息处理方法已经
日趋无法满足当前电网的发展现状，存在不具备自
学习功能以及在漏报、误报情况下事件的识别率无
法得到保证等不足。

以自然语言处理 NLP（Natural Language Pro⁃
cessing）和深度学习技术为代表的新一代人工智能
技术的崛起为海量监控告警信息的智能化识别带来
新的解决思路和方法［10 ⁃11］。NLP技术能够将文本中
的经验和语义信息转化成计算机所能使用的数字信
息，实现计算机对人类语言信息的理解和学习，国内
外已有学者将其应用于电力系统领域的电网设备缺
陷文本分析与故障预测［12⁃13］；同时，深度学习技术作
为机器学习的一个发展分支，相比于传统的机器学
习模型，其可以充分学习监控大数据样本特征，减少
人工知识库建立和故障识别的工作量，并已广泛应
用于暂态稳定评估［14］、负荷预测［15］、故障诊断［16］及
用能分析［17］等多种场景。

因此，为了进一步探索适应性强、智能化程度高
的电网监控告警信息挖掘方法，本文以智能告警为
应用背景，提出一种基于深度学习的电网监控告警
事件智能识别方法，并在此基础上融合了传统知识
库方法以提高系统的可靠性。

1 基于 Word2vec的监控告警信息向量化
模型

海量监控告警信息为NLP在电网监控领域的应
用提供了天然语料，要想使计算机能够理解文本信
息中蕴含的深层语义，就必须将监控告警信息等文
本信息转换为数字信息。因此，本文采用NLP中的
Word2vec模型对监控告警信息进行向量化建模，为
后续事件的识别模型提供输入基础。
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1.1 Word2vec模型

Word2vec模型是 Google于 2013年推出的一款
用于训练词向量的工具，提供了一种使用分布式向
量表示文本的方法［18］，是一种无监督模型。与传统
的词向量空间模型相比，其使用Word2vec表示词向
量可以解决传统模型的高维稀疏特征问题，还可以
将上下文语义特征引入模型中，有助于短文本的分
类。Word2vec模型主要分为CBOW（Continuous Bag-
Of-Words）模型和 Skip-gram模型 2种，模型的结构详
见文献［19］。

2种模型均包含输入层、投影层和输出层。
CBOW模型的输入是周围词的词向量，输出是当前
词的词向量，即通过周围词来预测当前词。如学习
已经预处理的监控告警信息“××变 244 限时 速断
保护 动作”，当模型的输出为“速断”时，则以其前后
词的 one-hot编码表示为输入，以“速断”的 one-hot编
码表示为输出进行训练迭代，最终得到每个词的分
布式词向量表示。Skip-gram模型则与 CBOW模型
相反，其输入是当前词的词向量，输出是周围词的词
向量，即通过当前词预测周围词。由于CBOW模型
的训练效率更加高效，本文主要使用基于CBOW模
型的训练框架［20］。
1.2 监控告警信息中词向量的表达效果

Word2vec训练的词向量在语义特征上具有很
好的表达效果，为了直观地感受词向量的效果，以大
量的历史监控告警信息为语料库进行训练得到每个
词的词向量表示，向量维度可以自定义，每一维度的
数值没有具体含义，仅代表系统自动学习到的一个
特征表达。表 1展示了词向量在余弦相似度上较高
的部分词。由表可以看出，词的相似度越高，往往在
语义也是相似或者相关的。因此，Word2vec训练得
到的模型可以很好地表达监控告警信息中词语的语
义信息。

1.3 基于Word2vec模型的监控告警信息向量化建

模处理流程

对监控告警信息的向量化过程主要分为以下 4
个部分。

（1）分词。通过资料查阅收集专业电力词库并
将从历史监控告警信息中导出的线路名称导入词库
构成电力词典。采用 jieba分词工具的精确模式进

行初始分词，生成按时间排序的由一系列中文词组

组成的监控告警信息。

（2）去停用词。剔除停用词表中无意义的字符，

实现数据清洗以提高后期的训练效果。

（3）向量化建模。利用Word2vec模型对监控告

警信息进行无监督训练，生成蕴含语义特征的高维

词向量。

（4）平均化处理。参考文献［21］中的短文本特

征表达方式，将单条监控告警信息中的所有词向量

求平均值，得到监控告警信息句向量，这种方法在一

定程度上可以表达信息语义。

处理方法的流程图如图1所示。

2 基于 NLP和卷积神经网络模型的监控
告警事件识别

电网事件所触发的监控告警信息是在短时间内

连续发生的，即从语义而言，局部信息间是有“上下

文”联系的，相邻的特定信息中具有推出事件结果的

重要特征，卷积神经网络CNN（Convolutional Neural
Network）模型具有优异的局部特征提取性能，可以

挖掘相邻监控告警信息间的关联性特征，从而识别

告警事件的类型。因此本文基于深度学习中的CNN
模型构建事件识别模型。

2.1 CNN模型

CNN模型是一种带有卷积结构的前馈神经网

络，相比于传统的神经网络，其具有局部连接和权值

共享等特点，可以大幅降低网络的参数量并缓解模

图1 监控告警信息向量化过程

Fig.1 Vectorization process of monitoring

alarm messages

表1 语义相似或相关的部分词语

Table 1 Some words with similar or related semantics

词组1
监视系统

闪变

过程层

青岛

网关

词组2
视频

波动

交换机

拉萨

数据通信

相似度

0.9853
0.9670
0.9680
0.9083
0.9178

词组1
联锁

加热

轻瓦斯

非全相

过电流

词组2
防误

照明

油温高

三相不一致

速断

相似度

0.8963
0.8952
0.8331
0.7477
0.7476
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型的过拟合问题。CNN模型最初是因在图像处理领
域的应用而提出的［22］，但随着 NLP的发展，近年来
已逐渐运用于文本处理领域。CNN模型一般包括输
入层、卷积层、池化层和全连接层，本文采用文献
［23］中的网络结构，如图2所示。

第 1层（输入层）：输入为包含多条监控告警信
息的一个待分类告警事件对应的矩阵H ∈ Rn × k，其
中 n为监控告警信息的数量（图 2中 n=11），k为每条
监控告警信息的向量维度。以“线路瞬时故障”事件
识别为例，输入为该事件触发的 11条监控告警信
息，每条监控告警信息在向量表示阶段已经表示为 k
维向量，所构成的矩阵H作为输入层。在训练过程
中，句向量一般会使用随机梯度下降 SGD（Stochas⁃
tic Gradient Descent）进行调整以满足更高的分类
精度。

第 2层（卷积层）：对于输入层矩阵H ∈ Rn × k，采
用行数为 h、列数与H相同的卷积矩阵W ∈ Rh × k与
输入层矩阵H中相同大小的子矩阵进行卷积操作，
从上往下依次移动卷积矩阵W并重复进行相同的卷
积操作，从而得到卷积结果：

ri = W ⊗ H i：i + h - 1 （1）
其中，i = 1，2，⋯，n - h + 1；H i：i + h - 1为由矩阵H的第
i行至第 i + h - 1行组成的子矩阵；运算符号“⊗”表
示卷积操作，即将 2个矩阵相同位置的元素相乘然
后求和。每次得到的卷积结果经过非线性操作后的
结果为：

ci = Re LU( ri + bi ) （2）
其中，Re LU 为激活函数，其计算公式为 f ( x ) =
max (0，x )；bi为偏置项。经过 n - h + 1次操作后将

所有结果依次排列堆积得到卷积层的特征向量
c ∈ Rn - h + 1。由于事件发生时只有部分信息对事件
的识别结果起主要作用，其他信息则为干扰性伴随
信号。如“线路瞬时故障”事件中，“重合闸动作”信
号和“开关合闸”信号触发则隐含说明“重合成功”这

一特征，但如图 2所示，这 2个主要信息之间夹带了
“弹簧未储能”这一伴随信号，如果卷积矩阵W的行
数 h=2，则无法提取到这一主要特征。因此，通过改
变卷积矩阵的行数 h形成不同类别的矩阵窗口，可
以更加充分地提取局部监控告警信息间的关联特
征，图 2中标注了 3种不同类别的卷积矩阵。同时，
每类矩阵窗口也有多个，类内不同卷积矩阵的元素
值各不相同，能够形成更加完整的特征表达。

第 3层（池化层）：池化层通过一定的下采样规
则对特征向量进行降维，常见的 2种方法为最大池
化法和平均池化法，本文采用最大池化法。取每个
经卷积层操作得到的特征向量 c中的最大值作为特
征值，即：

cmax = max { c } （3）
将所有不同的特征向量经池化操作提取的特征

值拼接形成池化层输出向量 p ∈ Rt，其中 t = ab，a为
卷积矩阵的类别数，b为不同类别的卷积矩阵数量。
池化操作大幅降低了特征维度，提高了模型的训练
效率。

第 4层（全连接层）：池化层和输出层之间为全
连接网络，池化层向量 p经全连接层并经 softmax函
数输出属于每个事件类别的概率，选取概率最大的
事件类别作为该段输入监控告警信息的事件化识别
结果，如式（4）所示。

q = softmax (W0 p + b0 ) （4）
其中，q为事件的类别概率；W0为池化层向量 p的权

重；b0为池化层向量 p的偏置项。

最终，在大量的样本训练过程中，通过 CNN挖
掘得到事件的局部隐含特征，并将其转化为网络权
值和矩阵参数的迭代更新，构建事件识别模型。
2.2 基于 NLP和 CNN模型的监控告警事件识别

流程

为了摆脱专家知识库基于规则推理的局限，实
现计算机对故障事件的自主判别，提高监控告警事
件识别的容错能力和判别效率，本文利用CNN模型
对监控告警事件进行自主识别，其主要步骤如下。

（1）收集本文所需的基本数据，如电网监控告警
历史信息、变电站及线路名称统计信息，建立电力词
典、停用词表等。

（2）对原始监控告警信息进行预处理，包括分
词、去停用词等，并利用 NLP技术对其进行向量化
表示。

（3）从历史信息中提取带标签的事件样本。具
体以带分闸关键词的信息为标志，提取该信息前后
一段时间窗内的离散告警信息集合；当满足一定的
规则后，构成各类标签化监控告警事件，并对照调度
日志进行校核。最终构建可供模型学习的事件样

图2 CNN结构

Fig.2 Structure of CNN
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本库。
（4）搭建训练模型结构，设置各类超参数，建立

目标函数并选取优化算法。
（5）划分训练集和测试集，训练模型并在测试集

上对模型的识别效果进行测试。
（6）构建混淆矩阵，并使用准确率、精确率、召回

率和F1值（具体公式见下一节）等评估指标对模型识
别效果进行评价，观察识别正确率是否满足应用
要求。

（7）在线应用验证模型识别效果，并与基于知识
库方法的专家系统的判断结果结合使用。若自动推
送识别结果，则直接加入样本库进行训练学习；若无
法自动推送结果，则由调度员进行人工判断并将修
改成正确标签后的事件样本加入样本库，供模型进
行训练学习。随着样本量和样本类型的不断增加，
模型的识别正确率和鲁棒性会逐渐提升。

3 算例分析

3.1 数据选择与处理
本文以某市供电公司 2017年约 600万条历史监

控告警信息为语料测试本文所建模型的应用效果。
首先，使用分词工具对所有监控告警信息进行分词
处理，将监控告警信息转换成分布式句向量；然后，
对照调度日志采用半自动半人工的方式从历史信息
中提取 5类事故跳闸事件，分别为线路瞬时故障（重
合成功）、线路永久故障（重合失败）、线路永久故障
（重合未动）、容抗器故障和所变／接地变故障，所提
取的事件包含了事故发生时某一固定时间窗内的所
有监控告警信息，因此会夹带少数非本事件所触发
的信息。深度学习网络具有强鲁棒性，因此对冗余
信息具有一定的容错能力。所提取的各类告警事件
类型及样本数量如表 2所示。由于母线故障、主变
类故障事件的样本数量整体偏少，因此本文没有将
其纳入训练与测试。

3.2 CNN模型参数设置
CNN模型为 4层神经网络，输入层为m × n阶矩

阵，其中m=104为输入监控告警信息的最大条数，n=
300为单条监控告警信息的向量维度；输出节点数
取 5，输出为 one-hot编码表示的事件类别向量，其中
对模型性能影响甚微的部分参数，本文通过多次实

验并通过网格搜索寻优确定了最终的参数：监控告
警信息的向量维度为 300，每类卷积核个数为 100，
丢弃率为0.5，批处理尺寸为50，迭代代数为10。

为了使模型达到最好的分类性能、提高模型识
别准确率，本文设计了几组对照试验，分别改变模型
初始输入向量的生成方式（对比模型A）、卷积窗口尺
寸（对比模型B）、模型训练中告警向量是否更新（对
比模型C）等主要影响参数，将其与本文所构建的模
型进行对比分析。各模型参数设置如表3所示。

此外，为了将本文所提基于CNN的识别模型的
分类效果与传统模型进行比较，选取了几种典型的
传统机器学习模型进行对比验证。传统模型的文本
表示主要采用词频-逆文件频率 TF-IDF（Term Fre⁃
quency-Inverse Document Frequency）方法［24］和每个
事件样本内所有采用Word2vec表示的词向量平均
化方法［25］，即将提取得到的事件样本所包含的所有
监控告警信息类比为一篇文档；传统模型主要选取
了人工神经网络（ANN）、支持向量机（SVM）分类和
随机森林等经典型机器学习模型，其中ANN同样采
用4层神经网络。
3.3 评估标准

为了验证事件识别模型的分类效果，实验采用
准确率、精确率、召回率、F1值作为事件识别准确性
的评估指标。二分类混淆矩阵如表4所示。

混淆矩阵将所有事件按照其实际归属和识别归
属分为 TP（True Positive）、FN（False Negative）、FP
（False Positive）、TN（True Negative）4类，定义准确
率 Ac、精确率 P r、召回率 Re、F1值 4个指标来衡量模
型的识别效果，计算式分别见式（5）—（8）。

Ac = ( lTP + lTN )/ ( lTP + lFN + lFP + lTN ) （5）
P r = lTP / ( lTP + lFP ) （6）
Re = lTP / ( lTP + lFN ) （7）
F1 = 2P rRe / (P r + Re ) （8）

其中，lTP、lFN、lFP、lTN分别为 TP、FN、FP、TN类事件的

表2 样本分类统计

Table 2 Sample classification statistics

故障类型

线路瞬时故障（重合成功）

线路永久故障（重合失败）

线路永久故障（重合未动）

容抗器故障

所变／接地变故障

合计

样本量

1130
918
910
459
86
3503

表3 各模型的参数设置

Table 3 Parameter setting of each model

模型

本文模型

对比模型A
对比模型B
对比模型C

卷积窗口
尺寸1
3
3
4
3

卷积窗口
尺寸2
4
4
4
4

卷积窗口
尺寸3
5
5
4
5

输入向量
是否随机

是

否

是

是

输入向量
是否更新

是

是

是

否

表4 事件识别中的混淆矩阵

Table 4 Confusion matrix of event recognition

实际归属

实际为该类事件

实际为其他事件

识别归属

识别为该类事件

TP
FP

识别为其他事件

FN
TN
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数量。准确率 Ac表示识别正确的事件占全部事件

的比例；精确率P r表示被模型识别为该类事件的样

本中实际为该类事件的比例；召回率Re表示实际为

该类事件的样本中识别为该类事件的比例；F1值则

是对精确率和召回率的综合平均。四者的取值范围

都为［0，1］，取值越接近于 1说明模型的识别效果

越好。

3.4 实验结果分析

3.4.1 模型识别效果分析

本文模型优化采用Adam优化算法，采用 10折
交叉验证，并取 10次实验结果的平均值作为参考标

准。通过多次试验和参数调节，可以得到各模型的

识别结果如表 5所示，本文模型的具体指标如表 6所
示，本文模型与传统机器学习模型的结果比较如表

7所示。

分析表5—7所示结果可以得到如下结论。

（1）由表 5中对比模型A的结果可以看出，相比

于随机生成模型初始化输入，利用语料库进行提前

训练生成监控告警信息向量可以显著提高模型的准

确率，虽然前期对词向量的训练会花费一定量的时
间，但是大样本量的模型训练一般为提前的离线训
练，并不占用在线测试时间，因此在实际工程应用中
应当提前使用相应的语料库进行监控告警信息向量
生成。

（2）由表 5中对比模型B的结果可以看出，改变
卷积窗口尺寸的大小，可以有效改变对发生事件所
触发的一系列时序性监控告警信息的局部特征的提
取效果，最大限度地实现局部特征与事件类别的匹
配，从而提高事件的识别准确率。

（3）由表 5中对比模型C的结果可以看出，相比
于初始输入向量在训练过程中固定不变的训练模
式，对输入向量的不断更新迭代微调可以在一定程
度上提高模型的识别准确率。

（4）由表 6所示结果可以看出，本文模型对简单
事件的识别准确率比较高，但是对复杂性事件如线
路永久故障（重合失败）的识别准确率则相对有所
降低。

（5）由表 7所示本文模型与传统机器学习模型
的对比结果可以看出，本文所提模型的识别准确率
明显高于其他传统模型，传统模型中识别准确率最
高的为Word2vec+随机森林模型，达到 92.24%，而本
文模型的准确率达到更高的 95.14%；在文本表示方
面，由于Word2vec模型能够挖掘监控告警信息中的
语义特征，而TF-IDF表示是基于单纯词频统计而忽
略词语语义，因此也有助于提升本文模型的识别准
确率；在模型训练时间方面，由于本文模型一方面需
要学习信息语义，另一方面 CNN模型的结构复杂，
参数较多，因此训练时间较长，但是基于较长时间离
线训练换取测试准确率的方式具有实际的工程应用
效益，349个告警事件的测试时间约为 8 s，相比于人
工判断，效率得到了显著的提升。
3.4.2 模型容错性分析

为了测试模型的容错能力，设置了 4种测试集，
分别为正常测试集（测试集 1）、漏报带“分闸”信息
的测试集（测试集 2）、在每个测试样本的随机位置
误报了 1条随机信息（测试集 3）、在每个测试样本的
随机位置误报了 2条随机信息（测试集 4），然后对模
型在不同测试集上的识别准确率进行对比分析，结
果如图3所示。

表5 各模型的识别结果

Table 5 Recognition results of each model

模型

本文模型

对比模型A
对比模型B
对比模型C

准确率／%
95.14
93.93
93.25
93.62

训练时间／s
760.13
315.52
746.00
624.45

测试时间／s
7.71
4.63
4.51
4.78

表6 基于本文模型的各类事件的识别结果

Table 6 Recognition results of various events

based on proposed model

事件类型

线路瞬时故障
（重合成功）

线路永久故障
（重合失败）

线路永久故障
（重合未动）

容抗器故障

所变／接地变故障

加权平均值

精确率／%
95.13
91.41
96.21
100
100
95.21

召回率／%
95.12
93.44
97.43
98.13
66.74
95.15

F1／%
95.15
92.47
96.86
99.05
80.07
95.15

样本量

122
91
78
52
6
—

表7 本文模型与传统模型的识别结果比较

Table 7 Comparison of recognition result among

proposed model and traditional models

模型

本文模型

TF-IDF+ANN
Word2vec+ANN
TF-IDF+SVM
Word2vec+SVM
TF-IDF+随机森林

Word2vec+随机森林

准确率／%
95.14
86.87
89.57
88.52
90.83
90.36
92.24

训练时间／s
760.13
53.98
19.49
14.62
8.07
3.91
6.84

测试时间／s
7.71
0.06
0.13
0.91
0.11
0.03
0.04

图3 本文模型在不同测试集下的识别准确率

Fig.3 Recognition accuracy rate of proposed model

under different test sets
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由图 3可知，本文模型在出现漏报重要信息、误
报干扰信息等情况下的识别准确率均有所降低，但
仍能保持较高的识别准确率。因此，在实际调控系
统的监控窗口中，可以将本文所提方法与专家知识
库方法进行结合使用后推送事件识别结果，将事件
触发的监控告警信息进行归并折叠，当调控人员需
要对必要事件进行机理分析时可自行展开查看，从
而提高监控系统的智能性与监视效率。
3.5 工程应用

为了测试本文所提方法的应用效果，以 2018年
8月 17日“温比亚”台风过境当天所截取的某信息密
集时段（13:27—13:31）内所触发的监控告警事件作
为应用对象，从该时段内的 4146条监控告警信息中
提取出 6个适用于本文模型的监控告警事件，经模
型最终识别全部正确，识别时间为 0.5 s。虽然在线
应用的样本量较少，但是本文模型在实际应用中的
事件识别准确率已经达到较高的程度，具有良好的
实际工程应用价值。典型应用事件的识别结果如附
录中表A1所示。
3.6 融合知识库与本文模型的应用分析

当前D5000监控系统中成熟应用的综合智能告
警系统的核心是基于知识库的故障判别方法，但是
由于其知识构成相对固定且严格，容错性较差，当信
息缺失或错误时，则会出现误判漏判；而基于深度学
习的神经网络方法具有较强的鲁棒性和学习能力。
因此，本文提出将传统专家知识库方法和本文模型
结合使用的思路，以降低在线应用的误判和漏判率。
流程图如图4所示。

本文所提识别模型属于神经网络模型，最后输
出归属于每个事件类别的概率，并选取概率最大的

那类事件作为最终的事件识别结果，必要时可以通
过设置模型的最大概率阈值（如 95%，可整定）作为
本文模型是否识别正确的条件。

首先，采用知识库方法进行在线监视，只有当监
控信息特征满足库中的逻辑知识，才会推送故障结
果。若的确无故障发生或者特征丢失不满足逻辑知
识（即出现漏判）都会输出一切正常。然后，进入本
文模型判别，此时由于仅依靠本文模型进行故障类
型判别，为了降低误判，需启动最大概率阈值判断，
若满足阈值，则可自动推送识别结果；若不满足阈值
要求，则需要通过人工介入判断。

同样地，若特征满足知识库方法的条件，便启动
知识库方法判别并输出某一故障结果（包括故障判
断正确或误判 2种情况）。当知识库方法出现故障
的判别结果后，进入本文模型判别，若本文模型判断
结果与前者相同，则直接通过双重验证，输出最终的
结果（为了降低两者同时误判的概率，当两者结果相
同，且经事后分析发现仍然误判时，则需要进行逻辑
分析和模型修复来减少此类情况的发生），若本文模
型判断结果与前者不同，为了降低误判率，则启动最
大概率阈值判断，若满足阈值，则说明本文模型的可
信度较高，可直接输出最终结果；若不满足最大概率
阈值，则需要人工介入判断。

当知识库方法出现误判或漏判时，本文模型可
以对其进行补充判别；当本文模型出现误判时，可通
过最大概率阈值判断或与知识库方法结果一致性判
断来提升识别结果的可靠性。由以上分析可见，两
者结合使用可以进一步降低事件识别的误判率和漏
判率。

4 结论

本文针对当前海量监控告警信息人为处理效率
低、误判率高等现状，从监控业务的实际需求出发，
提出了一种融合知识库和深度学习的监控告警事件
识别方法。将 CNN模型在挖掘单条短文本局部特
征中具有的优异性能类比应用于对一系列时序短文
本的局部特征提取中，并结合Word2vec模型对分布
式向量表示的优势构建能够自主识别电网监控告警
事件的分类模型。通过离线训练和在线应用验证了
本文模型的有效性和实用性，并与知识库融合应用
提高所提方法的可靠性，为人工智能应用于电网监
控领域的发展提供了新的思路。

本文所提方法需要基于足量样本对知识和经验
进行学习，因此样本量较少的事件可以采用基于知
识库的处理方法，两者的有机结合才能构成完整的
智能告警系统。下一步的工作将尝试引入更多的特
征输入以及丰富更多电网事件类别及其样本量，从
而提高本文所提方法的泛化能力。另外，本文是辅

图4 融合知识库方法与本文模型的应用流程图

Fig.4 Application flowchart of combining knowledge

base method with proposed model
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助决策的第一个重要环节，为调度员快速推送故障
节省了时间，关于监控人员进一步进行决策分析、事
件分级处置等将是后续的研究方向。

附录见本刊网络版（http：∥www.epae.cn）。
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Intelligent recognition of power grid monitoring alarm event
combining knowledge base and deep learning

SUN Guoqiang1，SHEN Peifeng2，ZHAO Yang2，ZHU Hongqin2，DING Xiaoliu1，
WEI Zhinong1，ZANG Haixiang1

（1. College of Energy and Electrical Engineering，Hohai University，Nanjing 210098，China；
2. Nanjing Power Supply Company of State Grid Jiangsu Electric Power Co.，Ltd.，Nanjing 210019，China）

Abstract：Power grid monitoring alarm information is an important data base for monitoring personnel to
identify monitoring events. In view of the low efficiency of artificial processing of mass monitoring alarm
information and the demand for deepening the application of power grid intelligent technologies，an automatic
recognition of power grid monitoring alarm events based on knowledge base and deep learning is proposed.
Based on Word2vec model in natural language processing technology，the vectorized modeling of monitoring
alarm information is carried out，and the recognition model of monitoring alarm event is established based
on convolutional neural network. The effectiveness and practicability of the proposed model are verified by
comparison of examples. The application method of integrating knowledge base and the proposed model is
proposed，which realizes the intelligent perception and reliable recognition of power grid monitoring alarm
events.
Key words：power grid monitoring；alarm message；Word2vec；convolutional neural network；event recognition；
knowledge base；deep learning

孙国强





附 录
表 A1 典型监控告警事件的识别结果

Table A1 Recognition results of typical monitoring alarm events

监控告警事件 识别结果 监控告警事件 识别结果

××市××变 10kV 段母线接地告警动作

××市××变 10kV 段母线接地告警复归

××市××变 10kV九莲塘线 111分闸

××市××变 111保护动作

××市××变 111事故总信号动作

××市××变全站事故总动作

××市××变 10kV九莲塘线 111合闸

××市××变 111重合闸动作

XX市 XX变 111弹簧未储能动作

XX市 XX变 111重合闸复归

XX市 XX变 111事故总信号复归

XX市 XX变 111弹簧未储能复归

线路瞬时故障

（重合成功）

××市××变 272开关过流Ⅱ段动作

××市××变 272开关过流Ⅱ段复归

××市××变朱门线 272 分闸

××市××变 272开关事故总信号动作

××市××变全站事故总动作

××市××变 272 开关重合闸动作

××市××变朱门线 272 合闸

××市××变 272开关弹簧未储能动作

××市××变 272 开关重合闸复归

××市××变事故总信息复归

××市××变全站事故总复归

××市××变 272保护装置告警动作

××市××变 272开关过流加速动作

××市××变 272开关过流加速复归

××市××变 10kV朱门线 272分闸

线路永久故障

（重合失败）
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