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摘要：电力需求总量的科学预测是经济转型阶段电力系统规划与运行的重要依据。引入融合分段二次

Lagrange插值函数的新型灰色关联理论，从经济发展、产业结构、用电环境以及居民生活 4个方面分析社会经

济新常态指标与电力需求总量之间的相关程度，筛选出影响电力需求增长率波动的关键因素；进而以电力需

求总量及相关因素为训练数据集，利用融合莱维飞行特征的改进鸽群优化算法对支持向量机的参数进行优

化，建立具有最佳参数、强泛化能力的电力需求总量预测模型。基于我国某电网区域电力需求历史实测数据

的算例结果表明，所建模型具有更好的优化效率和预测精度。
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0 引言

经济的快速增长有力地保障了社会安定繁荣和
人民生活水平的提高。与此同时，经济增长所需的
用电量也急剧增加，这使得电力需求与经济社会协
调发展问题日益受到关注。电力需求变化趋势的准
确预测，不仅可以确保规划期内该地区用电的供需
平衡，还可以促进电力能源与经济、生态的可持续发
展。电力需求包括电量类需求和负荷类需求两大
类［1］。针对电量类的电力需求，文献［2⁃3］对中长期
尺度下的电量不确定性及周期性进行深入分析，基
于构建灰色系统理论或核密度估计方法对电量的发
展趋势进行中长期预测。文献［4⁃5］根据国民经济
历史发展和城市电力需求情况，分析电力负荷发展
过程中的产值单耗、电力弹性系数和人均用电量 3
项指标，并利用产值用电单耗法、电力弹性系数法及
人均电量法，对全社会的中长期用电量提出对应预
测方案。文献［6］通过使用人工神经网络对气候、电
力需求样本数据进行训练，在此基础上形成气候与
电力需求之间的典型关系曲线，从而实现对未来电
力需求总量变化趋势的预测。文献［7⁃8］利用结构
风险最小化原则代替传统的经验风险最小化，充分
挖掘电力需求数据序列的内在规律，提出基于支持
向量机 SVM（Support Vector Machine）的负荷类电
力需求预测模型。现有文献采用的电力需求预测模
型各有优缺点，但随着我国经济发展进入转型阶段，

亟需捕捉经济新常态下电力需求特征的预测方法。
鉴于此，本文采用融合分段二次 Lagrange插值

函数的新型灰色关联理论对电力需求总量的各经济
社会影响因素进行相关性分析，并将相关性较高的
主要因素作为 SVM训练样本的输入，同时利用改进
的鸽群优化 PIO（Pigeon-Inspired Optimization）算法
对 SVM参数进行优化，提高电力需求总量预测模型
的精度和泛化感知能力。最后，以我国某电网区域
年电力需求总量的数据序列作为实际算例，验证本
文所提方法的可行性和有效性。

1 经济转型发展与电力需求总量关联分析

1.1 电力需求关联指标

经济新常态下电力需求总量增长率的振荡放缓
的影响因素涉及多个方面。为了与我国经济结构变
化相适应，以及与国际管理规定相协调相接轨，可从
经济发展、产业结构、用电环境以及居民生活 4个方
面选取 9个社会经济新常态指标对其与电力需求总
量之间的关联性进行分析，如表1所示。

表1 经济转型与电力需求总量关联分析的原始指标

Table 1 Original indexes of correlation analysis between

economic transition and total power demand

类别

经济发展

产业结构

用电环境

居民生活

指标

GDP
GDP年增长率

一产用电量

二产用电量

三产用电量

最大负荷日所在月份的平均气温

年最高气温

年最大负荷日的日最高气温

居民生活用电量

指标编号

B1
B2
B3
B4
B5
B6
B7
B8
B9
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1.2 新型灰色关联分析模型

传统灰色关联分析方法是利用行为因子序列曲
线几何形状的相似程度来量化分析其相关程度［9］，
而忽略了波动序列曲线之间的接近性问题。实际
上，相关性大小不仅与曲线相似程度紧密关联，而且
与曲线之间的接近程度密切相关。

针对经济新常态下电力需求相关数据序列可能
出现的振荡情况，本文引入分段二次 Lagrange插值
函数对相关序列数据进行逼近，并结合序列数据初
值化处理方式，利用 2组序列数据逼近函数所围图
形面积来表征其灰色相似关联度和灰色相近关联
度［10］。具体分析步骤如下。

（1）采集电力需求总量与某一相关影响因素的

2 组统计数据序列 X1 = {x1 (1)，x1 (2)，⋯，x1 (n)}和

X2 = {x2 (1)，x2 (2)，⋯，x2 (n)}，其中 n为采集的样本

数。数据序列X1和X2的逼近函数分别为 f1（t）、f2（t）
（t∈［1，n］）。常用的逼近函数有多项式函数等。鉴
于灰色关联分析的准确度主要受到原始数据序列光
滑离散性的限制，本文可采用具有良好光滑性和高
逼近精度的分段二次Lagrange插值对原始数据序列
进行预先处理，即对数据序列Xi（i = 1，2），任取相邻
数据 xi（k - 1）、xi（k）、xi（k + 1），以［k - 1，k + 1］为插
值区间构造分段二次Lagrange函数：

fik (t)= xi (k- 1) lk- 1 (t)+ xi ( )k lk ( )t +
xi ( )k+ 1 lk+ 1 ( )t （1）

其中，lk-1（t）=（t-k）（t-k-1）/2，lk（t）=-（t-k+1）（t-k-1），
lk+1（t）=（t-k+1）（t-k）/2，k=2，4，6，…，且n≥3。

结合式（1），推导得到数据序列 Xi（i=1，2）的分
段二次Lagrange插值函数的形式如下。

若n≥3，且n为奇数，则：

fi ( )t =∑
k = 2

n - 1
δk fik ( )t i = 1，2

δk = {1 t ∈ [ ]k - 1，k + 1
0 t ∉ [ ]k - 1，k + 1

（2）

若n≥4，且n为偶数，则：

fi (t) =∑
k = 2

n - 2
δk fik ( )t + δ fi ( )n - 1 (t) i = 1，2 （3）

δk = {1 t ∈ [ ]k - 1，k + 1
0 t ∉ [ ]k - 1，k + 1

δ = {1 t ∈ [ ]n - 1，n
0 t ∉ [ ]n - 1，n

基于式（1）—（3）得到Xi（i=1，2）在 t∈［k-1，k+1］
时的分段二次Lagrange插值函数。

（2）如果对 2组数据序列 X1和 X2进行关联度
分析，需要首先对它们进行初值化处理，得到新的

数 据 序 列 X (0)1 = {x(0)1 (1)，x(0)1 (2)，⋯，x(0)1 (n)} 和 X (0)2 =

{x(0)2 (1)，x(0)2 (2)，⋯，x(0)2 (n)}，其中原始数据序列中的

x1（1）和 x2（1）均不为0，则：
x( )0
i ( )k = xi ( )k /xi ( )1 k= 1，2，⋯，n；i= 1，2；n ≥ 3

（4）
相应地，对逼近函数进行初值化处理后可得到

无量纲的 f ( )01 (t)和 f ( )02 (t)，即：

f ( )0
i ( )t = fi ( )t / fi ( )1 t= 1，2，⋯，n；i= 1，2；n ≥ 3

（5）
（3）定义α12为 2组不同数据序列X1和X2的基于

所围图形面积的灰色相似关联度：

α12 = 1
1 + Δs12 （6）

Δs12 = ∫1n || f（0）1 ( )t - f（0）2 ( )t dt ≈∑| f（0）1 (t) - f（0）2 (t) |Δt（7）
其中，Δs12为 2组不同数据序列的逼近函数无量纲处
理后 f ( )01 (t)和 f ( )02 (t)对应曲线与直线 t=1和直线 t=n
所围图形的面积。

α12反映了 2个量纲相同的不同序列数据X ( )01 和

X ( )02 对应曲线的相似程度。α12的值越接近 1，即Δs12
的值越接近 0，则说明 f ( )01 (t)和 f ( )02 (t)重合的可能性

越大，f1（t）和 f2（t）就越相似，X ( )01 和X ( )02 以及对应的不

同数据序列X1和X2的相似度也就越高。
定义 β12为 2组不同数据序列 X1和 X2的基于所

围图形面积的灰色相近关联度：

β12 = 1
1 + ΔS12 （8）

f ( )1
i ( )t = fi ( )t

max ( )fi ( )t
t= 1，2，⋯，n；i= 1，2；n ≥ 3

（9）
ΔS12 = ∫1n || f ( )11 ( )t - f ( )12 ( )t dt ≈

∑ || f ( )11 ( )t - f ( )12 ( )t Δt （10）
其中，max（fi（t））表示数据序列逼近函数的最大值；
ΔS12为不同数据序列无量纲化处理后的逼近函数
f ( )11 (t)和 f ( )12 (t)对应曲线与直线 t=1和直线 t=n所围

图形的面积。
β12反映了 2组数据序列 X1和 X2的相近程度，

其值越接近于 1，则ΔS12越接近 0，说明 f1（t）和 f2（t）、
X (0)1 和X (0)2 以及X1和X2均越来越相近。

本文提出的灰色相似关联度和灰色相近关联度
能够多视角反映电力需求总量与各影响因素数据序
列之间的相关性，避免关联性分析失效或失准的
缺陷。

2 基于PIO-SVM模型的电力需求预测

2.1 SVM模型
SVM应用于电力需求预测，本质上是利用非线

性变换将电力需求相关影响因素作为训练样本
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数据集，通过构造最优决策函数，将非线性函数
优化问题转换为高维特征线性函数的回归问题［11］。
本文中的 SVM模型是在由灰色关联理论确定的
电力需求关键影响因素基础上形成训练样本集D =
{(x1，y1 )，(x2，y2 )，⋯，(x l，yl )，x ∈ Rn，y ∈ R}，其中 l为

样本点数。进而形成所求的线性函数：

f (x) = wϕ (x i ) + b （11）
其中，w为函数平面法向量；ｂ为函数平面的偏置；
ϕ ( ⋅ )为将输入向量映射到 Hilbert空间的非线性

变换。
相应的最优化问题的模型［12］为：

ì

í

î

ï

ï
ïï

ï

ï
ïï

min F = 12  w 2 +C∑
i= 1

l

( )ξi + ξ *i
s.t. yi -wϕ ( )x i - b≤ ε+ ξi

wϕ ( )x i + b- yi ≤ ε+ ξ *i
ξi，ξ *i ≥ 0

i= 1，2，⋯，l（12）

其中，C为正则化参数；ε为估计精度；ξi、ξ *i 为在误差
ξ约束下训练误差的限值。

结合拉格朗日乘子可得：

L = 12  w 2 + C∑
i = 1

l

( )ξi + ξ *i +

∑
i = 1

l

λi ( )yi - wϕ ( )x i - b - ε - ξi +

∑
i = 1

l

λ∗i ( )wϕ ( )x i + b - yi - ε - ξ ∗i -

∑
i = 1

l

( )ηi ξi + η∗i ξ ∗i （13）
其中，λi，λ∗i，ηi，η∗i ≥0（i = 1，2，⋯，l）。

则优化问题的对偶形式为：

ì

í

î

ï

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

max L = - 12∑i = 1
l∑
j = 1

l

( )λi - λ*i ( )λj - λ*j K ( )x i，x j +

∑
i = 1

l

( )λi - λ*i yi -∑
i = 1

l

( )λi + λ*i ε
s.t. ∑

i = 1

l

( )λi - λ*i = 0
0 ≤ λi，λ*i ≤ C i = 1，2，⋯，l

（14）

其中，K（xi，xj）为核函数，其影响模型泛化能力，性能
较优的常用核函数有径向基核函数和多项式核函数，
若K（xi，xj）=Kij=φ（xi）φ（xj）=exp［-‖xi-xj‖2/（2σ2）］，则
为径向基核函数，若K（xi，xj）=（xi·xj+1）d，则为多项式
核函数，xi·xj为 xi与 xj的内积，σ为核函数的宽度参
数，d为核函数的维度参数。

式（12）的矩阵形式为：

ì

í

î

ï
ï
ï
ï

min 12 λTHλ + γTλ
s.t. [ ]1，1，⋯，1，- 1，…，- 1，- 1 λ = 0

0 ≤ λi，λ∗i ≤ C i = 1，2，⋯，l

（15）

其中，λ = [ λ1，⋯，λl，λ∗1，⋯，λ∗l ]T为待优化变量；H和

γ为系数阵，由式（16）确定。

ì

í

î

ïï
ïï

Η = é
ë
ê

ù
û
ú

K -K
-K K

，K = (Kij ) l × l i，j = 1，2，⋯，l

γ = é
ë
ê

ù
û
ú

εI + Y
εI - Y

（16）

其中，Y =[ y1，y2，⋯，yl ]T；I为元素全为1的列向量。

于是得到回归方程：

f (x) = é
ë
ê∑
i = 1

l

(λi - λ∗i )ϕ (x i )ù
û
úϕ (x) + b =

∑
i = 1

l

(λi - λ∗i ) ( )ϕ ( )x i ϕ ( )x + b =

∑
i = 1

l

(λi - λ∗i )K ( )x i，x + b （17）
SVM模型预测性能主要受到正则化参数 C、核

函数宽度参数σ或维数参数 d的影响。为了获得更

加精确的预测结果［13⁃14］，选择最优参数组合至关

重要。

2.2 改进的PIO算法

PIO算法是近年来由模拟自然界中鸽子归巢行

为而提出的一种群体智能优化算法［15］，其在众多领

域中展现出收敛速度快、鲁棒性强［16］的优越特性。

本文在现有PIO算法的基础上增加鸽子在干扰下迷

失方向或在陌生释放地点熟悉地形风貌过程中的随

机飞行行为，增强该算法的全局搜索能力，从而形成

改进的PIO算法，其基本原理如下。

首先，基于地磁场建立地图模型，在二维空间中

用 zi表示第 i只鸽子的位置，用 vi表示第 i只鸽子的速

度，则鸽子 k的位置Zk和速度Vk可表示为：
Zk = [ zk1，zk2，⋯，zkm ]
Vk = [ vk1，vk2，⋯，vkm ] （18）

其中，k = 1，2，⋯，M1；M1为鸽群的种群数量；m为优

化对象的维数。

鸽子的位置和速度通过每次优化迭代进行更

新。鸽子的当前速度由其上一代速度、上一代位置

和最优位置共同决定，相应更新公式如下：

{V i ( )t =V i ( )t- 1 e-Rt + ran ( )Zg -Z i ( )t- 1
Z i ( )t =Z i ( )t- 1 +V i ( )t

（19）
其中，t为当前迭代次数；R为地磁因子，R∈［0，1］；Zg
为通过比较所有鸽子的位置得到的当前种群中全局

最优位置；ran表示［0，1］之间的随机数。

针对鸽子磁场波动时可能出现的迷失方向或陌

生地点的随机搜索情况，在现有 PIO算法中引入莱

维飞行特征对鸽子位置进行更新操作：

Z i (t) = Z i (t - 1) + 0.01r1 μ
|| r2
1/θ Z i (t - 1) （20）
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μ = { Γ ( )1 + θ sin ( )πθ/2
Γ [ ]( )1 + θ /2 θ ⋅ 2( )θ - 1 /2}

1/θ

（21）
其中，Γ（·）表示服从Γ分布；r1和 r2为［0，1］之间随

机数；θ为常量。

当迭代次数达到所要求的最大值后，停止在地

图模型中鸽群的优化工作，进入地标模型进行搜索。

地标模型是模拟鸽子靠近目的地时更多依赖附近地
标直接飞向目标的特性。因而在地标模型中，离目

的地较远的鸽子对目标附近的地标不熟悉，不具有

辨识路径的能力，可直接淘汰舍去，这将使每次迭代

后鸽子的数量减少一半。目的地附近的鸽子将成为

鸽群的中心，带领其他鸽子飞向目标。根据此原则，

选取种群中心点ZC（t）作为剩余鸽群的飞行参考方

向，对个体的位置进行迭代更新：

ZC (t) =
∑
i = 1

Mp ( )t

Z i ( )t F ( )Z i ( )t

Mp ( )t∑
i = 1

Mp ( )t

F ( )Z i ( )t
（22）

Mp (t) = Mp ( )t - 1
2 （23）

Z i (t) = Z i (t - 1) + ran (ZC (t) - Z i (t - 1)) （24）
其中，Zi（t）为第 t次迭代第 i只鸽子的位置；Mp为每

次迭代中鸽子的数量；F（·）为适应度函数，对最小
化问题，F（Zi（t））=1/（ fmin（Zi（t））+ε），fmin（Zi（t））为最

小目标函数，对最大化问题，F（Zi（t））= fmax（Zi（t）），

fmax（Zi（t））为最大目标函数。

通过每次迭代舍去偏离目标的个体，既确保了

算法的较优信息又提高了算法迭代效率。循环迭代

至最大次数，结束地标模型中的算法工作。

2.3 电力需求总量预测模型

针对中长期电力需求预测跨度时间长、获取历

史数据量有限的特点，本文采用适宜小样本容量系

统的 SVM模型对电力需求总量变化趋势进行预测，

并引入基于PIO算法的参数优化技术来提高 SVM预
测中长期电力需求总量的精度和收敛速度。基于
PIO-SVM的电力需求模型预测步骤如下。

（1）初始化参数。根据实际需要设定模型的种
群规模M1、最大迭代次数Nc、地磁因子R以及个体鸽
子的初始位置和速度等。个体鸽子的位置代表SVM
模型的参数C、σ或C、d。

（2）产生 SVM训练数据集。利用融合分段二次
Lagrange插值函数的新型灰色关联理论，通过考虑
相似关联度和相近关联度来多视角选取经济转型阶
段影响电力需求总量的关键因素，并将这些关键影

响因素和电力需求总量的样本归一化数据组成SVM
点对构成的训练样本集D。

（3）PIO-SVM的参数优化。基于 SVM的训练样
本集，以式（25）中训练误差作为适应度函数 fe，采用
改进PIO算法，选定 SVM参数的初值，并通过地图模
型和地标模型的操作，结合式（19）—（24）对鸽子位
置和速度进行迭代更新，根据适应度函数值选取当
前单个鸽子最佳位置和当前种群整体最佳位置。

fe = 1l∑i = 1
l ( y′i - ŷ′iy′i )

2
（25）

其中，y′i 为归一化后的训练集数据向量的第 i个元

素；ŷ′i 为SVM模型的输出向量的第 i个元素。

（4）训练SVM。根据步骤（3）中最小训练误差对
应的最佳参数对 SVM进行设置，选择径向基核函数
或多项式核函数训练一次 SVM，并基于训练得到的
模型对预测集点对样本进行回归预测和反归一化
处理。

（5）评价预测模型。评价 SVM模型的预测精
度，若不符合要求，转至步骤（3），将更新后的正则化
参数 C、核函数宽度参数 σ或维数参数 d代入 SVM
模型，对产生的新种群重新进行 SVM训练，并保存
各次迭代中适应度最好的个体，直到达到最大迭代
次数为止。

（6）输出预测结果。基于获取最优参数的 PIO-

SVM模型输出电力需求总量预测结果，并与实际值
进行比较分析。

3 算例分析

本文将所提方法应用于我国某实际电网区域的
电力需求总量分析。采用该地区 1990至 2013年的
全社会整体年电力需求总量数据作为训练集，以
2014至 2018年电力需求总量作为经济转型期间目
标测试集，对该阶段经济新常态型下电力需求总量
变化趋势进行预测分析。图 1给出了该地区 1990至
2018年的全社会整体年电力需求总量及其增长率
的变化情况。

从图 1可以看出，1990到 2018年该电网区域电
力需求增长了 8.5倍，其中 2001至 2010年期间是该
电网区域电力需求增长最快的时期。但是从 2011

图1 1990至2018年某区域电力需求总量及增长率

Fig.1 Total power demand and growth rate in

a region from 1990 to 2018
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年开始，受到金融危机反复和蔓延以及我国经济进

入转型调整阶段的影响，该电网区域经济发展走向
增速减缓区，相应电力需求总量增长率有逐渐放缓
的趋势。尤其是 2015年，电力需求总量出现负增
长，其部分原因是政府开始转变经济发展方式，将经
济发展的重点从高能耗的制造业转到服务业。
3.1 电力需求总量与其影响因素的关联度分析

针对经济转型发展对电力需求的影响，采用表
1中与社会经济转型形势紧密联系的经济发展、产
业结构、用电环境以及居民生活 4个方面的因素进
行分析。同时为了更准确地分析这些因素与电力需
求之间的关联性，利用分段二次 Lagrange插值函数

对经济新常态下原始电力需求总量数据进行逼近处

理，使其逼近曲线较常规逼近函数曲线更加光滑贴

近，从而解决原有灰色相关分析方法不能客观反映

波动序列相似性与接近性的弊端。图 2给出了多项

式核函数、分段二次 Lagrange插值函数拟合 1990至
2013年电力需求总量数据的情况。

由图 2可以看出，分段二次 Lagrange插值函数

能很好地跟踪原始数据的变化趋势，其贴近度高，且

能够保持逼近曲线较为光滑。因而，利用分段二次

Lagrange插值函数对原始数据进行逼近处理后，能
使随之建立的灰色相似关联度和灰色相近关联度模
型具有较高的评估精度。鉴于电力需求总量与其他
相关影响因素的数值和量纲均差别较大，需要首先
对各相关指标进行无量纲化处理，然后结合式（1）—
（10），采用融合分段二次 Lagrange插值函数的新型
灰色关联分析方法计算表 1中各项指标B1—B9与电
力需求之间的灰色相似关联度和灰色相近关联度，

结果如表 2所示。结合式（9），指标B1—B9无量纲化

处理后的相关数据见附录中表A1。
结合表 2，选取灰色相似关联度大于 0.5、灰色相

近关联度大于 0.1的关键影响因素，即认为GDP、二
产用电量和居民生活用电量与电力需求总量的灰色

相似关联度和灰色相近关联度相对较高，说明这 3
项指标与电力需求总量的相关性较大。

3.2 电力需求总量预测及结果分析

基于表 2，选用GDP、二产用电量和居民生活用
电量作为 SVM预测模型的输入变量训练样本集，对
训练样本进行归一化，然后利用改进的 PIO算法对
SVM模型中的参数进行优化。其中，训练样本为
1990至 2013年电力需求数据，而将 2014至 2018年
电力需求数据作为测试样本。为了验证融合PIO算
法的 SVM的预测效果，本文分别采用多元线性回归
MLR（Multiple Linear Regression）、多项式核函数下
基于粒子群优化算法的支持向量机（PKF-PSO-SVM）、
径向基核函数下基于粒子群优化算法的支持向量机
（RBF-PSO-SVM）［17］、多项式核函数下基于 PIO算法
的支持向量机（PKF-PIO-SVM）、径向基核函数下基
于 PIO算法的支持向量机（RBF-PIO-SVM）对电力需
求总量进行预测。设置种群数为 60，迭代次数为
100。表 3给出了径向基核函数下粒子群优化算法
和改进PIO算法寻优后的 SVM正则化参数C和核函
数宽度参数σ以及多项式核函数下粒子群优化算法
和改进PIO算法寻优后的 SVM正则化参数C和维数
参数d。

下面利用 5种模型对该电网区域 1990至 2018
年电力需求总量及其相关数据进行分析，预测结果
见附录中表A2。基于表A2中预测结果得到对比曲
线如图 3所示。5种模型预测结果与实际值的平均
相对误差和单年最大相对误差如表4所示。

对比图 3和表 4中预测结果可知：2种核函数下
的 PIO-SVM模型预测结果的平均相对误差和最大
相对误差均小于 2种核函数下的 PSO-SVM模型，说

图2 电力需求总量数据逼近曲线的比较

Fig.2 Comparison of approximation curves

for total power demand data

表2 各项指标与电力需求之间的灰色关联度

Table 2 Gray correlations between each index

and power demand

指标

B1
B2
B3
B4
B5
B6
B7
B8
B9

灰色相似关联度

0.5141
0.2510
0.1546
0.6479
0.4032
0.0931
0.1041
0.1066
0.5469

灰色相近关联度

0.1070
0.0219
0.0203
0.1312
0.0314
0.0226
0.0236
0.0235
0.1336

表3 不同SVM模型的参数对比

Table 3 Comparison of parameters optimized by

different SVM models

模型

PKF-PSO-SVM
RBF-PSO-SVM
PKF-PIO-SVM
RBF-PIO-SVM

C

13.68
14.22
5.35
7.76

σ

—

0.31
—

0.18

d

4.980
—

2.163
—
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明应用寻优能力更优的 PIO-SVM模型能获取更佳
的参数，解决年电力需求总量预测问题具有更高的
精度；虽然在训练 SVM阶段基于径向基核函数的
PIO-SVM模型存在个别年份最大相对误差要高于基
于多项式核函数的 PIO-SVM模型的情况，但总体的
平均相对误差较小，且在图 3中其预测的电力消费
总量曲线与实际曲线重合度更高，说明基于径向基
核函数的 PIO-SVM模型泛化能力更好。因此，基于
灰色相似和相近关联性可以充分挖掘经济转型阶段
与电力需求总量变化相关的关键因素，并结合改进
PIO算法寻优能力强的特点选择最优参数，获得具
有更高电力需求预测精度、更优泛化能力的 SVM优
化模型，进而通过跟踪感知经济转型阶段电力需求
的变化趋势，为优化经济结构、调整电力产业布局提
供理论支撑。

4 结论

随着经济增速的放缓和经济结构转型，我国电
力需求增长率整体呈现振荡缓慢新常态，尤其是
2015年，电力需求总量出现负增长，这使得传统的
预测方法已经不能很好地适应经济转型时期电力需
求总量中长期预测的需要。选取表征经济转型特征
的GDP、二产用电量和居民生活用电指标与电力需
求总量作为输入进行基于PIO算法的 SVM预测模型
训练，算例分析对比了 PKF-PSO-SVM、RBF-PSO-

SVM、PKF-PIO-SVM、RBF-PIO-SVM模型以及多元线
性回归模型的预测结果与预测性能指标。可以得
出，与粒子群优化算法、多项式核函数相比，采用径

向基核函数下 PIO算法对模型参数进行寻优，可以
使 SVM的训练更加准确，从而形成寻优能力强、预
测精度高、泛化能力优的电力需求总量预测新方法，
该方法能够科学准确跟踪经济转型诱发增长率波动
背景下未来电量类电力需求发展的变化趋势，为确
保电量供需平衡、提高电力企业经营效益提供一定
指导作用。

附录见本刊网络版（http：∥www.epae.cn）。
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Application of pigeon-inspired optimization algorithm based SVM in
total power demand forecasting

TIAN Shuxin1，ZHOU Quan2，CHENG Haozhong3，LIU Lu3，LU Liang2，JIANG Li2
（1. College of Electric Power Engineering，Shanghai University of Electric Power，Shanghai 200090，China；

2. Southwest Branch of State Grid Corporation of China，Chengdu 610041，China；
3. Key Laboratory of Control of Power Transmission and Conversion，Ministry of Education，
Department of Electrical Engineering，Shanghai Jiao Tong University，Shanghai 200240，China）

Abstract：Scientific forecasting of total power demand is an important basis for power system planning and
operation during the period of economy transition. A novel grey correlation theory combined with piecewise
quadratic Lagrange interpolation function is introduced to analyze the correlation degree between social eco⁃
nomic new normal indexes and total power demand from four aspects of economic development，industrial
structure，power utilization environment and residential living，and the key factors that affecting the growth
rate fluctuation of total power demand are screened. Further，the total power demand and its relevant fac⁃
tors are taken as training dataset，an improved pigeon-inspired optimization algorithm merging with Lévy
flights is adopted to optimize the parameters of SVM（Support Vector Machine），and a forecasting model of
total power demand with the best parameters and strong generalization capability is built. The case results
based on the historical measured power demand data of a power grid region in China show that the pro⁃
posed model has better optimization efficiency and forecasting accuracy.
Key words：total power demand；new normal index；pigeon-inspired optimization algorithm；support vector
machines；grey correlation
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附录： 

 

表 A1  1990 至 2013 年某实际电网区域电力需求相关指标归一化数据 

Table A1 Normalized historical data of related indexes for total electricity consumption in a practical power grid region from 

1990 to 2013 

年份 
指标归一化数据 

B1 B2 B3 B4 B5 B6 B7 B8 B9 

1990 0.031 0.468 0.761 0.292 0.131 0.778 0.679 0.679 0.168 

1991 0.035 0.397 0.143 0.058 0.026 0.792 0.679 0.679 0.035 

1992 0.041 0.501 0.159 0.059 0.027 0.792 0.679 0.679 0.038 

1993 0.053 0.785 0.146 0.061 0.029 0.806 0.690 0.690 0.038 

1994 0.071 1.000 0.139 0.062 0.032 0.806 0.690 0.690 0.044 

1995 0.090 0.732 1.000 0.403 0.234 0.806 0.690 0.690 0.298 

1996 0.105 0.495 0.984 0.397 0.245 0.806 0.690 0.690 0.333 

1997 0.120 0.386 0.728 0.323 0.207 0.806 0.690 0.690 0.297 

1998 0.128 0.200 0.700 0.341 0.253 0.819 0.702 0.702 0.349 

1999 0.134 0.138 0.680 0.338 0.263 0.819 0.702 0.702 0.371 

2000 0.145 0.220 0.556 0.303 0.244 0.819 0.702 0.702 0.305 

2001 0.159 0.279 0.566 0.336 0.260 0.819 0.702 0.702 0.336 

2002 0.176 0.316 0.648 0.346 0.273 0.833 0.714 0.714 0.353 

2003 0.200 0.381 0.674 0.419 0.338 0.833 0.714 0.714 0.412 

2004 0.239 0.550 0.673 0.492 0.420 0.861 0.833 0.833 0.458 

2005 0.275 0.433 0.701 0.576 0.490 0.861 0.833 0.833 0.535 

2006 0.319 0.458 0.762 0.635 0.514 0.889 0.952 0.952 0.590 

2007 0.386 0.594 0.760 0.702 0.569 0.861 0.905 0.905 0.626 

2008 0.465 0.587 0.751 0.739 0.645 0.722 0.929 0.905 0.726 

2009 0.523 0.353 0.761 0.780 0.720 0.806 0.881 0.810 0.888 

2010 0.634 0.606 0.779 0.879 0.784 0.806 0.929 0.833 0.870 

2011 0.783 0.670 0.876 0.981 0.885 1.000 1.000 1.000 0.881 

2012 0.891 0.390 0.943 1.000 1.000 0.972 0.952 0.952 1.000 

2013 1.000 0.349 0.861 0.911 0.951 0.972 0.952 0.881 0.869 

 

 

 

 



表 A2  电力需求模型预测值与实际值的对比 

Table A2 Comparion between actual value and predicted value based on different power demand models  

年份 实 际 值 /

（GW·h） 

预测值/（GW·h） 

MLR PKF-PSO-SVM RBF-PSO-SVM PKF-PIO-SVM RBF-PIO-SVM 

1990 38 934  39 021  38 934  38 934  38 952  38 934  

1991 41 336  35 023  39 009  40 856  41 161  39 010  

1992 44 701  48 196  49 026  41 932  45 070  46 030  

1993 50 056  47 546  52 640  48 831  49 846  50 640  

1994 53 375  49 563  55 533  52 466  54 057  53 030  

1995 56 316  50 802  57 792  55 546  57 315  55 790  

1996 59 695  52 393  59 167  58 865  59 465  59 170  

1997 61 271  55 191  60 775  60 790  60 947  60 780  

1998 60 922  58 422  60 965  60 896  63 823  60 460  

1999 67 319  61 938  66 002  66 034  67 602  66 900  

2000 74 670  65 459  74 293  72 943  73 904  74 290  

2001 78 022  69 706  77 686  77 006  78 485  77 690  

2002 86 040  75 995  84 745  84 233  88 105  85 740  

2003 103 724  84 318  106 470  99 826  101 968  103 470  

2004 119 532  94 396  119 319  115 591  118 469  119 320  

2005 131 466  105 888  135 294  128 291  134 484  131 290  

2006 147 764  118 674  149 634  143 869  147 856  147 630  

2007 164 173  131 965  166 085  160 112  163 469  164 080  

2008 171 054  146 475  173 008  168 866  173 001  171 010  

2009 187 611  163 027  181 607  183 862  190 133  187 610  

2010 219 588  181 554  213 627  212 443  217 105  219 630  

2011 249 224  199 662  243 306  241 868  245 552  249 310  

2012 258 222  218 451  252 347  254 951  260 215  258 350  

2013 279 286  236 655  268 854  272 419  278 870  279 450  

2014 291 601  253 766  279 412  283 165  289 017  291 810  

2015 290 830  270 896  289 985  290 297  292 980  291 080  

2016 307 520  285 300  304 819  298 375  305 745  307 820  

2017 320 420  296 980  311 763  313 151  320 815  320 760  

2018 330 980  322 100  327 367  326 214  331 943  331 370  
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