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摘要：油色谱数据的缺乏和不均衡会导致训练过拟合、模型缺乏代表性、测试集效果不理想等问题，从而难以

对变压器的状态进行准确评价。针对该问题，将强化学习中的策略梯度算法引入生成式对抗网络 GAN
（Generative Adversarial Networks），提出了一种基于策略梯度和GAN的变压器油色谱案例生成方法。仿真

结果表明，与传统的样本扩充算法相比，利用所提方法合成的样本质量较高。对包含 9种故障状态共 700组

样本的变压器油色谱数据利用所提方法进行油色谱故障样本扩充，利用基于BP神经网络模型的变压器故障

分类模型对将扩充后样本作为训练集训练得到的神经网络模型和仅用真实数据作为训练集训练得到的神经

网络模型进行了对比，结果表明利用扩充的样本后，变压器故障分类准确率得到了提高。变压器故障诊断实

例表明利用所提方法得到的结果与实际情况相符。
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0 引言

变压器是电力系统中最为重要的设备之一，是

保证电力系统安全、可靠、经济、优质运行的关键。

绝缘自然老化、环境条件恶劣和运行负荷过高等因

素都可能诱发电力变压器的故障，造成严重的社会

经济损失，深入研究电力变压器故障诊断及预警技

术，准确识别故障类型和特征，对于变压器的维护、

制定合适的检修策略等具有重要的指导意义。基于

油色谱的变压器状态评估在生产实践中得到了广泛

应用，是油浸式变压器健康状态评估和故障诊断的

最有效、最可靠的手段之一，至今仍是研究热点［1］。
随着计算机信息技术以及机器学习的发展，人

工智能被广泛用于变压器的故障诊断［2］，如支持向

量机 SVM（Support Vector Machine）［3］、相关向量机

RVM（Relevance Vector Machine）［4］、神经网络［5］、贝
叶斯网络、遗传算法［6］、决策树［7］等。这些算法均需

要有足够多的样本数，其数据集的多少对智能算法

的工作性能起着决定性作用。目前，油色谱数据的

缺乏和故障案例数据不平衡是限制变压器健康监测

发展的重要因素，其会导致训练出的模型缺乏泛化

性、可信性和可靠性，难以对变压器的状态进行准确

评价［8-9］。
为解决由于样本数量过少引起的模型准确率低

的问题，可有效扩展数据样本的方法得到了广泛研

究，特别是在计算机图形视觉领域，如蒋杰等利用镜

像处理、旋转处理、多尺度放缩、添加高斯噪声、随

机剪切和色彩增强 6种算法进行训练图像数据的

增强，加大训练数据集的数据数量，提升了汽车图像

细粒度识别的准确度［10］；SUTSKEVER I等利用基于

递归神经网络语言模型 RNNLM（Recurrent Neural
Network Language Model）随机采样的方法，通过训

练好的RNNLM随机生成采样数据以丰富训练集中

包含的语言现象［11］；BJERRUM E J使用仿射变换生

成新样本，将样本和新样本混合作为训练集输入神

经网络中，训练完成后的模型分类结果误差可以控

制在 0.35%以内［12］。以上方法虽形成了效果不错的

生成式模型，但仍存在泛化能力不够强的问题。

2014年GOODFELLOW I J等人提出了一种新

的生成式模型——生成对抗网络 GAN（Generative
Adversarial Networks），其凭借特殊的对抗性思想从

众多生成器模型中脱颖而出［13］，在计算机视觉、机器

学习、语音处理等领域得到了广泛应用。GAN由一

个生成器和一个判别器构成，其中生成器捕捉真实

数据样本的数学分布模型，并由学习到的分布模型

生成新的数据样本；判别器是一个二值分类器，用于

判别输入是真实数据还是生成的样本［14］。生成器和

判别器交替训练，提高各自的生成能力和判别能力。

凭借自身的对抗特性，GAN可以不断地自我提升，
在生成样本领域取得了比传统方法更显著的效
果［15-17］，表现为生成的样本更好、可以训练任何生成
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网络且不需要引入任何决定性偏置。

本文将对基于GAN的变压器油色谱案例生成

方法进行探讨。GAN源于图像处理，更加适用于图

像的生成，而变压器油色谱序列是变化波动大且分

布多样的离散数据，所以直接将GAN用于油色谱案

例数据的生成存在样本重复率较高、生成效率低、效

果不理想等问题。为解决这一问题，本文将强化学

习中的策略梯度算法引入GAN结构，提出了一种基

于强化学习策略梯度和GAN的变压器油色谱案例

生成方法。策略梯度算法具有收敛性好、能有效解

决高维或者复杂空间问题的优势，非常适用于处理

分布多样和变化较大的离散数据，将策略梯度和

GAN结合能有效生成油色谱故障案例数据，并降低

不同故障案例间的不均衡性。仿真验证与案例分析

结果表明了本文方法的有效性。

1 基于策略梯度和GAN的变压器油色谱案例
生成模型

1.1 原始GAN
原始GAN结构如图 1所示。图中，生成器 G的

输入为随机噪声向量 z，输出为伪样本数据G（z）；判

别器D的输入分别为真实数据 x和 G（z），目标是实

现对输入数据的二值分类，若D的输入来源于真实

样本则输出 1，否则输出 0，同时反馈给生成器 G指

导其训练，目的是使G的输出G（z）的分布尽可能接

近真实数据的分布 pdata。

GAN的生成器和判别器本质都是函数，通常用

深层神经网络实现［18］。判别器的函数参数设为 φ，
记为Dφ。生成器的函数参数设为 θ，记为 Gθ。Dφ通

过更新 φ极大化其损失函数 JD（θ，φ），Gθ通过更新 θ
极小化其损失函数 JG（θ，φ）。Dφ和Gθ的损失函数都

依赖于对方的参数，但无法更新对方的参数，经过训

练后达到一个纳什均衡［19］。在该环境下，一个纳什

均衡是指一对参数（θ，φ），使得 θ是 JG（θ，φ）的一个

极小值，同时使得 φ是 JD（θ，φ）的一个极大值［13］。
GAN的优化实际上是一个极小极大化问题，其目标

函数可以描述为：

min
G
max
D
V (D，G ) = min

G
max
D {Ex∼ pdata [ ]log2 D ( x ) +

}E z ∼ pz [ ]log2 (1-D (G ( z ) ) ) （1）
其中，E［·］表示期望运算；max表示当输入真实数据

时，判别器使得目标函数最大化，判断其为真实数

据；min表示当输入生成数据时，生成器使D（G（z））
最大化，即目标函数的值最小化，生成器欺骗判别

器，使其误认为此时的输入为真实数据。两者相互

博弈，最终达到一个纳什均衡。

1.2 策略梯度算法

直接将原始GAN用于油色谱案例数据的生成

将存在样本重复率高且生成效率低等问题，为提高

GAN模型的效率，本文采用策略梯度算法更新生成

器的模型参数［20］。
将生成器视为智能体，判别器视为环境。根据

实际变压器故障案例，生成器 Gθ 通过策略函数

Gθ ( )xt |X1：t- 1 生成合成案例，记X1：T=（x1，x2，…，xt，…，

xT），策略函数是概率密度函数，即在实际应用策略

时，按照这个概率分布进行动作选择。然后同时向

判别器模型Dφ输入来自实际变压器故障案例库的

案例和合成案例，模型返回判别器认为输入案例是

真实故障案例的可信概率Dφ（X1：T）。

通过动作值函数Q评价当前策略的好坏，即最

优策略能最大化以任一状态为初始状态的总奖励。

此时状态指生成的变压器故障案例，如 st-1表示在时

刻 t已生成的案例序列（x1，x2，…，xt-1）。环境奖励由

Dφ返回的可信概率Dφ（X1：T）给出，生成案例越接近

实际故障案例的分布则奖励越大。由于Dφ仅返回

完整序列的可行概率，对于完整的故障案例序列

X1：T 有：

QGθ
(X1：T - 1，xT )=Dφ (X1：T ) （2）

其中，QGθ
(X1：T - 1，xT )为在状态 X1：T-1 下，根据策略

Gθ ( )xt |X1：t- 1 生成下一个数据 xt后得到的预期总奖

励。对于非完整的案例序列X1：t，采用蒙特卡罗方法

对序列接下来的 T - t个数据进行N次模拟，模拟策

略同样是生成器的策略函数，如式（3）所示。

MGθ
(X1：t )={ X 11：T，X 21：T，…，X N1：T} （3）

其中，X n1：t = X1：t，X n
t+ 1：T 通过模拟采样得到。由此得到

动作值函数的计算公式为：

QGθ
(X1：t- 1，xt )=

ì

í

î

ïï
ïï

1
N ∑

X n1：T ∈MGθ (X1：t )
Dφ (X n1：T ) t< T

Dφ (X1：T ) t= T
（4）

1.3 生成器的训练

生成器的目标函数为：

J (θ ) = vGθ ( s0 ) （5）
其中，vGθ ( s0 )为在策略Gθ ( )|xt X1：t- 1 的指导下，状态 s0

之后能得到的预期总奖励，是一个期望函数，如式（6）
所示。

图1 原始GAN结构示意图

Fig.1 Schematic diagram of structure of original GAN
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vGθ ( )X1：t- 1 =∑
xt

Gθ ( )xt |X1：t- 1 QGθ ( )X1：t- 1，xt （6）
采用增强算法，使用随机梯度上升算法求解策

略函数的参数使得目标函数最大，如式（7）所示。

θ← θ + α∇θ J (θ ) （7）
其中，α∇θ J(θ )≜Δθ为策略梯度；α为生成器学习率。

状态值函数 vGθ ( s)还可以表示为：

vGθ ( s) = EGθ ( )Rxt+ 1
X1：t + γRxt+ 2

X1：t +…+ γT - t- 1RxT
X1：t | s （8）

其中，Ra
s 为智能体在状态 s时执行动作 a得到的即时

奖励；γ为衰减值，表示之前状态的影响力随着动作

数增加而衰减的程度，本文中，每一步动作对合成变

压器案例的奖励的影响同等重要，取γ=1。
根据前述定义可得到 QGθ

( s，a )和 vGθ ( s)的另一

个关系式为：

QGθ
( s，a ) = Ra

s +∑
s′
Pa

ss'vGθ ( s') （9）
其中，Pa

ss'为一个概率模型，表示在状态 s下采取动作

a后，转到下一个状态 s′的概率。

在本文的模型中，生成不同的数据会产生不同

的变压器案例，即当选取动作后，Pa
ss′是固定的。例

如对于状态 s′=X1：t和状态 s=X1：t-1，当已取得动作 a=
xt后，有Pa

ss′= 1，而对任何其他状态 s″均有Pa
ss″ = 0。则

对QGθ
( s，a )有：

QGθ
(X1：t- 1，xt )= Ra

s +∑
s'

Pa
ss′vGθ ( s')=

Ra
s + vGθ (X1：t ) （10）

结合式（6）、（9），并取即时奖励Ra
s（除最后的完

整序列状态之外的状态）为0，对于∇θ J(θ )有：

∇θ J (θ )=∇θ vGθ ( s0 )=∇θ∑
x1
Gθ ( )x1 | s0 QGθ ( )s0，x1 =

∑
t=1

T

EX1：t-1

é

ë
êê

ù

û
úú∑

xt

Gθ ( )xt |X1：t-1 QGθ ( )X1：t-1，xt =

∑
t=1

T

EX1：t-1
é
ë

ù
û

Ext
é
ë

ù
û∇θ log2Gθ ( )xt |X1：t-1 QGθ ( )X1：t-1，xt

（11）
其中，X1：t-1为生成器产生故障案例的即时采样值，通

过采样的方法可以得出期望值E［·］，并以此根据式

（7）更新生成器的参数 θ。
1.4 判别器的训练

判别器的目标是通过 φ的更新，扩大真实故障

案例的Dφ (X pdata1：T )和合成案例的Dφ (X Gθ1：T )概率分布之

间的距离，GAN模型的判别器目标函数可改写为：
max
φ

V (φ ) = E
X ∼ pdata

[ log2Dφ (X1：T ) ] +
E

X ∼ Gθ
[ log2 (1-Dφ (X1：T ) ] （12）

采用Adam优化算法更新判别器参数：

gtiter ← ∇φV (φtiter - 1 )
mtiter ← β1mtiter - 1 +(1- β1 )gtiter
vtiter ← β2 vtiter - 1 +(1- β2 )g2titer
φtiter ←φtiter - 1 + β ( mtiter

1- β titer1 ) / vtiter
1- β titer2

（13）
其中，titer为训练迭代次数；β为判别器学习率；β1、β2
分别为一阶矩估计、二阶矩估计的指数衰减因子，本
文中 β1=0.9、β2=0.999。Adam优化算法具有收敛速
度快、实现简单、计算效率高和内存需求低的特点。
1.5 对抗训练过程

基于策略梯度和GAN的变压器油色谱案例生
成模型结构如图2所示。

在训练最初阶段，生成器产生的合成序列与实
际变压器故障案例相比有较大区别。生成器模型与
判别器模型交替训练，生成器利用目标函数的策略
梯度不断更新参数，逐渐产生更加真实的数据，同时
判别器的判别能力也随着参数变化不断提高。训练
流程图见图 3。随着训练过程的进行，当训练达到
稳态时，生成器逐渐可以产生令判别器难以分辨的
合成序列，由此得到可以模拟真实故障案例的生
成器。

2 网络结构

构造基于策略梯度和GAN的故障案例生成网
络结构：生成器模型采用循环神经网络的特殊形式
长短期记忆 LSTM（Long Short-Term Memory）网络，
包括嵌入层、LSTM网络结构、全连接层和 softmax分
类器；判别器模型采用卷积神经网络，包括嵌入层、
二维卷积层、一维最大池化层、全连接层和分类器。
生成器和判别器的结构图分别如附录A中的图A1
和图A2所示。

判别器网络中设置了不同长度的卷积核来提取
输入样本的不同特征，然后通过池化层将所有特征
图尺寸转化为统一的尺寸，并输入全连接层得到二
分类的结果。与其他非线性激活函数相比，ReLu函
数具有计算简单且不易发生梯度爆炸等特点［15］。本
文选取 ReLu函数为网络的非线性激活函数，如式
（14）所示。

图2 基于策略梯度和GAN的变压器故障案例

生成模型结构示意图

Fig.2 Schematic diagram of transformer fault case genera-

tion model based on policy gradient and GAN
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fReLu = max (0，x ) （14）
3 仿真验证

为了对比本文所提基于策略梯度和GAN的变

压器故障案例生成模型与传统的样本扩充算法，并

排除数据本身质量的影响，更加精确地比较和分析

不同样本扩充算法应用的效果，选取式（15）所示的

动力学方程的抽样解作为样本对本文方法进行仿真

验证。
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sin (9y )
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0

（15）
在 y ∈[ 0，5 ]中随机选取 1 000个点并求解，每个

解长度为 7，形式为 { y，x1，x2，x3，ẋ1，ẋ2，ẋ3}。将这些

数据输入本文所提生成模型（方法 1）。同时，利用

传统的样本扩充方法——直接加白噪声（方法 2）、

基于 3σ原则和相似度准则按比例扩充样本（方法 3）
以及基于欧氏距离加权平均扩充样本（方法 4）对这

些数据进行扩充，分别生成 1000个合成数据，按照 y
由小到大的顺序排序。

为了防止数据过分密集而无法清晰辨识，本文
仅选取 y ∈ [ 0，1]对应的 x1的合成数据进行展示，如

图4所示。

将合成数据代入式（15）求取平均误差作为合
成数据的质量指标，其中二阶导利用差分公式近似，
得到方法 1— 4的平均误差分别为 11.549、40.782、
603.051、54.570。可见，基于 3σ原则扩充样本的方
法的平均误差最高，这是因为该方法要求数据分布
符合对数正态特征，对于其他分布的数据扩充效果
较差；本文方法的合成数据平均误差最低，说明利用
本文方法合成样本的质量较高，可以满足真实性的
要求，且性能优于传统的样本扩充方法。

4 实测数据验证

4.1 原始样本数据

选取已有变压器案例库中实测的 700组故障案
例油色谱数据，对本文所提基于策略梯度和 GAN
的变压器故障案例生成方法进行应用探讨。其中正
常案例 233组，故障案例 467组，每个案例含 H2、
CH4、C2H2、C2H4、C2H6、CO、CO2和总烃含量 8个特征，
故障类型分为低能放电（LD）、高能放电（HD）、低能
放电兼过热（LDT）、局部放电（PD）、中温过热（MT）
（温度范围为（300，700）℃）、低温过热（LT）（温度低
于 300 ℃）、高能放电兼过热（HDT）、高温过热（HT）
（温度超过 700 ℃）8种故障。原始案例样本分布
见表1。

由表 1可见，不同故障类型的案例数量分布不
平衡，其中高能放电的案例数量远大于其他故障类

图3 算法流程图

Fig.3 Flowchart of algorithm

图4 x1合成数据分布图

Fig.4 Synthetic data distribution of x1

表1 原始案例样本分布

Table 1 Distribution of original cases

故障类型

正常

LD
HD
LDT
MT

案例数量

233
56
196
63
34

故障类型

PD
HT
LT
HDT

案例数量

22
68
18
10
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型，同时部分故障类型数量严重不足，如局部放电、
低温过热和高能放电兼过热等，这会导致对变压器
的健康状态难以进行准确评估。
4.2 油色谱案例的生成

将高能放电故障案例的油色谱数据输入本文所
提模型网络进行训练，10个样本为一组，设置训练
次数为 350，得到 100个生成数据。采用负对数似然
NLL（Negative Log-Likelihood）度量真实样本概率分
布与合成样本概率分布之间的差异，图 5为训练过
程中生成数据与真实数据间的NLL随着迭代次数增
加的变化情况。由图可见，在训练的最初阶段，生成
器所生成的数据与真实数据的分布情况差距很大，
随着迭代次数的增加，生成器逐渐学习到故障案例
中存在的特征，生成数据的质量得到提高，合成数据
与真实数据的NLL逐渐减小。

采用同样的方式训练其他故障类型的数据，共
得到260个生成数据，具体分布如表2所示。

4.3 样本扩充后的变压器故障诊断
为检验生成的变压器油色谱数据的质量，设计

2种评价方案：方案 1选取 70%的真实案例随机作为
训练集，剩余的 30%作为测试集；方案 2将生成数据
加入训练集，测试集的生成方法与方案1相同。

将 2个方案的数据集分别输入隐含层大小为
20×50×30的BP神经网络故障分类网络对合成数据
的质量进行定量评价，训练批次为 50，最大迭代次
数设置为 10 000，损失函数为交叉熵，采用Adam优
化算法作为梯度优化算法。评价结果表明，方案 2
的故障准确率结果为 0.923，高于方案 1的准确率
0.876，说明利用本文方法进行训练集样本扩充后，
BP神经网络的故障诊断能力得到了提高。

针对不均衡数据的分类问题，不能仅仅将分类
准确率作为BP神经网络泛化能力的评价指标。本
文引入分类模型的召回率指标和精度指标对神经网

络的泛化能力进行评价，其中召回率衡量的是系统
的查全率，精度衡量的是系统的查准率。对于故障
类型 F，召回率和精度的表达式分别如式（16）和式
（17）所示。

λ recall = NTP
NTP +NFN

× 100 % （16）
λprecision = NTP

NTP +NFP
× 100 % （17）

其中，λrecall为召回率；λprecision为精度；NTP为真正例数，
即预测故障类型和实际故障类型均为F的样本数；
NFN为假负例数；NTP+NFN为实际故障类型为F的样本
总数；NFP为假正例数；NTP+NFP为预测故障类型为 F
的样本总数。

方案 1、2的测试集混淆矩阵结果如附录中的图
A3所示。图中对角线方块表示预测类别和实际类
别相符合的样本数；最后一行方块为精度，颜色越深
表示精度越高；最后一列方块为召回率，颜色越深表
示召回率越高；右下角方块为分类准确率。由图A3
可知：方案 2的召回率和精度方块颜色均深于方案
1；对于高温过热和低温过热这 2种案例较少的故
障，方案 1的召回率和精度均为 0，而方案 2的召回
率分别提高了 60%和 66.7%，精度分别提高了 60%
和 100%；对于低能放电兼过热和高温过热这 2种案
例偏少的故障，方案 1的召回率分别为 68.4 %和
80%，方案 2的召回率分别为 94.7%和 90%，方案 1
的精度分别为 81.3%和 88.9%，方案 2的精度分别为
85.7%和 94.7%。可见，利用本文方法生成的合成数
据在一定程度上提高了不同故障油色谱数据的数量
均衡性，增强了神经网络的泛化能力，并得到了更高
的故障分类正确率。这说明利用本文方法的生成器
产生的数据质量较高，可以满足真实性和多样性的
要求。
4.4 变压器故障诊断实例

选取该变电站内 2011年 5月至 7月份的抽样实
测数据，采集H2、CH4、C2H2、C2H4、C2H6、CO、CO2和总
烃含量，输入 4.3节中利用扩充后样本作为训练集训
练得到的神经网络模型，得到故障诊断结果如表 3
所示，表中输出结果的值越大表示变压器处于该状
态的概率越高。

通过查阅变电站的运行记录以及离线试验报告
可知：外测温工作中发现主变C相套管温度有明显
升高趋势，至2011年7月19日最高温度已达62.9 ℃，
正常相套管温度为 41.7 ℃。当日变压器油色谱分析
结果表明甲烷、乙烯含量有较快增长，推测变压器存
在内部过热性缺陷。随后进行放油，通过检修孔拆
下该套管导电密封头后，发现绕组与导电杆接线连
板、压接螺帽、平垫片及引线和导电密封头相互接触
的螺牙处已有放电和过热烧损的痕迹。这说明算例

图5 合成数据与真实数据间的NLL曲线

Fig.5 Curve of NLL between synthetic data and

real data

表2 生成数据分布

Table 2 Distribution of synthetic data

故障类型

LD
LDT
MT
PD

案例数量

24
53
51
29

故障类型

HT
LT
HDT

案例数量

72
21
10
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的分类结果与实际情况基本一致。

以上算例表明，运用扩充后样本作为训练集训

练得到的BP神经网络模型诊断变压器故障是有效

可行的，其评估结论与实际情况相符。

4.5 多模型对比

为进一步验证策略梯度算法提升GAN模型生

成数据的有效性，同时采用传统样本扩充方法生成

相同数量的样本，并将扩充后的样本训练出的分类

模型与本文方法训练的分类模型进行比较，测试集

诊断结果如表 4所示，表中方法 1— 4与第 3节仿真

验算相同。为了公平对比，分类网络的网络结构与

参数设置均相同。

由表 4可见，本文方法整体准确率最高，方法 3
的准确率最低；从少数类样本的泛化性来看，利用本

文方法扩充训练样本得到的分类器的测试集准确

率在 9种状态类型上较为稳定，均不低于 60%，相对

于其他 3种扩充方法得到的分类器取得了更好的

表现。

5 结论

结合强化学习中的策略梯度算法优势和 GAN
样本生成能力，提出了一种基于策略梯度和GAN的

变压器状态评估用油色谱案例生成方法，该方法能

有效解决由于样本数量过少或不均引起的变压器故

障评估准确率低的问题，具有重要的理论意义和应

用价值。对该方法的模型和结构进行了详细介绍，

通过具体案例与传统方法进行了对比分析，得到以

下结论：

（1）采用策略梯度算法更新GAN生成器的模型
参数能有效提高生成对抗模型的效率，避免了原始
GAN在产生变压器油色谱数据时样本重复率过高
且生成效率低的问题；

（2）所提方法能有效扩展原有实测故障案例库
中的油色谱数据，并减小不同故障案例间的数据不
均衡性；

（3）仿真和实际数据对比分析表明了本文所提
方法生成的合成数据质量高于传统的样本扩充
方法；

（4）将扩充后的数据作为基于BP神经网络的变
压器故障分类模型的测试样本集，模型的召回率、准
确率和精度均得到了提高。

附录见本刊网络版（http：∥www.epae.cn）。
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Oil chromatogram case generation method of transformer based on
policy gradient and generative adversarial networks

LI Yaxin1，HOU Huijuan1，XU Mingkai2，LI Shanwu2，SHENG Gehao1，JIANG Xiuchen1
（1. Department of Electrical Engineering，Shanghai Jiao Tong University，Shanghai 200240，China；

2. State Grid Shandong Power Supply Company，Jinan 250002，China）
Abstract：The lack and imbalance of oil chromatogram data lead to problems such as training over fitting，
lack of representativeness of the model，and unsatisfactory results of train sets，which makes it hard to accu⁃
rately evaluate the state of transformers. Aiming at this problem，the policy gradient algorithm in reinforce⁃
ment learning is introduced into GAN（Generative Adversarial Networks），and an oil chromatogram case gene-
ration method of transformer based on policy gradient and GAN is proposed. The simulative results verify
that the samples synthesized by the proposed method are of higher quality than those synthesized by the
traditional sample expansion algorithm. The transformer oil chromatogram data containing 700 groups of
samples of 9 fault states is expanded by the proposed method. The neural network model trained by only
the real data as the training set is compared with the neural network model trained by the expanded data
by using the transformer fault classification model based on BP neural network model. The results show
that the accuracy of transformer fault classification is improved by using the expanded data. The actual
transformer fault diagnosis case show that the results gained by the proposed method are consistent with
the actual situation.
Key words：power transformers；oil chromatogram；sample expansion；generative adversarial networks；reinforce⁃
ment learning；policy gradient
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图 A1 生成器结构图 

Fig.A1 Structure diagram of generator 
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图 A2 判别器结构图 

Fig.A2 Structure diagram of discriminator 
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（a）方案 1（训练集扩充前）的测试集混淆矩阵 
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（b）方案 2（训练集扩充后）的测试集混淆矩阵 

图 A3 测试集的混淆矩阵结果比较 

Fig.A3 Comparison of confusion matrix results of test sets 
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