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基于自适应滚动匹配预测修正模式的光伏区间预测
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摘要：为解决传统点预测方式难以量化光伏发电功率不确定性的问题以及提高预测精度，提出一种基于自适

应滚动匹配预测修正模式的光伏区间预测方法。通过结合小波能量的谱聚类方法对历史光伏数据集进行聚

类，构建不同类别的模型输入和区间输出并采用宽度学习系统进行训练；建立不同类别、不同置信区间、不同

预测功率区间的 stable误差分布，并结合优化目标函数找出每个预测功率区间的最优修正分位数点数值；利

用滚动匹配预测修正模式进行区间预测。我国无锡某地的 2.8 MW光伏电站算例结果表明，所提方法相较于

传统的聚类预测方法具有更好的预测效果。
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0 引言

在碳中和和碳达峰的双碳背景下，光伏能源将

大规模接入电网［1］。由于光伏功率受周围环境因素

的影响，如光照强度、温度及湿度等［2］，光伏出力具

有随机性与波动性。光伏功率直接接入配电系统将

会影响配电系统的安全与稳定性。因此，准确进行

光伏功率预测是光伏大规模并网的重要环节［3］。
光伏预测可分为点预测［4］和区间预测［5］。相较

于点预测，区间预测能通过不同置信区间对光伏输

出功率的概率信息进行分析，量化不确定性因素对

光伏预测的影响，更能反映光伏功率变化的趋势，为

电网调度、光伏并网提供了有利的参考信息［6］。
国内外学者对光伏区间预测进行了广泛而深入

的研究，主要可分为上下边界理论及概率区间预测

2个方面，其中上下边界理论是直接预测光伏功率

的上下边界。文献［7］采用神经网络 NN（Neural
Network）进行点预测，并采用粒子群优化PSO（Particle
Swarm Optimization）算法对隐藏层和输出层的权重

进行优化调整，直接预测上下边界。文献［8］对预

测模型进行改进，采用核极限学习机KELM（Kernel
Extreme Learning Machine）替代神经网络模型。除

了可利用PSO算法构建算法的上、下区间外，还可利

用梯度下降的算法。文献［9］设立长短期记忆LSTM
（Long Short Term Memory）神经网络的 2个目标损

失函数，采用梯度下降训练方法求解上下区间。

概率区间预测分为统计规律的区间预测［10］、分
位数回归［11］、bootstrap［12］等。文献［10］统计预测误

差的分布情况，利用核密度估计的误差分布拟合

误差模型，构建不同置信区间下的风电预测区间模
型。文献［11］采用长短期记忆分位数回归LSTMQR
（Long Short Term Memory Quantile Regression）模
型直接预测风速区间。

为了提高光伏预测的精度，可从学习率、训练尺
度、学习算法等方面进行提升［13］，也可将数据划分为
不同类别分别进行预测。文献［14］采用Adaboost改
进的K近邻算法对历史数据进行分类，并分别对不
同类别数据进行预测。文献［15］对历史光伏出力数
据直接进行 k-means聚类，并对不同的聚类分别建立
预测模型进行误差分析。

对于一段未知的光伏曲线，出力时间、结束时间
以及曲线类型均未知，无法直接预测非零光伏功率
以及获取曲线类型。此外，传统的区间预测大多建
立在点预测的基础上，预测模型相对复杂。综上，本
文提出基于自适应滚动匹配预测修正模式的光伏区
间预测方法，实现光伏曲线类型自适应匹配、预测和
修正。首先，提出结合小波能量的谱聚类方法，对历
史光伏数据进行聚类；其次，构建不同类别、不同置
信区间下数据的输入和区间输出，采用宽度学习系
统BLS（Broad Learning System）进行训练，并建立不
同类别、不同置信区间、不同预测功率区间的 stable
误差分布，找出对应分位点数值；然后，根据目标函
数找出每个预测功率区间最优修正分位点数值；最
后，采用自适应滚动匹配预测修正模式预测光伏功
率，即在滚动的过程中，采用动态时间规整 DTW
（Dynamic Time Warping）算法进行实时聚类相似度
匹配，根据匹配结果预测上下区间的功率范围，并根
据功率大小进行实时修正，直到完成最终的预测。

1 结合小波能量的谱聚类

1.1 小波分解

小波包对信号的每一层分解可以滤波出高频信
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号和低频信号。将给定的时域信号 x ( t )分解为 j层：

x ( t ) =∑
i = 1

2j
xi ( t ) （1）

式中：xi ( t )为信号分解后的第 i个小波。

小波变换属于线性变换，经过小波变换后的能
量保持不变，如式（2）所示。

E=∑
i=1

2j
Ei =∑

i=1

2j ∫-∞+∞ x2i ( t ) dt （2）
式中：Ei为信号分解后第 i段的信号能量。

波形的波动变化反映了能量的变化，波形波动
越大，能量也就越大。附录A图A1和图A2分别为对
晴天和阴天小波进行分解后的结果。由两图可知：
晴天的光伏曲线较平稳，发电量也较高；阴天由于受
云层遮挡等因素影响，光伏曲线波动较大。当光伏
出力波动时，高频小波能量发生明显变化，波动越剧
烈，产生的能量越大；而对于平稳类型的光伏出力，
由于波动小，产生的能量也小。因此，可借助高频小
波能量对平稳曲线和非平稳曲线进行划分。

由于光伏出力曲线多种多样，平稳和波动的出
力很难进行界定，因此，本文借助人工经验进行判
断。为了避免出力大小对能量系数的影响，本文在
提取高频小波能量时进行归一化处理。不同光伏曲
线的高频小波能量如附录 A图 A3所示。经过综
合判断，本文将以小波能量 0.01作为光伏类型划分
的界限。图A4选取了小波能量最靠近 0.01的 2条
光伏曲线，由图A4可以看出，小波能量为 0.010 5的
光伏曲线在前半段有些波形抖动，而小波能量为
0.009 8的光伏曲线整体比较平稳。当然，一定的波
动对平稳性的预测以及聚类的精度影响不大。
1.2 结合小波能量的谱聚类

传统的聚类方法采用欧氏距离、余弦距离等进
行聚类，很容易将光伏出力相当的波动和平稳类型
的光伏出力划分在一起，因此，本文先利用小波能量
将平稳类型的光伏出力从样本集中提取出来，再对
非平稳的光伏出力进行谱聚类［16］。同时考虑到每个
月的天气因素，如温度，变化不是很大，因此，对非平
稳部分按月进行聚类，并计算每个月中每个聚类的
平均出力和平均高频小波能量，将其作为最终的特
征量，完成最终的聚类。该过程借助底层聚类的思
想，并且将高维的光伏曲线降维到 2维数据更有助
于提升聚类效果。为了选取聚类最合适的参数，本
文利用 CH（Calinski-Harabaz）指标选取最佳聚类数
量和参数。平均高频小波能量和平均出力分别为：

Eav，j =∑
i=1

Nc，j
Ehi，j （3）

Pav，j = 1
mNc，j
∑
i=1

Nc，j∑
t=1

m

Pt，i，j （4）
式中：Eav，j为聚类 j的平均高频小波能量；Ehi，j为聚类

j的第 i条曲线的高频小波能量；Nc，j为聚类 j所含光

伏曲线数；Pav，j为聚类 j 的光伏平均出力；m为某一

聚类的日内出力采样数；Pt，i，j为聚类 j第 i条曲线 t时
刻的光伏出力。

结合小波能量的谱聚类具体步骤如下：

1）利用高频小波能量提取平稳的光伏曲线；

2）确定光伏聚类的数量范围以及参数范围；

3）采用CH指标确定谱聚类的最佳聚类数量以

及参数，并对每个月的非平稳光伏曲线进行聚类；

4）计算每个月中每个聚类的平均高频小波能量

以及平均出力；

5）将平均高频小波能量以及平均出力作为特

征，采用 k-means进行最终的聚类划分。

2 基于最小绝对收缩和选择算子的BLS预测
模型

BLS与传统深层神经网络的不同在于，它是基

于随机向量函数连接神经网络 RVFLNN（Random
Vector Functional-Link Neural Network）进行构建

的，具有训练参数少、求解速度快等优点［17］。
BLS由输入层、特征层、强化层以及输出层组

成，如附录A图A5所示。特征层Z由N1个特征窗组

成，每个特征窗包含N2个特征节点，用来进行特征

提取。强化层H仅包含 1层，由 N3个强节点组成。

将原始输入数据X通过特征层进行数据提取得到一

系列特征映射，第 i组的特征映射如式（5）所示。

Z i =ϕ (XWe，i +βe，i ) i=1，2，…，N1 （5）
式中：Z i为第 i组映射特征；We，i为第 i组特征权重；

ϕ ( ⋅ )为特征函数，本文取线性函数作为特征函数；

βe，i为第 i组的偏置项。

数据的稀疏特性不但有利于减小新生成数

据的线性相关度，而且有利于提高数据运算速度

和效率以及更有效地表达数据特征。因此，本文基

于最小绝对收缩和选择算子 LASSO（Least Absolute
Shrinkage and Selection Operator）对每组的权重进

行稀疏重构。

We，i = argmin
We，i

( ) XWe，i -Z i +λ We，i 1 （6）
式中：argmin

We，i
( ) XWe，i-Z i +λ We，i 1 表示使 XWe，i-

Z i +λ We，i 1达到最小值时We，i的值；λ为正则化参

数，用于控制等号右边第二项的大小。式（6）等号右

边第一项用于求解线性方程Z i =XWe，i的最小二乘法

估计；第二项是 1-范数，用于对稀疏性进行限制。本

文通过交叉验证的方式求解每组权重的 LASSO回

归最佳正则化参数。

将稀疏重构后的特征层所有特征节点组合成
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Z=[ Z1，Z2，…，ZN1 ]，经非线性函数映射到增强层：

H =ζ (ZWh +βh ) （7）
式中：Wh为特征层和增强层相连接的权重；βh为特

征层和增强层相连接的偏置项；ζ ( ⋅ )为非线性的映

射函数，本文采用双曲正切函数作为映射函数。
最后将特征层和增强层经过权值WY与输出层

相连接，如式（8）所示。

Y =[ ]|Z H WY =AWY （8）
在 BLS网络训练的过程中，We，i、βe，i、Wh、βh是

随机产生的，并且在训练的过程中保持不变，因此，
只需求得WY即可，如式（9）所示。

WY = argmin
WY

 AWY -Y =A+Y （9）
式中：A+为矩阵A的Moore-Penrose广义逆矩阵。

3 自适应滚动匹配预测修正模型

自适应滚动匹配预测修正模型分为自适应滚动
匹配模型以及预测修正模型。
3.1 自适应滚动匹配模型

对于一段未知的光伏曲线，由于无法知晓实际
的光伏曲线类型，因此无法采用合适的模型进行预
测。本文以DTW算法［18］对未知光伏类型和已知光
伏类型进行自适应滚动匹配。具体的匹配原则为：
计算待匹配的光伏序列和已知簇的每条光伏曲线的
DTW距离，以平均值最小的原则来判断最为相似的
聚类簇，如式（10）所示。

Dma，j = 1
Nc，j
∑
i=1

Nc，j
DDTW (Punn ，Pn+1，i ) （10）

式中：Dma，j为未知光伏曲线与聚类 j中的光伏曲线平
均DTW距离；Punn 为未知光伏曲线到 n时刻出力的时
间序列；Pn+1，i为第 i条已知光伏曲线到 n+1时刻出
力的时间序列；DDTW (·，·)表示求DTW距离。

自适应滚动匹配模型可以表述为：时间序列
y1、y2、⋯、yn为某日前 n个功率实测数据，利用DTW
算法将该时间序列和不同聚类类别进行相似性匹
配，找出最相似的聚类类别，在预测下一时刻出力
时，采用该相似簇的预测模型进行预测。到达 n+1
时刻后，将该时刻实测数据 yn + 1加入原始序列中，形

成新序列 y1、y2、⋯、yn、yn + 1。采用DTW对新序列重

新进行相似度匹配，匹配出与该时间序列最相似的
聚类类别，在n+2时刻采用该聚类类别进行预测。在
n+2时刻预测时需剔除最远的功率点，以保证数据
等维输入，即采用序列 y2、y3、⋯、yn+ 1进行预测。按

这种滚动匹配预测模式，完成一整天的发电功率预测。
3.2 预测修正模型

区间预测修正模型是建立在区间预测和误差
修正的基础上的。本文预测模型的输出区间数据直
接根据置信区间α进行构造。光伏输入为预测数据

前 n个时刻功率数据，输出数据为 n+1时刻数据的
(1-α，1+α)，如式（11）所示。

X=
é

ë

ê

ê

ê
êê
ê

ù

û

ú

ú

ú
úú
ú

x1 x2 ⋯ xn
x2 x3 ⋯ xn+1⋮ ⋮ ⋮
xN xN +1 ⋯ xN +n-1

Y =(1-α，1+α )
é
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ù
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ú
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=
é

ë

ê

ê

ê
êê
ê

ù

û

ú

ú

ú
úú
ú

L1，U1
L2，U2
⋮

LN，UN

（11）

式中：Li、Ui ( i=1，2，⋯，N )分别为第 i个样本下边界

值、上边界值，且有 Li =xn+ i (1-α )、Ui =xn+ i (1+α )，N为

样本数量。
本文采用误差修正的方式修正预测模型，尽量

使预测的功率落入区间内且更偏向于区间中间。

{Yerrup =Ypreup -Y (1+α )
Yerrlow =Y (1-α )-Yprelow

（12）
式中：Yerrup、Yerrlow 分别为上、下边界的预测误差；
Ypreup、Yprelow分别为上、下边界的预测值。

本文以功率间隔划分预测功率区间，如功率间
隔为 0.1 MW，则将预测功率区间划分为［0，0.1）、
［0.1，0.2）MW等区间。为了精细化预测，分别对预
测的上边界以及下边界进行预测功率区间划分，上、
下边界的预测功率区间最终范围取决于上、下边界
的预测最大值所在范围。建立不同类别、不同置信
区间以及不同上、下边界预测功率区间的误差分布，
确定其分位数功率点，根据修正优化目标函数确定
每个预测区间的最优修正分位数点功率。在本文
中，这些分位点分别为5%、10%、…、95%。
3.3 区间预测指标及修正优化目标函数

光伏功率的区间准则从可靠性和清晰度 2个方
面确定。可靠性用实际观测值落入预测区间的概率
表示，该值应尽量大；清晰度用预测区间宽度表示，
该值应尽量小。本文用3个指标衡量预测的准确性。

1）预测区间覆盖率PICP（Prediction Interval Co-
verage Probability）指标。预测区间覆盖率用来评估
预测区间的可靠性，该指标反映实际值落入区间的
概率，如式（13）所示。预测区间覆盖率越大表示越
多的实际值落入区间中，预测效果越好。

ePICP = 1N∑i=1
N

κi （13）
式中：ePICP为预测区间覆盖率；κi为二进制变量，若实
际功率包含于所构建的预测区间内，则其值为 1，否
则为0。

2）预测区间平均带宽 PINAW（Prediction Inter⁃
val Normalized Average Width）指标。预测区间平
均带宽反映了预测清晰度，如式（14）所示。区间宽
度越窄，区间覆盖率越高，区间预测效果越好。
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ePINAW = 1N∑i=1
N Ui -Li
ymax

（14）
式中：ePINAW为预测区间平均带宽；ymax为预测样本中

的最大值。
3）带宽平均偏差NAD（Normalized Average De⁃

viation）指标。带宽平均偏差用来评估目标值远离
预测区间的程度，如式（15）所示。带宽平均偏差越
小表示未落入点离预测区间越近。

eNAD = 1N∑i=1
N

γi （15）

γi =

ì

í

î

ï

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

Li -yi
1
N∑i=1

N (Ui -Li )
yi <Li

0 yi ∈[ Li，Ui ]
yi -Ui

1
N∑i=1

N (Ui -Li )
yi >Ui

（16）

4）修正优化目标函数。通过修正优化目标函数
来寻找最优的分位数点修正数值。
Fobj =(ePICP2 - ePICP1 )/ePICP1 +(ePINAW1 - ePINAW2 )/ePINAW1 +

(eNAD1 - eNAD2 )/eNAD1 （17）
式中：ePICP1、ePINAW1、eNAD1 为修正之前的指标；ePICP2、
ePINAW2、eNAD2为修正之后的指标。
3.4 自适应滚动匹配预测修正模型具体流程

基于自适应滚动匹配修正模式的光伏区间预测
方法的流程图如附录A图A6所示，具体流程如下。

1）采用所提聚类方法对历史光伏数据进行
聚类。

2）挑选出每个聚类的 80%数据作为训练数据，
每个聚类的其余20%数据作为测试数据。

3）对每个聚类的不同置信区间的训练数据进行
BLS训练，并确定BLS的最优训练参数。

4）建立不同聚类、不同置信区间以及不同上、下
边界预测功率区间的stable误差分布，并通过修正优化
目标函数确定每个预测功率区间最优误差修正数值。

5）采用自适应滚动修正模式对未知光伏功率进
行滚动区间预测。用DTW滚动匹配最佳的聚类类
型，用 BLS滚动预测光伏区间，修正数值根据预测
的数值进行上、下边界修正，直到完成一天的预测。

4 算例分析

为了验证本文所提方法的有效性，选取我国无
锡某 2.8 MW的光伏电站所测得的全年光伏功率作
为数据基础。对 365 d的光伏曲线剔除不良与缺失
的光伏数据，共得到 345组数据。每 15 min取一个
采样点，每天共96个点。
4.1 最优滚动步长的确定

不同的滚动步长对区间预测精度有所影响。为

探寻最优滚动步长，本文计算不同步长下不同置信
区间的 3个指标数值，并取它们的平均值进行比较，
综合评断最优滚动步长，结果见附录A图A7。由图
可知，不同步长的预测区间平均带宽相差不大于
0.01，但预测区间覆盖率约相差 0.15，带宽平均偏差
相差 0.7左右。相较于其他步长，步长 3的预测区间
覆盖率平均值最高，带宽平均偏差平均值最低，预测
区间平均带宽平均值与最优的预测区间平均带宽相
差 0.007 5，但整体差距不大。因此，步长为 3时指标
总体最优，选取 3作为最优滚动步长。结合 15 min
的采样时间，本文以预测前15、30、45 min的实测数据
作为输入，开始滚动时刻为 00:15，采用 00:15、00:30、
00:45时刻的实测数据，开始预测时刻为01:00。
4.2 聚类方法的有效性

为验证所提聚类方法的有效性，将其与 k-means
聚类、未结合小波能量的谱聚类以及无需指定聚类
数量的近邻传播聚类AP（Affinity Propagation）聚类进
行比较。传统的 k-means聚类和谱聚类采用 CH指
标获得最佳的聚类数量，并相应确定各聚类的 BLS
最优参数。k-means聚类聚成 2类，谱聚类聚成 2类，
AP聚类聚成 9类，结合小波能量的谱聚类连同平稳
部分一共聚成 4类。采用 BLS进行滚动预测，效果
见附录A表A1。由表可知：AP聚类即使是在带宽较
大时，整体的预测区间覆盖率也较低；采用 k-means
聚类的预测区间覆盖率略低于所提方法，但预测区
间平均带宽却大于所提方法，这说明 k-means聚类牺
牲了预测区间平均带宽来提高预测区间覆盖率；未
结合小波能量的谱聚类预测区间平均带宽略大于所
提方法，但预测区间覆盖率平均值较低。总体而言，
结合小波能量的谱聚类的预测区间覆盖率明显高于
传统方法，预测区间平均带宽也明显大于传统方法。

附录A图A8为 50%的置信区间下不同聚类方
法的光伏曲线预测图，图A9为在滚动预测过程中采
用DTW算法匹配得到的聚类类型。本文所提聚类
方法将光伏曲线分成 4类，在刚开始光伏出力为 0
时，匹配类型默认为 1，随着光伏开始出力，由于整
体出力情况不清晰，匹配得到的类型也可能是近似
的类型，有 2个时刻判断为类型 2，同时在光伏出力
较小时有 4个出力判断为类型 1，当光伏轮廓比较清
晰时，整体的类型判断为最终的类型 3。其他聚类
方法未能合理化聚类，导致类型判断的过程中出现
反复判断的现象：AP聚类由于聚成的数量较多，判
断的过程中更换的模型也较多，导致整体的预测效
果较差；聚成 2类的谱聚类在进行模型更替的 2个时
刻出现了预测的偏差；k-means预测效果和所提方法
较相似，但聚成2类导致得到的整体区间宽度要大。
4.3 基于BLS的区间预测

为验证本文所采用的基于LASSO的BLS宽度学
习算法的有效性，将其与传统的BP神经网络、深度
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学习的LSTM神经网络、无需进行梯度训练的KELM
进行比较。训练参数如附录A表A2所示，预测结果
如表A3所示。由表A3可知，不管是哪种模型，置信
区间的增大均使得预测区间平均带宽增大，使落入
区间内的实际数值点增多；BP神经网络模型的预测
区间平均带宽平均值最大，预测区间覆盖率平均值
较低，带宽平均偏差平均值较高；BLS模型的区间平
均带宽平均值小于KELM模型和LSTM模型，但预测
区间覆盖率平均值却高于 LSTM模型和KELM模型
0.1左右。选取表A3区间平均带宽较接近的 10%~
30%的置信区间的预测区间覆盖率情况进行比较，
如表1所示。由表可知，BLS模型在低置信区间下的
预测精度比其他模型要高出0.1~0.2。

附录A图A10为不同方法下不同置信区间的光
伏曲线。由图可知：当采用BLS模型预测光伏出力
时，各区间有很好的层次划分，所预测的曲线不仅很
好地落入区间内，而且更偏于区间中间，即使在
10%的置信区间内也有很好的落入效果；当采用BP
神经网络模型和KELM模型时，10%的置信区间偏
离了预测曲线，在 20%~30%的置信区间时曲线才
能落入其中；虽然LSTM模型和BLS模型的置信区间
层次划分效果大体一致，但在高置信区间时，有些预
测点依旧不能落入区间内；当采用BP神经网络模型
进行零点预测时，上边界的预测值偏大，整体的区间
带宽较大，其他模型的零点预测效果均优于BP神经
网络模型。
4.4 误差修正

本文以修正误差方式在缩小带宽的同时进一步
提高预测区间覆盖率。本文以 0.1 MW间隔进行划
分。stable分布是高斯分布的一般化，其具有所有稳
定分布的特性，因此本文选用 stable分布进行误差拟
合。以下边界预测功率为［0.4，0.5）MW时的预测误
差为例，附录A图A11为其概率分布图。由图可以
看出，stable分布进行误差拟合的效果明显优于其他
方法，尤其是对于高功率时的误差以及误差为0时。

在不同类别、不同置信区间、不同功率预测区间
的最优分位数点修正功率确定后，在进行滚动预测的
过程中，根据所预测的上、下区间的功率大小进行合
适的修正功率补偿。经误差修正后的预测区间覆盖
率、预测区间平均带宽以及带宽平均偏差见表2。

由表 2可知，相较于修正前，虽然修正后的预测

区间平均带宽平均值只降低了 0.001，但是预测区间
覆盖率平均值约提高了 0.1，带宽平均偏差平均值也
降低了 0.409。修正后的整体效果有了明显提升。
当置信区间低于 50%（α<0.25）时，预测上边界和下
边界的区间偏小，导致整体的区间落入率并不高，通
过增大区间宽度可以提高区间的落入率，从而减小
区间偏差。以修正 20%（α=0.10）的置信区间为例，
修正后的预测区间覆盖率为 0.644，明显大于 40 %
的置信区间，预测区间平均带宽增加，但低于 40%
的置信区间，未落入点的带宽平均偏差也低于 40%
的置信区间。图 1为 20%的置信区间下修正前、后
的光伏区间预测图。由图可知，修正后的区间带宽
明显增大，因此，落入区间的点也随之增多，未落入
区间的点更接近区间的上、下边界。

当置信区间高于 50%（α>0.25）时，由于上、下带
宽较大，因此，落入区间的实际功率点较多，预测区
间覆盖率较高，带宽平均偏差较小。通过对误差大
小进行修正，减小高功率的区间宽度，增大低功率的
区间宽度，提高预测精度。以置信区间为90%为例，
修正后的预测区间覆盖率为0.931，比修正前的高，而

表2 修正前、后的预测精度

Table 2 Prediction accuracy before and after correction

α

0.05
0.10
0.15
0.20
0.25
0.30
0.35
0.40
0.45

平均值

修正前

ePICP
0.412
0.510
0.560
0.604
0.715
0.751
0.794
0.882
0.897
0.681

ePINAW
0.018
0.042
0.064
0.085
0.106
0.127
0.148
0.170
0.184
0.105

eNAD
2.846
1.193
0.720
0.488
0.251
0.187
0.145
0.083
0.055
0.663

修正后

ePICP
0.564
0.644
0.749
0.793
0.817
0.843
0.860
0.900
0.931
0.790

ePINAW
0.036
0.068
0.072
0.088
0.109
0.111
0.137
0.151
0.165
0.104

eNAD
0.905
0.482
0.238
0.218
0.158
0.132
0.086
0.042
0.029
0.254

表1 低置信区间下不同预测模型的预测区间覆盖率

Table 1 PICP of different prediction models under

low confidence interval

α

0.05
0.10
0.15

ePICP
BP
0.124
0.357
0.516

LSTM
0.209
0.363
0.479

KELM
0.287
0.335
0.473

BLS
0.412
0.510
0.560

图1 20%的置信区间下修正前、后的光伏区间预测

Fig.1 Photovoltaic interval prediction before and after

correction under 20% confidence interval
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修正后的区间带宽为 0.165，比修正前的窄。附录A
图A12为 90%的置信区间下修正前、后的预测图。
由图可知：在出力较大的点减小上、下功率区间的出
力，减小了整体的区间带宽；在出力较小的点增加出
力，提高了小功率区间下的落入率。因此，修正后整
体的区间带宽有了明显缩减，落入率有所提高。
4.5 区间预测方法比较

为了验证本文所提出的实时预测修正方法的有
效性，将所提方法和传统的基于正态分布估计的概
率区间预测和 LSTMQR进行对比，结果如附录A表
A4所示。由表可以看出：相较于另外2种方法，本文
所提方法在更小的区间带宽下有更高的区间预测
精度以及更低的区间偏离程度；相较于基于正态
分布估计的概率区间预测和 LSTMQR，本文所提方
法的预测区间平均带宽平均值分别减小了 0.031和
0.016，但预测区间覆盖率平均值却分别提高了
0.128和 0.082；基于正态分布估计的概率区间预测
效果最差，整体的区间预测精度最低。

图 2为 3种方法在 90 %的置信区间下的效果
图。由图可知：基于正态分布估计的概率区间预测
虽然在低功率下有很好的预测效果，但却牺牲了带
宽，在高功率的带宽下预测效果较差；LSTMQR虽然
在高功率下有很好的预测效果，曲线基本落入区间
内，但上、下带宽较大；本文方法能在减小功率区间
带宽的同时，使更多的点落入预测的上、下带宽内。
因此，本文方法比传统方法更具精确性与合理性。

5 结论

由于光伏出力的不确定性，光伏概率预测已经

成为光伏功率预测的趋势。本文提出一种新颖的光

伏区间预测方法，着眼于数据本身，直接构造不同置

信区间下的数据集，集聚类、相似度匹配、预测、修正

为一体实现对未知光伏曲线的预测，以预测区间覆

盖率、预测区间平均带宽、带宽平均偏差 3个区间预

测指标衡量所提方法的有效性。

1）本文将区间预测问题简单化，不再基于传统

点预测，而是直接构建预测区间，对模型进行训练和

测试。

2）本文采用自适应滚动算法，不仅进行光伏区

间的自适应滚动预测和修正，而且提供非等长时间

序列类型匹配方法。

3）本文对聚类方法、预测模型以及最终的效果

进行了大量的对比实验。在聚类方面，将AP聚类、

k-means聚类、谱聚类以及本文的聚类方法进行对

比。在模型测试方面，将BLS宽度神经网络与BP神
经网络、LSTM、KELM进行比较。在最终预测效果

方面，与概率预测以及 LSTMQR进行对比。结果表

明，本文所提方法在 3个方面均在更小的预测区间

下有更高的预测区间覆盖率以及更低的区间带宽平

均偏差。本文所提方法能够用于对未知光伏曲线的

测试，且有更高的预测精度。

附录见本刊网络版（http：∥www.epae.cn）。
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Photovoltaic interval prediction based on adaptive rolling matching prediction
correction mode

MEI Fei1，GU Jiaqi1，PEI Xin1，ZHENG Jianyong2
（1. College of Energy and Electrical Engineering，Hohai University，Nanjing 211100，China；

2. School of Electrical Engineering，Southeast University，Nanjing 210096，China）
Abstract：In order to solve the problem that the traditional point prediction method is difficult to quantify
the uncertainty of photovoltaic generation power and improve the prediction accuracy，a photovoltaic interval
prediction method based on adaptive rolling matching prediction correction mode is proposed. The historical
photovoltaic data set is clustered by the spectral clustering combined with wavelet energy，and input and
interval output of different clusters are constructed and trained by broad learning system. The stable error
distribution of different clusters，different confidence intervals，and different prediction power intervals is estab⁃
lished，and the optimal modified quantile point value for each prediction power interval is found combined
with the optimization objective function. The rolling matching prediction correction mode is used for interval
prediction. The case results of a 2.8 MW photovoltaic power station in a region of Wuxi，China show that
the proposed method has better prediction effect compared with the traditional clustering prediction method.
Key words：photovoltaic interval prediction；adaptive rolling matching prediction correction mode；spectral
clustering；broad learning system；stable error distribution
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图 A1 晴天出力的高低频小波能量 

Fig.A1 High and low frequency wavelet energy on sunny day 
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图 A2 阴天出力的高低频小波能量 

Fig.A2 High and low frequency wavelet energy on cloudy day 
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图 A3 不同光伏曲线的高频小波能量 

Fig.A3 High frequency wavelet energy of different photovoltaic curves 

 

 

 



   
图 A4 不同小波能量下的光伏曲线 

Fig.A4 Photovoltaic curves under different wavelet energies 

 

 

 
图 A5 BLS 结构图 

Fig.A5 Structure diagram of BLS 
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       图 A6 基于自适应滚动匹配预测修正模式的光伏区间预测流程图 

        Fig.A6 Flowchart of photovoltaic interval prediction based on adaptive rolling matching prediction correction mode 
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图 A7 不同步长下的平均指标 

Fig.A7 Average indexes under different steps 

 

表 A1 不同聚类方法的准确性比较 

Table A1 Accuracy comparison among different clustering methods 

  
AP 聚类 k-means 聚类 谱聚类 所提聚类方法 

PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  

0.05 0.389 0.020 4.142 0.403 0.019 3.449 0.077 0.022 6.392 0.412 0.018 2.846 

0.10 0.423 0.050 1.961 0.469 0.047 1.463 0.340 0.043 2.972 0.510 0.042 1.193 

0.15 0.466 0.078 1.190 0.517 0.071 0.795 0.415 0.065 1.843 0.560 0.064 0.720 

0.20 0.520 0.089 0.798 0.571 0.092 0.510 0.512 0.086 1.285 0.604 0.085 0.488 

0.25 0.541 0.116 0.608 0.712 0.105 0.259 0.658 0.108 0.782 0.715 0.106 0.251 

0.30 0.646 0.145 0.391 0.745 0.127 0.192 0.698 0.130 0.129 0.751 0.127 0.187 

0.35 0.664 0.191 0.322 0.777 0.171 0.101 0.737 0.152 0.107 0.794 0.148 0.145 

0.40 0.683 0.212 0.271 0.882 0.196 0.082 0.779 0.173 0.092 0.882 0.170 0.083 

0.45 0.700 0.223 0.232 0.893 0.220 0.068 0.813 0.194 0.081 0.897 0.184 0.055 

平均值 0.559 0.125 1.102 0.663 0.116 0.769 0.558 0.108 1.520 0.681 0.105 0.663 
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（b）k-means 
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（d）AP 聚类 

图 A8 50%的置信区间下不同聚类方法的光伏曲线预测图 

Fig.A8 Photovoltaic prediction curves of different clustering methods under 50% confidence interval 
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图 A9 不同聚类方法的模型匹配图 

Fig.A9 Model matching diagram of different clustering methods 

 

表 A2 不同预测模型的训练参数 

Table A2 Training parameters of different prediction models 

模型 参数 聚类 1 聚类 2 聚类 3 聚类 4 

BPNN 

隐藏层 1 隐藏节点数 17 12 16 17 

隐藏层 2 隐藏节点数 10 5 3 9 

训练次数 500 

激活函数 tansig，logsig 

学习率 0.1 

LSTM 

隐藏层隐藏节点数 15 10 12 14 

初始学习率 0.005 

训练 50 次后学习率 0.2 

求解器 Adam 

KELM 

惩罚因子 0.5 0.5 1 1 

核参数 0.5 0.5 0.5 0.5 

隐藏层节点数 500 

BLS 

特征窗 4 6 4 4 

特征节点数 2 13 17 9 

强节点数 17 27 29 12 

 



表 A3 不同预测方法下的精确度对比 

Table A3 Accuracy comparison among different prediction methods 

  

BP LSTM KELM BLS 

PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  

0.05 0.124 0.019 3.051 0.209 0.020 3.244 0.287 0.021 3.303 0.412 0.018 2.846 
0.10 0.357 0.050 1.716 0.363 0.043 1.494 0.335 0.051 1.481 0.510 0.042 1.193 
0.15 0.516 0.067 1.567 0.479 0.068 0.949 0.473 0.062 0.972 0.560 0.064 0.720 
0.20 0.557 0.082 0.683 0.532 0.088 0.653 0.572 0.089 0.572 0.604 0.085 0.488 
0.25 0.591 0.126 0.419 0.572 0.109 0.480 0.610 0.104 0.417 0.715 0.106 0.251 
0.30 0.649 0.138 0.282 0.686 0.137 0.275 0.650 0.125 0.319 0.751 0.127 0.187 
0.35 0.691 0.155 0.169 0.725 0.156 0.230 0.680 0.145 0.265 0.794 0.148 0.145 
0.40 0.724 0.174 0.144 0.834 0.177 0.152 0.776 0.165 0.179 0.882 0.170 0.083 
0.45 0.854 0.203 0.123 0.851 0.185 0.119 0.836 0.187 0.128 0.897 0.184 0.055 

平均值 0.563 0.113 0.906 0.584 0.109 0.804 0.580 0.105 0.848 0.681 0.105 0.663 
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（a）BLS 
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（b）BPNN 
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（c）KELM 
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（d）LSTM 
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图 A10 不同预测模型下不同置信区间的光伏区间预测 

Fig.A10 Photovoltaic interval prediction of different confidence intervals under different prediction models 
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（b）累计概率 

图 A11 下边界预测为[0.4, 0.5)MW 时的预测误差 

Fig.A11 Prediction error when lower boundary is [0.4, 0.5)MW 
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（a）修正后 
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（b）修正前 

图 A12 在 90%的置信区间下修正前、后的光伏区间预测 

Fig.A12 Photovoltaic interval prediction before and after correction under 90% confidence interval 

 

  



表 A4 不同区间预测方法精确度对比 

Table A4 Accuracy comparison of prediction methods under different confidence intervals 

  
基于正态分布估计的概率区间预测 LSTMQR 所提方法 

PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  PICPe  PINAWe  NADe  

0.05 0.425 0.018 2.346 0.440 0.027 1.115 0.564 0.036 0.905 

0.10 0.524 0.050 2.016 0.604 0.069 0.601 0.644 0.068 0.482 

0.15 0.593 0.052 1.709 0.636 0.072 0.570 0.749 0.072 0.238 

0.20 0.625 0.061 1.252 0.684 0.098 0.450 0.793 0.088 0.218 

0.25 0.671 0.091 0.776 0.711 0.110 0.150 0.817 0.109 0.158 

0.30 0.706 0.121 0.543 0.741 0.121 0.146 0.843 0.111 0.132 

0.35 0.748 0.172 0.351 0.807 0.160 0.098 0.860 0.137 0.086 

0.40 0.807 0.258 0.189 0.856 0.184 0.047 0.900 0.151 0.042 

0.45 0.856 0.394 0.088 0.895 0.241 0.027 0.931 0.165 0.029 

平均值 0.662 0.135 1.030 0.708 0.120 0.356 0.790 0.104 0.254 
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