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基于改进贝叶斯网络的风电机组动态可靠性评估
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摘要：传统的贝叶斯网络方法对于新型智能化风电机组获取的“多元异质”状态信息、机组部件故障与状态信

息间的耦合关联描述不全面，易造成可靠性评估结果不准确。为此，建立一种融合故障树、云模型及无标度

网络的改进贝叶斯网络。引入迭代更新的思路，将改进贝叶斯网络与时序分析方法相结合，提出一种风电机

组动态可靠性评估方法。算例结果表明，该方法不仅可以有效地利用风电机组的实时状态信息进行定量的

动态可靠度计算，而且可以利用贝叶斯网络、状态结构洞以及无标度网络实现对状态信息与“部件-状态”结

构关联特性的表达，提高了动态可靠性评估的准确性。
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0 引言

风力发电作为一种技术成熟、应用广泛的新能
源发电形式，已经成为我国实现“30·60”双碳战略目
标的重要途径之一。截至 2020年底，我国风电总装
机容量已达到 2.8×108 kW，占电源总装机容量的
12.8%，风电发电量占全年总发电量的比例也达到了
6.12%。风能已逐渐成为一种影响电网电力电量平
衡的重要能源形式［1］。开展风电机组实时、动态的
可靠性评估，对实现风电场降本增效具有重要意义。

近年来，国内外专家学者针对风电机组／风电
场的可靠性评估开展了广泛而深入的研究。在可靠
性数据统计方面：文献［2⁃3］对不同风电机组的故障
率、故障停运时间以及不同部件的故障分布等进行
统计与分析；文献［4］进一步从状态评估与故障特征
提取的角度进行分析，为后续运维决策提供了数据
基础。在风电机组的可靠性建模方面，文献［5⁃6］针
对外界环境中风速、温度及机组自身参数的变化对
风电机组中叶片和齿轮箱等重要部件可靠性的影响
进行建模与分析。在可靠性评估方法方面，故障树
法、贝叶斯网络模型等常被应用于可靠性分析的相
关性模型中［7］。

上述关于风电机组可靠性的研究，较少考虑风
电机组个体实时运行数据在其可靠性评估中的影
响和价值。事实上，目前已经能够获得智能化风电
机组的振动、温度、声发射、应力、润滑油参数等非电

气量信息［8］，以及电压、电流、功率等电气量信息［9］。
根据风电机组不同部件的材料、结构、运行特点等，
按照不同类型、精度的状态信息对风电机组健康
状态进行分析与评估，这些状态信息表现出明显的

“多元异质”特点。文献［10］较为全面地梳理和总结
了当前常用的风电机组及其关键部件的状态监测与
健康诊断技术。风电机组的数据采集与监视控制
SCADA（Supervisory Control And Data Acquisition）
系统及状态监测系统CMS（Condition Monitoring Sys-
tem）可获取较为全面的机组实时运行状态数据，但
是这些“多元异质”特性的数据也给机组的可靠性评
估带来了困难。

贝叶斯网络模型由于具有能较好地表示变量
的不确定性及变量间的相关性等优点，在基于实
时数据的设备可靠性评估中得到了较为广泛的应
用［11⁃12］。文献［13］提出一种基于贝叶斯优化的风电
机组发电机故障预警方法，验证了贝叶斯模型的泛
化性能。上述研究大多基于某种电气量和非电气量
信息，缺乏对“多元异质”状态信息的同质化处理，且
传统的贝叶斯方法在推理过程中简化了贝叶斯网络
条件，通常缺乏状态信息-故障-部件间的相关性分
析，这会导致推理效果不理想，对可靠性评估的结果
造成不确定性影响。

针对上述问题，本文提出一种基于改进贝叶斯
网络的风电机组动态可靠性评估方法，即根据在风
电机组运行过程中收集到的关于其随机行为（或状
态劣化情况）的新信息或新知识，对风电机组的可靠
性函数进行实时更新［14］。为了清晰阐述改进贝叶斯
网络的构建过程与动态可靠性评估方法，本文以风
电机组的一个关键部件为例进行说明。算例分析结
果表明，所提方法不仅可以有效地基于“多元异质”
实时状态信息对机组可靠性进行定量评估，而且可
以结合贝叶斯网络的拓扑结构更加全面地描述部件

收稿日期：2021⁃09⁃24；修回日期：2021⁃12⁃16
在线出版日期：2022⁃04⁃19
基金项目：国家自然科学基金资助项目（52177097）；上海市教

育委员会科研创新计划项目（2021-01-07-00-07-E00122）
Project supported by the National Natural Science Foundation
of China（52177097） and the Scientific Research and Inno⁃
vation Plan Program of Shanghai Education Commission

（2021-01-07-00-07-E00122）





第 11期 符 杨，等：基于改进贝叶斯网络的风电机组动态可靠性评估

不同故障与各种状态信息间的耦合特性，推导出部
件各种状态信息对不同类型、不同等级故障的敏感
程度，从而有助于梳理出风电机组不同故障及其典
型关键病症信息。

1 研究思路与框架

本文提出的基于改进贝叶斯网络的风电机组动
态可靠性评估方法主要包含改进贝叶斯网络的构建
与动态可靠性评估2个部分。

首先，针对传统贝叶斯分析方法未能充分考虑
实时状态信息“多元异质”的特点、部件与状态信息间
的耦合关联关系等问题，提出一种融合故障树分析
FTA（Fault Tree Analysis）方法、云模型 CM（Cloud
Model）与无标度网络的改进贝叶斯网络。针对风电
机组故障事件建立故障树模型，以此构建风电机组
的基于FTA的可靠性贝叶斯网络FR-BN（FTA based
Reliability-Bayesian Network）；针对状态监测信息

“多元异质”的特性，构建风电机组状态信息云模型，
将 FR-BN转化为更易于诊断与描述动态过程中变
量复杂关系的单纯可靠性贝叶斯网络 pR-BN（pure
Reliability-Bayesian Network）；针对贝叶斯网络中多
变量之间的耦合关系造成可靠性评估准确性受限的
问题，建立无标度网络［15］，定量分析多变量之间的耦
合关系对可靠性分析的影响。

然后，构建动态贝叶斯推理过程与可靠性分析
方法。具体而言：在上述改进贝叶斯网络的基础上，
引入动态性的迭代更新时刻来构建并优化参数学习
与监测信息更新过程；基于无标度网络进行节点变
量的耦合分析，并利用加权形式对推理过程中的状
态监测信息更新环节进一步优化，在提高动态可靠
性评估准确性的同时，实现对状态信息关联特性的
表达。基于贝叶斯网络的动态可靠性评估流程图见
附录A图A1。
2 改进贝叶斯网络的建模

2.1 基于FTA建立可靠性贝叶斯网络

FTA具有可以定性推理复杂系统初始失效及事
件的影响、建模简单等优势，在可靠性分析领域应用
广泛［16］。本文将 FTA的定性演绎推理分析融入贝
叶斯网络，构建FR-BN。

这里以风电机组的一个关键部件为例说明
FR-BN的构建过程。首先，根据对该部件的故障分
析建立该部件的故障树模型，主要包含顶层事件、中
间事件与基本事件 3个部分：顶层事件 E为该部件
的故障状态；中间事件 u为该部件的故障子节点的
集合，u=｛u1，u2，…，uN｝，其中 ui（i=1，2，…，N）为第 i
种故障类型，N为该部件故障类型总数；基本事件 v
为反映该部件病症根节点的集合，v=｛v1，v2，…，vn｝，

其中 vi（i=1，2，…，n）为第 i种病症，n为可能反映该
部件病症的总数。部件故障树层间的逻辑关系为：
顶层事件 E代表该部件的故障状态，中间事件 u可
以被某种或多种基本事件 v中的病症表征。由此，
可以得到风电机组关键部件的故障树，如图 1所示，
图中 q、p、k均为正整数且 1< q< p< k<n。然后，将该
风电机组关键部件的故障树进行贝叶斯网络转化，
从而得到该部件的FR-BN，见附录A图A2。

2.2 基于云模型的FR-BN变量区间分析

FR-BN中存在大量病症根节点 vi及其对应的部
件监测信息节点mi。本文利用云模型区间分析的优
势来解决状态监测信息“多元异质”特性所带来的状
态区间多样性问题，将FR-BN改进为 pR-BN，具体步
骤如下。

步骤 1：定义随机变量 ξ=｛ξ1，ξ2，…，ξn｝，确定
初始化状态空间，其中 ξi（i=1，2，…，n）为第 i个随机
变量，表征FR-BN中的监测信息节点mi的状态。

步骤 2：定义区间离散化后的状态数为 y，则可
将随机变量的定性论域D划分为y个子域［D1，D2，…，
Dy］，每个变量将产生对应的云模型［C1，C2，…，Cy］，
其中Di（i=1，2，…，y）为第 i个子域，表征状态变量所
对应的状态区间，Ci（i=1，2，…，y）为第 i个区间云模
型，表征Di所对应的状态区间。

步骤 3：针对多变量多区间的状态信息云模型，
利用云发生器，由各个区间云模型的数字特征参数
Ci［xExi，xEni，xHei］（i=1，2，…，y）可以产生得到符合各区
间要求的变量值，其中 xExi、xEni、xHei分别为Ci的期望、
熵及超熵。

步骤 4：将云模型参数代入隶属度函数进行区
间分析，可以得到不同离散状态的隶属度 μi（i=1，
2，…，N）。
2.3 基于无标度网络的pR-BN耦合关系分析

贡献度矩阵方法［15］可以有效地定量分析系统多
元参数之间的贡献度关系，本文通过构建风电机组
pR-BN各节点间的贡献度矩阵 Lc，实现对 pR-BN中
各节点间耦合关系的量化，即：

Lc =
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（1）

图1 风电机组关键部件的故障树

Fig.1 Fault tree of key component of wind turbine
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式中：lij（i，j=1，2，…，S）为节点 j对节点 i的重要性贡
献比例，其值越大，表示节点间的关联性越强，S为
pR-BN中的节点总数。

为了将贡献度矩阵Lc从描述节点间的关系推广
至描述节点对整体特征的影响（如描述状态信息 vi、
vj（i ≠ j）对部件节点E（反映部件状态）的共同影响），
本文引入无标度网络的概念［15］，对 pR-BN进行进一
步优化。

首先，基于 pR-BN构建图G=（U，V，E）的网络拓
扑。图G共有 S个节点，其中包含 n个病症根节点、N
个故障子节点和 1个部件节点，网络图见附录A图
A3。图中：u1、u2、…、uN构成所有故障子节点集合U；
v1、v2、…、vn构成所有病症根节点集合 V；w（i，j）为节
点 i与节点 j间的局部权重。

根据图A3的网络拓扑结构，可以得到部件节点E
与故障子节点 ui间的关联矩阵，记为AN×N=（aE ( ij )）N×N，
其可表示不同故障原因与部件之间的关系，矩阵元
素为：

aE ( ij ) =ìí
î

ïï
ïï

1 E与 ui 相连接

0 E不与 ui 相连接
（2）

将故障子节点 ui与病症根节点 vj间的关联矩阵
记为 Bn×n=（bij）n×n，其可表示不同故障病症与不同故
障之间的关系，矩阵元素为：

bij = ì
í
î

ïï
ïï

1 ui 与 vj 相连接

0 ui 不与 vj 相连接
（3）

根据图论理论［15］，可以得到任意节点 i的邻接
度 Q ( i )，表示与节点 i相连的所有邻居节点的度之

和，如式（4）所示。

Q ( i ) =∑
x∈Γ ( i)

K ( x ) （4）
式中：Γ ( i )为节点 i的邻居节点集合；K ( x )为节点 x
的度。

为更好地反映节点在整个网络中的拓扑关系，
引入节点 i的次邻接度。由式（4）结合 2类关联矩阵
AN×N、Bn×n，可得到节点 i的次邻接度 I ( i )，如式（5）所

示。当节点 i为部件节点E时，I ( i )表示在风电机组

状态信息 v能表征故障 u的情况下，故障 u导致部件
E运行异常或发生故障的程度。

I ( i ) =∑
z∈Γ ( i)

Q ( z ) （5）
为明确节点间相互影响的耦合关系，定义一种

状态结构洞［15］来研究相邻节点间的贡献关系，结构
洞数量能够在一定程度上反映网络结构的稳定性，
数量越多，网络结构越稳定［17］。定义约束系数作为
测量指标，以衡量网络中大量的病症根节点 vi及故
障子节点 ui在形成结构洞时受到相邻节点的约束情
况。节点 i的状态结构洞指标 Li为节点 i的约束系数
与网络中所有节点约束系数的比值，即：

Li= 1-RCi
∑
j=1

S (1-RCj )
（6）

RCi=∑
j∈Γ ( i)( )p( )i | j +∑

q

p( )i | q p( )q | j

2
q≠ i，j （7）

式中：RCi为引入结构洞后节点 i的网络约束系数，表

征受到约束后状态信息无法准确反映故障类型，进

而无法准确反映部件状态的程度；p( )i | j 为连接参数，

表征节点 i与节点 j间的连接关系以及节点 j对于节

点 i的相对重要程度，如式（8）所示；q为节点 i和节

点 j的共同邻居节点。

p( )i | j = Q ( j )N ( i ) =
Q ( j )∑

z∈Γ ( i)
Q ( z ) （8）

结合式（2）、（3）、（6），可以得到节点 j 对节点 i
的重要性贡献比例，即：

lij=(aE ( ij ) +bij) Lj / ∑
k∈Γ ( i)

Lk （9）
因此，式（1）中的贡献度矩阵Lc可以更新为：

Lc=
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（10）
通过结合贡献度矩阵 Lc与关联矩阵，可以计算

修正后的节点局部权重矩阵w ( i，j )，如式（11）所示，

可将其应用于后续贝叶斯推理中的加权优化。

w ( i，j ) =aE ( ij )Lc ( i，：) +bijL Tc (：，j ) （11）
基于此，拓展到整个网络结构，可以得到：

W=W1Z +W2Z +w ( i，j ) （12）
式中：W为综合表征节点局部特征与全局信息的权

重关系矩阵；W1Z和W2Z分别为病症根节点与故障子

节点所对应的自身初始权重。结合式（10）与式

（12），可以得到敏感度矩阵，如式（13）所示。

Hc =WLc （13）
式中：Hc为敏感度矩阵，其元素值大小可用来描述风

电机组各部件的各种状态信息对不同类型、不同等

级故障的敏感程度。

上述为风电机组单部件的贝叶斯网络建模思路

与方法，根据贝叶斯网络的拓扑结构特点可以将多

个部件的贝叶斯网络进行拓展和整合，从而构成更

加复杂的多部件系统的贝叶斯网络模型。
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3 基于改进贝叶斯网络的推理与可靠性分析

传统的静态贝叶斯分析根据先验概率和相关条

件来推导节点（部件）后验概率，即：

P ( )A | H = P ( A)P ( )H | A
P (H ) （14）

式中：P (H )、P ( A)分别为事件H和事件 A的先验概

率；P ( )H | A 为已知事件A发生后事件H发生的条件

概率，即事件H的后验概率。通过对先验概率和后

验概率的迭代更新，可以获得可靠性的动态变化

过程。

为了描述风电机组动态可靠性评估中的动态贝

叶斯推理过程，这里定义贝叶斯推导过程中第 k个
迭代更新时刻为Tk。考虑到待输入动态贝叶斯网络

推理的数据主要来自于风电机组实时数据系统——

SCADA系统，为了满足不同时间精度的计算需要，

更好地利用状态监测信息进行动态推理，Tk可以取

值为 SCADA系统数据采样时刻的整数倍。基于动

态贝叶斯推理的风电机组动态可靠性评估流程图见

附录A图A4。
3.1 参数学习

参数学习是指网络的先验概率、条件概率及后

验概率的学习。

1）先验概率。

先验概率一般由经验或数据统计得到。通常可

以假设风电机组主要部件的故障率数据服从指数分

布［16］，因此，通过监测信息节点mi获取的关于某种

故障病症 vi反映部件可能发生不同严重程度故障

（一般故障、中度故障及严重故障）的概率可以表

示为：

P { vi∈Dd }=1-e-λdt i=1，2，⋯，n；d=2，3，4（15）
式中：P {⋅}表示概率；λd为部件故障率，d=2表示发生

一般故障，d=3表示发生中度故障，d=4表示发生严

重故障；t为部件运行时间。基于上述部件不同严重

程度的故障，结合状态空间的多变量概率分析，可将

定性论域D分为 4个子域，分别对应节点的 4种风险

状态，以突出监测信息“多元异质”的特点，即D1表
示极低风险状态区间，D2表示中风险状态区间，D3表
示高风险状态区间，D4表示极高风险状态区间。由

于风电机组当下的风险状态概率之和为1，因此有：

P { vi∈D1 }=1-∑
i=2

4
P { X∈Di } （16）

2）条件概率及后验概率。

引入迭代更新时刻 Tk后，由式（14）结合式（15）
和式（16）可得到式（17），其表示在已知病症 vj的条

件下，能反映发生故障 ui时部件 E的状态隶属于各

个风险状态区间的概率。

P (uki，vk1，vk2，⋯，vkj )=
P (uki )∏

m=1

n

P ( )vkm| uki

∏
m=1

n

P ( vkm )
（17）

式中：P (uki，vk1，vk2，⋯，vkj )（k = 1，2，…，s；i = 1，2，…，

N；j=1，2，…，n）为Tk时刻在病症根节点 vj的影响下，

对应的故障子节点 ui位于各风险区间的概率，s为更

新迭代的总次数，uki为Tk时刻故障子节点 ui的取值，
vkj为 Tk时刻病症根节点 vj的取值；P (uki )为 Tk时刻故

障子节点ui的先验分布；P ( )vkm| uki 为Tk时刻在已知故

障子节点 ui状态的情况下，病症根节点 vm的条件概

率分布；P ( vkm )为Tk时刻病症根节点 vm的先验分布。

将式（17）化简可以得到式（18）。

P (uki，vk1，vk2，⋯，vkj )=P (uki )∏
m=1

j

P ( )vkm| uki （18）
类似地，可以将式（18）中的P (uki，vk1，vk2，⋯，vkj )

作为先验概率，结合式（14）推导 Tk时刻的部件风险

概率，如式（19）所示，化简后如式（20）所示。

P (Ek，uki )= P (Ek )P ( )uki| Ek

P (uki ) （19）
P (Ek，uki )=P (Ek )P ( )uki| Ek （20）

式中：P (Ek，uki )为Tk时刻在故障子节点 ui的影响下，

部件 E发生故障位于各风险区间的概率，Ek为 Tk时
刻部件E的取值。根据式（20）可以得到已知部件故

障 ui的条件下，部件 E隶属于各个风险状态区间的

概率。

3.2 监测信息更新

监测信息更新是指随着更新时刻 Tk的推移，不

断获取新的状态监测信息，从而不断更新各个节点

的状态概率。

1）实时状态概率。

若将Tk+1时刻病症根节点新的监测信息记为 ec，
将该时刻故障子节点新的监测信息记为 eF，则可将

实时监测的信息作为更新依据，结合式（18）和式

（20），变量之间的相关概率可以表示为：

P ( )E | e =P ( )V | ec P ( )E | eF （21）
式中：e为实时状态信息，主要包含 ec与 eF；P ( )E | e 为

监测信息更新作用下的关键部件风险概率；P ( )V | ec
为新的状态监测信息影响下可能发生的故障隶属于

不同风险区间的概率；P ( )E | eF 为关键部件隶属于

不同风险区间的概率，即表征部件故障严重程度的

概率。

2）状态转移概率。

结合本文的云模型设备状态健康区间，这里的
状态转移概率是指设备状态由隶属于一个健康区间
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向隶属于另一个区间转移的概率，可以表示为：

P ( )Ek+1 =α | Ek=β =
ì

í

î

ïïïï

ïïïï

ε α=β
1-ε
FD-1 α≠β （22）

式中：α、β分别为Tk和Tk+1时刻设备所属的风险状态
类型；ε为 Tk和 Tk+1时刻设备状态属于相同风险状态
区间的概率；FD为云模型中定性论域D的子域个数。
3.3 耦合分析

由于 pR-BN节点变量之间相互独立，因此，式
（21）中病症根节点的依赖性可以展开为：

P ( )V | ec =P ( )V | ec1，ec2，⋯，ecn =∏
j=1

n

P ( )V | ecj （23）
式中：ecj（ j = 1，2，…，n）为病症根节点 vj 新的监测
信息。

根据式（11）计算的权重指标，将式（23）加权优

化为式（24），其中 Pwj( )V | ecj（j=1，2，…，n）表征耦合

关联性的影响，wj为病症根节点 vj的权重。

P ( )V | ec =P ( )V | ec1，ec2，⋯，ecn =∏
j=1

n

Pwj( )V | ecj （24）
类似地，将式（21）中故障子节点的依赖性展开

后得到式（25），将式（25）加权优化后得到式（26）。

P ( )E | eF =P ( )E | eF1，eF2，⋯，eFN =∏
i=1

N

P ( )E | eFi （25）
P ( )E | eF =P ( )E | eF1，eF2，⋯，eFN =∏

i=1

N

Pwi( )E | eFi （26）
式中：eFi、wi（i=1，2，…，N）分别为故障子节点 ui的新
的监测信息、权重。
3.4 可靠性分析

由上述分析过程可见，式（26）确定了部件在 Tk
时刻隶属于给定健康状态（D1、D2、D3、D4）的概率，因
此，结合式（22）、（24）、（26），可以得到式（27）。

P ( )E | e = Pwj( )V | ecj ∏
i = 1

N

Pwi( )E | eFi （27）
结合 4种健康状态的分类，这里将可靠性理解

为设备状态隶属于D1区间的风险概率，由此，结合
式（27）和式（21）可得式（28）。

R (Tk+1 )=∑
i=1

S

P (Ei (Tk ))∏
j=1

n

Pwj( )V (Tk )ecj (Tk+ΔT ) （28）
式中：R (Tk+1 )为基于 Tk时刻的状态信息更新的 Tk+1
时刻的部件可靠度；Ei (Tk )为在 Tk时刻第 i个部件节

点 E的取值；V (Tk )为 Tk时刻故障子节点的状态取

值；ΔT=Tk+1 -Tk。
4 算例分析

这里以我国某近海风电场的多年运行数据为基
础，对齿轮箱这一关键部件的可靠性评估过程进行
分析。相关的运行与监测数据取自该风电场的
SCADA系统。

4.1 pR-BN的建立

根据风电机组齿轮箱运行与故障特征规
律［18⁃19］，选择几种典型关键状态参数来构建故障树：
顶层事件 E为齿轮箱状态；中间事件 u=｛u1，u2，u3｝，
其中 u1为齿轮箱齿弯曲故障，u2为齿轮箱齿面胶合
故障，u3为轴承过热故障；基本事件 v=｛v1，v2，v3，v4，
v5，v6｝，其中 v1为冲击载荷位移，v2为子轴承状态，v3
为齿间润滑效果，v4为润滑油温度，v5为轴承润滑效
果，v6为传感器状态。

以状态变量 v1、v4为例，运用云模型对其进行变
量多区间离散化处理，计算结果见附录A表A1。
4.2 动态贝叶斯推理

根据式（15）、（16）获得部件节点的先验概率，结
合式（18）、（20），可以计算得到故障子节点及部件节
点在初始时刻T1的后验概率，分别见附录A表A2和
表A3。

由表A2可以看出，在T1时刻，u1、u2、u3隶属于D1
的概率分别为 0.699 75、0.448 42、0.499 80，这说明齿
轮箱部件在T1时刻不易发生这3种类型故障。表A3
中齿轮箱部件E的状态概率为 0.482 65，这说明该部
件在T1时刻大概率属于极低风险状态区间。

根据式（10）计算得到部件与状态信息之间的贡
献度矩阵为：
Lc =
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ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê
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ê

ê

ê

ê
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1 2 3/2 5/2 1 1 1 1/2 2 1/2
1/2 1 2/3 2/3 2 4/3 1/3 2/3 1/6 2/3
2/3 3/2 1 6/5 2/3 1/3 3/2 3/2 1/3 2/3
2/5 3/2 5/6 1 3/2 2/3 4/3 5/2 4/3 2
1 1/2 3/2 2/3 1 2 2/3 4/3 2 3/4
1 3/4 3 3/2 1/2 1 3/5 2/3 1/3 2/3
1 3 2/3 3/4 3/2 5/3 1 4/3 3/2 1/3
2 3/2 2/3 3/2 3/4 3/2 3/4 1 2/3 3/4
1/2 5/6 3 3/4 1/2 3 2/5 3/2 1 2
2 3/2 3/2 1/2 4/3 3/2 3 4/3 1/2 1

（29）

由式（29）可以看出：矩阵 Lc对角线元素为 1，对
角线以上与以下对应元素大多呈现倒数规律；元素
Lc（1，4）、Lc（4，8）最大，均为 5/2，元素 Lc（2，9）最小，
为 1/6，这说明节点 1与节点 4、节点 4与节点 8之间
的耦合关联性最强，节点 2与节点 9之间的耦合关联
最弱。具体而言：风电机组齿轮箱部件的正常运行
与否与轴承是否过热密切相关，且润滑油温度 v4最
能反映轴承过热故障 u3；轴承润滑效果 v5与齿轮箱
齿弯曲故障 u1之间的关联性最弱。该结果与文献
［20］采用深度变分自编码网络方法得到的结果一
致，证明了本文所提分析方法的正确性和有效性。
4.3 模型有效性分析

截取风电机组齿轮箱四五年运行期间的 4个典
型时段数据，共 9 000个更新时刻。4个典型时段分
别为：TA为新设备时段，TB为长时间正常运行后的磨
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损时段，TC为突发某一故障之后的故障时段，TD为更
换维护后的修复时段。同一时段内的相邻更新时刻
的时间间隔ΔT=Tk+1-Tk=240 min。

经过上文的动态贝叶斯推理和计算，得到齿轮
箱部件在上述给定的各个运行时段的状态风险概率
变化结果图，见附录A图A5。由图可以看出：计算
得到的健康状态区间的隶属概率正确地反映了部件
可靠性的变化。具体而言：在TA时段，P｛E∈D1｝逐渐
增大，并且从 T982时刻开始 P｛E ∈D1｝逐渐接近于 1，
这说明经过一段时间的磨合运行，新安装齿轮箱
的工况性能趋于稳定；在 TB时段，从 T3 001时刻开始
P｛E∈D1｝逐渐降低，这说明经长时间运行后，齿轮箱
可能发生故障的概率升高；在TC时段，P｛E∈D1｝急剧
降低，在 TD时段，P｛E ∈D1｝逐渐升高，均符合故障发
生前与新部件更换后设备可靠性的变化特征。这表
明本文提出的基于改进贝叶斯网络的状态区间隶属
概率能够定性反映齿轮箱部件可靠性的变化趋势。

为了体现改进贝叶斯网络定量分析动态可靠性
的作用，对比本文方法与文献［21］中传统蒙特卡罗方
法在TB、TC、TD时段的可靠性分析结果。蒙特卡罗方
法可靠性分析流程见附录A图A6。2种计算方法的
结果对比如图2所示（图中可靠度R (Tk )为标幺值）。

由图 2可知：本文方法较好地贴合了传统蒙特
卡罗方法的结果，最大误差为 6.323%，验证了本文
方法的有效性；对于发生于T6001时刻的突发故障，本
文方法能够在T6021时刻反映突发故障后可靠度快速
下降，而传统蒙特卡罗方法则需在 T6202时刻才能反
映突发故障后可靠度的变化，相比于本文方法滞后
了 181个更新时刻，即本文方法能够提前 1 086 h表
征突发故障后可靠度的变化，这表明本文方法能够
准确描述可靠度的变化趋势，为后续状态运维决策
提供更加充分的决策时间。
4.4 模型优越性分析

为了进一步体现改进贝叶斯网络的优越性，探
究网络中部件、状态间拓扑结构对可靠性评估准确
性的影响，这里将加权无标度网络方法和未加权传

统蒙特卡罗方法［21］进行对比，关联性分析结果如图
3所示（图中耦合系数为标幺值），其中不同耦合系
数下的结果对比图见附录A图A7。

由图A7可以看出：当迭代次数达 3 000时，利用
加权无标度网络方法得到的耦合系数下降到0.4189，
而利用未加权传统蒙特卡罗方法得到的耦合系数下
降到 0.8570，这充分描述了部件、状态间的复杂耦合
关系；通过将耦合系数的数值降低到 0.49，可以得到
更加贴合基准的风险概率变化趋势，这说明耦合系
数反映了网络中节点间相互影响的大小，通过改变
节点的连接关系来适当降低耦合系数，有利于提高
可靠性分析时的准确性。

在上述分析的基础上，进一步借助加权无标
度网络方法对敏感度矩阵Hc进行分析。选取 3种
故障（u1— u3）、6种状态信息（v1— v6），对比不同状态
监测信息对不同类型故障的故障敏感度（标幺值），
如图4所示。

此外，选取 3个典型监测时刻 τ1、τ2、τ3，由矩阵
Hc分析得到这些典型监测时刻下不同状态信息的故
障敏感度结果，见附录A图A8。

结合图 4和图A8可以看出，在给定的几种故障
类型中，齿轮箱齿弯曲故障 u1中的状态信息冲击载
荷位移 v1最为灵敏，齿轮箱齿面胶合故障 u2中的状
态信息齿间润滑效果 v3最为灵敏，而轴承过热故障
u3中的状态信息润滑油温度 v4最为灵敏。这表明不
同状态信息指标对不同故障类型呈现出不同的敏感
性，而本文方法有助于对不同故障的典型状态信息

图2 本文方法与传统蒙特卡罗方法对比

Fig.2 Comparison between proposed method and

traditional Monte Carlo method

图4 不同部件状态信息的故障敏感度

Fig.4 Fault sensitivity of different component

status information

图3 2种方法拓扑结构耦合关联性对比

Fig.3 Comparison of topological structure coupling

correlation between two methods
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进行筛选与提取。

以状态信息 v4丢失为例，分析轴承过热故障下
的网络稳定性情况。结构洞数量随迭代次数的变化
趋势见附录A图A9。采用加权无标度网络方法得
到经过迭代后的结构洞数量为 37，多于未加权传统
蒙特卡罗方法的结构洞数量 22，这表明本文方法得
到更多的结构洞，使得网络结构更加稳定，具有更强
的鲁棒性。

5 结论

针对“智慧型”风电机组技术的快速发展，本文
提出一种基于风电机组实时状态监测信息的动态可
靠性评估模型，通过分析与验证得到的主要结论
如下。

1）本文提出一种融合方法的改进贝叶斯网络模
型的动态可靠性模型。算例分析表明，所提模型能
够结合状态信息的实时变化，准确地计算机组的可
靠性水平。

2）本文所提方法实现了对状态信息与“部件-状
态”结构关联特性的表达，并能够推导出系统中各种
状态信息对不同类型故障的敏感程度，同时减少了
节点信息缺失可能给动态可靠性评估带来的不利影
响，提升了鲁棒性。

3）基于无标度网络贡献度矩阵Lc构建的敏感度
矩阵Hc，能够对不同故障的典型状态信息进行筛选
与提取，可为构建风电机组快速准确的健康诊断系
统提供参考。

可将单部件的贝叶斯网络建模思路和方法推广
到多部件，从而构成更加复杂的多部件系统的贝叶
斯网络模型。关于多部件的可靠性分析是下一阶段
的研究工作。

附录见本刊网络版（http：∥www.epae.cn）。
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Dynamic reliability evaluation of wind turbine based on improved Bayesian network
FU Yang1，MIAO Yuzhi1，HUANG Lingling1，LIU Lujie1，WEI Shurong1，ZHANG Zhiwei2

（1. School of Electric Power Engineering，Shanghai University of Electric Power，Shanghai 200090，China；
2. Shanghai Donghai Wind Power Co.，Ltd.，Shanghai 200433，China）

Abstract：The traditional Bayesian network method is not comprehensive in describing the coupling relation⁃
ship among the information acquired by the new intelligent wind turbine，such as“diverse and heteroge⁃
neity” status information，fault of unit components and status information，which easily leads to inaccurate
reliability assessment results. To solve this problem，an improved Bayesian network integrated with fault
trees，cloud model and scale-free network is established. By introducing the idea of iterative updating and
combining the improved Bayesian network with time sequence analysis method，a dynamic reliability evalua⁃
tion method of wind turbine is proposed. Case results show that the proposed method can not only effec⁃
tively use the real-time status information of wind turbine for quantitative calculation of dynamic reliability
degree，but also use Bayesian network，status structure hole and scale-free network to realize the expression
of correlation characteristics between the status information and“component-status”structure，thus improving
the accuracy of dynamic reliability evaluation.
Key words：wind turbines；fault tree；cloud model；scale-free network；Bayesian network；status structure hole；
dynamic reliability evaluation
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图 A1 基于动态贝叶斯网络的可靠性评估过程流程图 

Fig.A1 Flowchart of reliability evaluation process based on dynamic Bayesian network 
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图 A2 经转化处理的可靠性贝叶斯网络 

Fig.A2 Reliability Bayesian network after transformation 
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图 A3 风电机组关键部件加权无标度网络模型 

Fig.A3 Scale-free network model for key components of wind turbine 
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图 A4 动态贝叶斯推理流程 

Fig.A4 Flowchart of dynamic Bayesian inference  

表 A1 变量离散化处理的多区间分析 
Table A1 Multi-interval analysis of variable discretization  

变量 D1 D2 D3 D4 

v1冲击载荷位移/ mm [0，3] 

C1 [2，0.4，0.03] 

[2，5] 

C2[3.5，0.4，0.03] 

[4，7] 

C3 [5.5，0.4，0.03] 

[6，9] 

C4 [7，0.4，0.03] 

v4润滑油温度/℃ [-25，0] 

C1 [-5，1.1，0.02] 

[-5，25] 

C2[10，1.1，0.02] 

[15，45] 

C3 [30，1.1，0.02] 

[40，65] 

C4 [45，1.1，0.02] 

表 A2 子节点后验概率  
Table A2 Posterior probability of superior node 

故障 P{u∈D1} P{u∈D2} P{u∈D3} P{u∈D4}

u1 0.699 75 0.100 31 0.003 32 0.196 62 

u2 0.448 42 0.239 53 0.278 20 0.033 85 

u3 0.499 80 0.249 90 0.000 25 0.250 05 

表 A3 部件节点后验概率  
Table A3 Posterior probability of E 

部件 P{E∈D1} P{E∈D2} P{E∈D3} P{E∈D4}

E 0.482 65 0.162 75 0.093 92 0.260 10 
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图 A5 风险概率变化趋势 

Fig.A5 Variation trend of risk probability 
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图 A6 蒙特卡洛方法可靠性分析流程 

Fig.A6 Flowchart of reliability analysis of Monte Carlo method 
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图 A7 不同耦合程度对风险概率分析的影响 

Fig.A7 Influence of different coupling degrees on risk probability analysis 
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图 A8 典型时间尺度下的故障敏感程度 

Fig.A8 Sensitivity to faults under typical time scale 
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图 A9 动态贝叶斯网络拓扑结构稳定性 

Fig.A9 Topological structure stability of dynamic Bayesian network 
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