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光伏阵列故障诊断的可解释性智能集成方法
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摘要：针对现有光伏阵列故障检测和诊断智能方法存在的泛化性不强、可解释性差的问题，提出了一种可解

释性智能集成方法。对采集的光伏阵列输出时序电压、电流波形进行特征挖掘，并将多个已成熟应用于光伏

故障诊断的智能算法作为不同基学习器与元学习器，构建结合不同智能算法优势且更具泛化性的Stacking集

成学习模型；以沙普利可加性特征解释方法为总框架，并结合局部近似可解释性方法，对模型训练过程与结

果进行解释分析，通过获取各特征的贡献、分析该集成模型的决策机制，并了解其如何进行诊断，提高其可靠

度和可信度。算例实验结果表明，所提可解释性智能集成方法在不同规模数据集的测试中均实现了高精度

的故障诊断，模型的可解释性结果表明由该智能集成模型建立的故障特征和诊断结果的映射遵循物理见解，

增强了智能方法的可信度和透明性。
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0 引言

在我国“双碳”目标以及建设新型电力系统的战

略指引下，光伏发电因具有可用性高、安装速度快、

维护成本低等特点获得长足发展，已成为最常用的

可再生和清洁能源之一［1］。而随着全球光伏装机容

量迅速提升，其可靠性问题不容忽视，且光伏阵列安

装在室外环境中，工作环境复杂，容易发生光伏组件

老化、接地、短路、开路、局部遮阴等故障问题，降低

光伏发电效率，缩短光伏阵列使用寿命［2‐3］。并且目

前研究大多采用具有“黑箱”性质的人工智能方法，

其合理性与决策容易引发质疑。因此，研究快速、准

确、可解释的光伏阵列故障诊断方法对光伏发电的

良性发展具有重要意义。

国内外学者针对光伏故障检测与分类进行了大

量的研究，大致可以将其分为如下 2类：视觉和热处

理方法（visual and thermal methods，VTM）以及基于

电气的方法［4］。VTM通过红外热成像、电致光成像、

视觉检测等技术研究和分析故障模组的物理特性，

简单、快速地实现故障检测，但其难以有效实现故障

分类，且维护成本高，存在局限性［5］。现有研究大多

认为基于电气的方法使用更多信息提供了更全面的

分析，大部分的常见故障可被识别与诊断。依据故

障特征的选择，基于电气的方法可以分为 I-V特性分

析方法、功率损失分析方法、电压与电流测量方法、电

压／电流谱分析方法等［5］。而在这些检测方法中，依
托电气信息所获得的特征进行故障诊断，往往依赖
以机器学习为代表的人工智能技术，其无须投入更
多成本，也不依赖数学模型，因此被广泛应用于光伏
阵列故障检测与诊断中。文献［6］提出了一种贝叶斯
优化的 K 近邻（K-nearest neighbor，KNN）算法，用于
检测线对线故障和开路故障。有研究以光伏系统的
I-V 特性作为输入，使用遗传算法优化的支持向量机
（support vector machine，SVM）检测光伏系统中的线
对线故障［7］。文献［8］使用随机森林（random forest，
RF）检测光伏阵列的开路、短路、热点、老化和部分
阴影故障，有较高的准确率。基于梯度提升决策树
（gradient Boost decision tree，GBDT）算法框架的改
进方法，如极度梯度提升（extreme gradient Boos-

ting，XGBoost）算法［9］、CatBoost（categorical Boosting）
算法［10］，通过从 I-V曲线中提取包括开路电压、短路
电流、最大功率点工作电压和电流等特征，在光伏阵
列故障检测与诊断中收获好的效果。除了以上多种
分类器的应用，神经网络方法也已经被广泛应用于
光伏系统的故障检测和分类，其通过自动提取非线
性特征，提升了检测效率，其中包括反向传播（back 
propagation，BP）神经网络、卷积神经网络（convolu‐
tional neural network，CNN）、人工神经网络（artifi‐
cial neural network，ANN）等［11‐13］。但是，现有方法
多以光伏组件 I-V 输出特性为原始输入特征，其需
要专业的测试设备，且获取存在一定的延时，导致无
法实现实时故障检测，故障将在阵列中存在一段时
间，进而造成一定的安全风险［4］。同时，单一人工智
能模型依赖大量有标签的数据进行训练，在不同数
据规模、不同类型的故障检测任务中也难以保证其
性能稳定。此外，最关键的一点是，以人工智能技术
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为代表的数据驱动方法本质上是个黑匣子，研究可

解释的智能方法可以在识别影响故障的关键因素、

分析不同故障特征对各类别故障的贡献程度、增加

“黑箱”模型的透明度、澄清模型的决策过程、提高结

果的可信度等方面发挥重要作用［14］。
针对上述问题，本文提出了一种以在线测量的

光伏阵列的电压、电流为输入特征，运用可解释性的

Stacking 集成智能模型对光伏阵列故障进行诊断的

方法。首先，通过考虑不同的故障情况下光伏阵列

输出电流、电压时序波形与变化规律，基于统计分析

挖掘故障特征；其次，基于 Stacking 集成框架，构建

由KNN、SVM、RF、XGBoost组成的异质集成模型，对

故障进行诊断与检测；然后，提出可解释性分析方

法，帮助理解该模型如何进行诊断，解释各故障特征

的贡献程度，提高模型诊断结果的可靠性与可信度；

最后，基于仿真数据进行算例分析，对线对线、开路、

遮光等故障进行诊断，并通过对比各模型与所提模

型，验证所提方法的有效性与准确性。

1 光伏故障特性分析与特征选择

1.1　光伏发电系统

典型的并网光伏发电系统一般由光伏阵列、汇

流箱、逆变器、变压器、相关的保护控制设施等组

成［15］。光伏阵列由多块光伏组件串并联组成，每块

光伏组件由串联的光伏电池片和并联在电池片两侧

的旁路二极管组成，电路图见附录A图A1。
考虑以双二极管模型描述光伏电池和光伏组件

的伏安特性，建立电路等效模型，见附录 A 图 A2。
光伏组件的基本电流方程如式（1）所示，由于光生电

流受辐射度影响，由式（1）可知，光伏组件的输出不

仅受到内部参数的影响，还与环境温度和辐射度

有关。
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式中：IL、VL 分别为光伏组件输出电流和电压；Iph 为
光生电流；Id1、Id2 分别为二极管 D1、D2的反向饱和电

流；Rs、Rsh 分别为串、并联电阻；Ai（i =1，2）为二极管

修正品质因子，A1 = n1 k*T/q，A2 = n2 k*T/q，T 为温度，

n1、n2 分别为扩散、复合二极管的理想因子，q为电子

电荷，k*为波兹曼常数。

1.2　光伏阵列的故障特性分析

光伏阵列最常见的故障有线对地、线对线、开

路、遮光、光伏组件退化等故障［10］，其中光伏组件退

化是个长期变化过程，难以通过短暂的时序电流、电

压变化识别，因此本文不做讨论。同时，光伏发电系

统通常配备过电流保护装置和接地保护装置来保护
设备，很容易识别接地故障和故障程度较为严重的
故障情况并提供保护，因此本文主要针对以下轻型
故障情况进行具体分析。

1）线对线故障指阵列中某些位置的意外短路，
使一个或多个模块短路并导致功率损失。光伏阵列
中的线对线故障可能是由于载流导体的意外短路、
连接器之间的绝缘不良、直流箱串、运行过程中造成
的损坏以及绝缘失效而发生的［16］。这种情况可能发
生在同一组串内或 2个相邻组串之间，如图A1中的
F11与F12所示。

2）开路故障指系统中某个点断开连接，导致光
伏阵列某条组串电流中断。光伏阵列的开路故障主
要发生在破裂的光伏电池和模块上或模块间互连
中，影响到光伏组件的输出电流，如图 A1 中的 F2
所示。

3）遮光故障指光伏阵列的单个组件或多个组件
被遮挡，导致阵列输出功率受损、阵列失配的情况。
其中：硬遮光故障由需要人工清理污垢或物体之类
的遮挡物造成的，并且会造成遮蔽的组件发热，进而
产生热斑效应，如图A1中的 F31所示；暂时性遮光由
云层、树荫之类暂时性的遮挡物遮挡造成的，其阴影
面积和阴影程度会随时间变化，导致阵列出现具有
时变性的局部阴影，如图A1中的F32所示。

为了实现快速的故障诊断，最优的选择是通过
分析光伏阵列的输出电压与电流在不同故障状态下
的时序波形变化，深度分析不同故障场景之间的运
行特征差异，进而挖掘电参数的变化共性与异性。

各运行状态下的时序电压、电流如图 1所示，图
中电压、电流为标准化值，设置在指定区间内。正常
运行情况下，阵列电压与电流平缓波动，几乎不发生
突变，如图 1（a）所示；当发生线对线故障时，故障串
的电压小于正常串的电压，这导致阵列电流突然下
降，输出功率也突然下降，之后，为了满足最大功率
点跟踪的最大功率点优化，阵列的电流逐渐上升，电
压逐渐下降，如图 1（b）所示；当发生开路故障时，由
于 1条支路断路，阵列电流下降，电压短暂下降后基
本保持不变，如图1（c）所示；当光伏阵列出现硬遮光
故障时，光伏阵列电流序列呈现连续下降趋势，电压
出现下降，直到从原始最大功率工作点过渡到新的
最大功率工作点，电压电流开始稳定，如图 1（d）所
示；当出现暂时性的部分遮光故障时，会持续影响阵
列的输出电流，造成电流和电压波动，出现多个最大
功率工作点，如图1（e）所示。
1.3　故障特征挖掘与选择

故障特征的挖掘和选择对于准确识别光伏阵列
故障具有关键作用。如 1.2节所述，不同状态下的时
序电压、电流的波形变化规律与趋势各有不同，因此
需要从中选择能表达故障信息、表征波形特征的参

􀀡􀀳



电 力 自 动 化 设 备 第 44 卷

数作为故障特征。参考相关研究［15，17］与时序电压、
电流波形的变化特征，基于统计分析选取直流侧光
伏阵列输出电流 IPV 与电压VDC 的均值、方差、最大最
小差、峰值系数作为故障特征，各统计特征的表达式
分别为：

Xmean = 1
N∑

k =1

N

xk （2）
XVar = 1

N - 1∑
k =1

N ( xk - Xmean )2 （3）
XRange = max

k =1，2，⋯，N
 { xk }- min

k =1，2，⋯，N
 { xk } （4）

XCF = XRange / 1
N∑

k =1

N

x2
k （5）

式中：Xmean、XVar、XRange、XCF 分别为均值、方差、最大最
小差、峰值系数；N为采集时间序列样本中的数据总
数；xk为 k时刻电气量的测量值。

如 1.1节所述，由于光伏阵列的输出电压、电流
还与外界环境因素有关，考虑对不同温度和辐射度
下所发生的故障进行诊断，将光伏阵列处所测得的
辐射度与温度也列为故障特征。综上，所选取的特
征及描述如附录B表B1所示。

2 基于可解释性 Stacking集成方法的光伏阵
列故障诊断

2.1　Stacking集成学习方法

Stacking是一种分层模型集成框架，通常设计为

2 层：第 1 层包括称为基学习器的若干算法，而第 2
层称为 Stacking算法的元学习器［18］。这种集成的优
点是首先通过使用原始数据集训练基学习器得到预
测结果，然后将每个学习器的输出组合成一个新的
数据集用来训练元学习器，最后由第 2 层元学习器
使用该数据集得到最终的预测结果，从而获得更准
确的预测结果［19］，并得到比单模型更优且鲁棒性更
强的预测结果的方法，其框架如图2所示。

2.2　基学习器

基模型学习能力越强，差异性越大，则 Stacking
集成模型的效果越好［20］。本文将 KNN、SVM、RF、
XGBoost 这 4 种在光伏故障诊断与检测中应用成熟
且原理存在差异性的算法模型作为基学习器。下面
对各学习器进行简要介绍。

1）KNN。在故障分类中，KNN 方法是一种通过
检查新对象与特征空间中最近的邻近训练样本的距
离来对新对象进行分类的方法。

2）SVM。SVM的核心思想在于构建一个最优超
平面将不同数据分类，并使分类间隔最大，对于非线
性可分数据，可通过核函数将样本数据映射到更高
维度的空间，将最优分类超平面由低维不可建变为
高维可建，进而对数据进行分类［21］，本文研究中所用
核函数为“linear”，最优超平面分类函数  f ( x ) 的表达

式为：

f ( x ) = sgn (∑i=1

n

αi yi K ( xi ⋅xj )+b) （6）
式中：sgn (⋅)为符号函数，若自变量为正则取值为 1，
若为 0 则取值为 0，若为负则取值为-1；αi 为拉格朗
日乘子；n为样本数量；yi 为样本 i的预测值；K ( xi ⋅xj )
为核函数，xi、xj分别为样本集第 i、 j 个样本；b为分类
阈值。

3）RF。RF使用重新采样的方法，从一个原始的
训练集中反复随机地选择 n个样本，并进行替换，以
生成一个新的训练集｛（xi，yi）｝（i∈［1，n］），该训练集
通过考虑这些采样点附近的加权函数，对未标记类

图1　各运行状态下的时序电压、电流

Fig.1　Time series voltage and current

under each operating state

图2　Stacking集成学习框架

Fig.2　Stacking ensemble learning framework
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别的新样本 xnew进行分类预测，新数据的分类由投票
的分类树数量形成的分数确定［22］。具有自权重ω的
一组 k棵树的森林平均预测如式（7）所示。

ŷ =∑
i=1

n ( )1
k ∑

j=1

k

ω ( )xj，xnew yi （7）
式中：ŷ为新样本 xnew的预测值。

4）XGBoost。XGBoost 属于基于树集成的学习
模型，其基本思想是通过整合多棵基本树计算最终
的分类结果。同时在 GBDT 的基础上，引入损失函
数对预测结果的二阶导数，并在目标函数中加入树
模型的复杂度作为正则化项，防止过拟合，提高模型
的泛化性能［23］。
2.3　元学习器与故障诊断流程

轻梯度提升机（light gradient Boosting machine，
LightGBM）算法是一种基于决策树算法的分布式梯
度提升算法，它具有运行速度快、内存消耗低、精度
高等特点［24］，因此将其作为元学习器。

根据传感器在线测量的光伏阵列输出的时序电
压与电流数据，截取固定时间窗内的故障信号序列
数据通过所述统计分析实现故障特征的选取与计
算，得到如表B1所示的特征F feature1、F feature2 等，并构建
输入特征向量 [ X1，X2，⋯，Xn ]，将其输入训练好的
Stacking模型中，输出得到不同类型的故障标签，并
对此进行可解释性分析构建基于可解释 Stacking
集成的光伏阵列故障诊断方法，诊断流程如图 3
所示。

2.4　可解释性方法研究

虽然大量研究中使用不同研究方法根据不同特
征得到了光伏故障的诊断结果，但在实验中不能获
取除模型输出结果以外相应足够的可解释信息，不
可解释性使得难以对导致故障的关键特征进行分
析，故而难以了解模型如何进行决策，制约了其实际
应用。为此，本文以一种附加特征归因法——沙普
利可加性特征解释（Shapley additive explanation，
SHAP）方法作为模型的解释框架，综合应用局部可
解释性等方法对所提的Stacking集成模型进行解释。

SHAP 分析方法以 SHAP 值作为特征重要性的

统一度量，SHAP值将对每个特征进行调节时预期模
型预测的变化归因于该特征［25］。SHAP方法依赖于
加性特征属性的思想，使用模型 g ( x ) 拟合经过训练

的模型的输出。模型 g ( x ) 的输出表示为预测基准

值和每个特征的贡献（即 SHAP值）之和［26］，如式（8）
所示。

g ( x ) =φ0 +∑
i=1

n feature

φi （8） 
式中：φ0 为模型对样本预测的基准值；φi 为特征 xi的

特征归因SHAP值；n feature为特征数量。
SHAP 值 φi反映了特征 xi与不同特征子集联合

作用下的模型输出值之间的差异以及 xi 单独作用下
的输出值。因此，SHAP值旨在计算 xi边际贡献的平
均值。基于合作博弈论中的价值分配问题，通过计
算具有特征和不具有每个特征的模型预测，获得特
征的边缘贡献，取所有特征贡献的平均值，以此来计
算该特征SHAP值φi，即在所有特征值组合上加权与
求和，计算式如式（9）所示。

ì

í

î

ïïïï

ïïïï

φi =∑
S

|| S ！( )n- || S - 1
n！

( f (S∪{ xi }) - f (S ) )
S ⊆{ x1，x2，⋯，xi-1，xi+1，xn }

（9）

式中：S 为不包含 xi的特征子集； f (S ) 为仅存在 S 时

模型的输出值； || S 表示当前正在计算的子集 S中包

含的特征数量； f (S∪{ xi }) 为同时存在 S和 xi 时模型

的输出值。
SHAP值的正负反映的是该故障特征对诊断结

果的正向或反向影响关系，SHAP值的大小反映的是
该特征对结果的影响程度。因此，基于特征值的分
布及其对应的 SHAP 值，可以挖掘特征值对诊断结
果的影响关系和影响程度。同时，当使用所提出的
Stacking 集成模型诊断某故障样本时，每个特征的
SHAP值可以根据式（8）和式（9）进行计算，获取不同
特征所起的作用，并找到准确识别不同故障时所倚
靠的关键特征，同时可与所做的故障特性分析进行
对比，以此既可以提供故障诊断模型所做决策背后
的推理，也可以对所做分析进行验证，提高模型结果
的可靠性。

基于对模型的全局分析，本文还应用局部近似
可解释性方法对故障诊断模型进行局部分析。局部
近似可解释性方法的总体目标是用可解释的表示形
式来拟合一个可解释的模型，这个模型只需要在局
部上实现对一个分类器很好的近似，从而可以可信
地解释任何分类器预测。在故障诊断模型中解释
的实现方式为：x作为一个特征样本，故障模型  f ( x )
代表其属于某故障类的概率，同时使用 Пx ( y ) 作为

样本 y到样本 x之间的一个接近性度量，以便定义样
本 x 周围其他样本的位置。然后采用保真函数

图3　故障诊断流程图

Fig.3　Flowchart of fault diagnosis
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L ( f，g，Πx )定义局部区域内的解释模型 g 近似  f 的
不可信程度［27］，其中  f 为原模型，Πx 为样本之间的

接近性度量。局部近似可解释性产生的局部解释
如下：

ξ ( x ) = argmin
g ∈G

L ( f，g，Πx )φ0 + Ω ( g ) （10）
式中： ξ ( x ) 为衡量 2 个模型之间差异的目标函数；

argmin表示函数取值最小时的自变量取值；G为可解

释模型集合；Ω ( g ) 为复杂性度量函数。

3 实验验证与分析

3.1　仿真和数据获取

通过 MATLAB／Simulink 构建光伏发电系统，

模型结构与图 A1所示结构相同，光伏阵列包括 4×7
（4块并联、7块串联）块光伏组件。并采用仿真来构

建光伏阵列故障集。其中，故障场景中光伏阵列温

度处于 20~35 ℃，光照强度在 200~1 000 W／m2内。

故障场景模拟总时间为 0.6 s，设置线对线、开路、硬

遮光故障发生在 0.2 s，且故障发生后故障一直存在

至仿真结束，对于暂时性遮光故障，则在仿真时间内

设置辐射度的波动变化和阴影的组件数量来进行模

拟，对这段时间内的数据进行采集，并计算 1.3节中

所述的故障特征。最终生成数据集包括多个特征与

一个类标签。不同运行状态对应不同标签，具体描

述见附录B表B2。
3.2　故障诊断结果与分析

实验过程中分别以 30 %、50 %、70 %、90 % 比例

的数据集作为训练集来验证 Stacking集成学习模型

的泛化性能，通过与各初级学习器的诊断结果进行

对比验证其准确性。各模型采用贝叶斯优化方法对

参数进行寻优，以准确率 Acc 和 F1 评分 F1 作为诊断

结果优良的评价指标，其表达式分别为：

Acc = NTP + NTN
NTP + NTN + NFP + NFN

× 100 % （11）
ì

í

î

ï
ïï
ï

ï
ïï
ï

F1 = 2 P re Re
P re + Re

P re = NTP
NTP + NFP

，  Re = NTP
NTP + NFN

（12）

式中：NTP 为预测本类正确样本数；NTN 为预测其他类

准确样本数；NFP 为错将其他类预测为本类样本数；

NFN 为错将本类预测为其他类样本数；P re 为查准率，

表示被分类器判定正例中实际为正样本的比重；Re
为召回率，表示预测准确的样本中实际为正的概率。

对比各算法在不同比例数据集实验中的性能表

现，不同算法诊断的评价指标 Acc 与 F1 如附录 B 表

B3 所示。所提算法诊断各运行状态的 F1 如图 4
所示。

由表B3可知，将30 % 数据集作为训练集的实验

中，Stacking集成算法的准确率仅略微低于 XGBoost
算法，低比例数据集中KNN、SVM算法表现一般，随

着训练集占比的增加，各算法准确率随之提升，但是

XGBoost 出现过拟合现象，准确率反而降低。而

Stacking 集成算法的准确率在不同比例数据集实验

中与各算法相比都较高，结果综合表明所提 Stacking
集成算法对不同规模的数据集诊断准确率较高，具

有很强的泛化性能。由图 4 可知，在不同类型运行

状态的诊断中，所提 Stacking 集成算法随着数据集

的增大，对于各类故障都有较高的准确率，因此证明

其能有效诊断不同类型的故障。综上所述，所提模

型对于不同类型的故障和不同大小的数据样本都有

较好的性能，证明了其优越性与泛化性。

3.3　诊断模型与结果的解释

首先从全局角度对所提光伏阵列故障诊断模型

进行解释，分析实际模型决策过程中故障特征对各

类别故障的贡献程度。本文使用 SHAP方法框架研

究特征的重要性，并了解 Stacking 集成故障诊断模

型如何依赖它们来判断光伏阵列故障类型，形成故

障特征与故障类别之间的直接映射。

如 2.4节所述，SHAP值显示了给定特征对判别

结果的影响程度。由于以 90 % 数据集作为训练集
的实验中模型具有很高的准确性，以此作为实验样

本解释所提模型在该实验中的测试集受特征影响的
实际情况。图 5 从不同角度展示了各特征（特征含
义见附录B表B1）对模型输出的影响。

图 5（a）为全局特征重要性图，展示的是各种特

征对故障诊断结果产生的全局性影响，全局重要性

被视为该特征在所有给定样本中的平均绝对值，其

清楚地表明特征中直流侧电压方差 VVar 的贡献最

大，其次是电流峰值系数 ICF、电压峰值系数 VCF 和输

出电流方差 IVar。图 5（b）为特征值及其对应的 SHAP
值，图中每一个散点为一个样本，散点颜色代表特征

值大小（越红表示特征值越大、越蓝表示特征值越

小）。以特征VVar 和 ICF 为例，可以观察到对诊断结果
有正面贡献时通常VVar 特征值较小，ICF 特征值较大。

图4　不同运行状态下的诊断结果

Fig.4　Diagnostic results of different operating states

􀀢􀀬



第 6 期 陈 泽，等：光伏阵列故障诊断的可解释性智能集成方法

从实际角度来进行分析，当电压方差较小时，意味着
时序电压波形较为平稳，电压方差较大时，波形动
荡，说明 ICF 越大代表电流波形振幅越大，电流波形
存在突变，反映了不同运行状态下电流电压变化
特点。

可以从上述分析中获得故障特征在模型决策过
程中的全局贡献程度，但在模型决策过程中，了解各
特征是如何影响模型的决策过程，并结合相应的电
气量变化趋势和物理原理进行分析，利于提升模型
结果的可信度和对结果的理解。结合 SHAP与局部
近似可解释性方法对模型的局部预测进行分析，并
对具体的故障样本进行分析，当模型诊断某故障样
本为运行状态 F11时，决策图如附录 C图 C1所示，局
部近似可解释性方法对故障输出的局部解释图见附
录C图C2。结合图C1与图C2可知模型在得到故障
诊断结果时各特征是如何影响其决策的，对模型做
出正确预测（即判别类别为 1）中贡献最大的特征为
VVar，其特征值较大为 1.99，意味着其电压值与其均

值之间的差异较大，出现了较大波动，与发生线对线
故障时电压时序特征相吻合。

上文分析了不同故障特征对各类别故障的贡献
程度和模型正确决策的过程，为了更加全面清晰地
了解模型的决策，对实验中模型错判样本也进行了
决策解释，以其中准确率最低的故障类型，将 F32误
判为 F31的样本为例，其决策过程如附录 C 图 C3 所
示。由图可知，模型将该样本判断为故障F31和故障
F32的概率分别为 0.58和 0.33，模型认为其相似性较
高，但更偏向于为硬物遮挡造成的遮光故障。在特
征贡献方面，特征 IRange、T、ICF等为模型作出判断提供
了正面贡献，从图 C3（b）模型决策解释中也可以发
现是这些特征导致模型作出差异化判断，而特征
VVar、ICF 则是使模型区分这 2 类和其他类的重要因
素。从实际情况分析，该样本环境因素中辐射度 IR
（-0.40）较低，温度 T 较高，光伏阵列输出电流和电
压显著降低，会减小波形的变化幅度，也使得温度对
模型的预测结果影响程度更大；ICF 较大符合遮光故
障的电流波形变化特性，而VVar、VRange较小，表明电压
波动性较低，更符合故障 F31的电压波形特征，因而
模型易做出上述的误判结果。

以上对所提 Stacking集成光伏故障诊断模型进
行了可解释性分析，获得了在该智能模型中各故障
特征对不同类别故障的贡献程度，澄清了模型的决
策过程，并联系实际情况下的电气量的变化趋势对
因果关系进行了分析，分析结果对增加“黑箱”模型
的透明度以及提高结果的可信度发挥了重要作用，
也为改善输入特征的选择和根据模型学习的内容对
其进行优化提供了有力依据。

4 结论

本文提出了一种基于 Stacking集成学习方法的
光伏阵列故障诊断方法，并对此提出了面向该模型
训练与决策的可解释性体系。通过实验验证了该模
型的泛化性、准确性和有效性，并从全局与局部角度
出发，建立了对完整系统的理解和对特定实例模型
如何决策的认知，可得出以下结论。

1）根据光伏阵列的输出电压、电流的时序波形，
基于统计分析提取了有效故障特征，保证了时效性
并极大地简化了数据的采集，节约了成本。

2）所提 Stacking集成模型相比于其他单模型在
不同比例数据集的实验中有很好的泛化性能，也能
准确诊断不同类型的故障。

3）基于 SHAP框架与局部近似可解释性方法对
Stacking集成模型进行解释，通过解释方法阐明了故
障特征对各类别故障的贡献程度，澄清了模型的决
策过程及各特征对模型输出的定量影响，表明了基
于数据驱动建立的特征与故障标签映射关系符合物

图5　特征对模型输出的定量影响

Fig.5　Quantitative influence of

features on model output
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理规律。从全局和局部角度帮助管理人员理解完整
的模型系统，提高了所提集成智能模型结果的可
信度。

本文所提方法对于其他会导致光伏阵列时序电
压、电流变化的故障，通过获取相应的数据与特征，
即可实现诊断。可解释性模型为结果提供了合理的
解释，后续将利用模型解释为故障特征选取、模型优
化所提供的方向进行适当调整。

附录见本刊网络版（http：∥www.epae.cn）。
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Interpretable intelligent integration method for photovoltaic array fault diagnosis
CHEN　Ze1，LIU　Wenze1，WANG　Kangde1，YU　Tao1，2，HUANG　Zhanhong1，2

（1. School of Electric Power，South China University of Technology，Guangzhou 510641，China；
2. Guangdong Provincial Key Laboratory of Intelligent Measurement and

Advanced Metering of Power Grid，Guangzhou 510641，China）
Abstract：Aiming at the problems of weak generalization and poor interpretability of existing intelligent 
methods in photovoltaic array fault detection and diagnosis，an interpretable intelligent integration method is 
proposed. The feature mining is performed on the collected output time-series of voltage and current wave‐
forms of the photovoltaic array，and multiple mature intelligent algorithms that have been applied to photo‐
voltaic fault diagnosis are used as different base learners and meta learners to construct a Stacking ensemble 
learning model that combines the advantages of different intelligent algorithms and is more generalized. Then，
taking the Shapley additive explanation method as the overall framework，combined with the local approxi‐
mate interpretable method，the model training process and results are explained and analyzed. By obtaining 
the contributions of each feature，analyzing the decision-making mechanism of the integrated model，and un‐
derstanding how to diagnose it，the reliability and credibility of the model are improved. The experimental 
results of case study show that the proposed interpretable intelligent integration method achieves high-preci‐
sion fault diagnosis in testing on datasets of different sizes. The interpretability results of the model indicate 
that the mapping of fault features and diagnostic results established by the intelligent integration model 
follows physical insights，enhancing the credibility and transparency of the intelligent method.
Key words：photovoltaic array；fault diagnosis；Stacking ensemble；interpretable intelligent method；Shapley addi‐
tive explanation method

􀀢􀀯



 

附录 A 

...

...

...

直流汇
流箱

MPPT

逆变器 电网

Y/ 

+

-

光伏组件内部结构

旁
路
二
极
管

F11 F2

F12

F32
GND1

F4

F31

 

图 A1  光伏发电系统结构 

Fig.A1  Structure of photovoltaic power generation system 
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图 A2  光伏组件等效电路模型 

Fig.A2  Equivalent circuit model of photovoltaic module 

附录 B 

表 B1  故障特征及描述 

Table B1  Fault characteristics and description 

特征编号 特征名称 特征含义描述 特征编号 特征名称 特征含义描述 

feature1
F  

PV mean
I


 阵列输出平均电流 

feature6
F  

Range
V  电压最大与最小值差 

feature2
F  DC meanV   直流侧平均电压 

feature7
F  C FI  电流峰值系数 

feature3
F  

Va r
I  输出电流方差 

feature8
F  CFV  电压峰值系数 

feature4
F  

Var
V  直流侧电压方差 

feature9
F  IR 辐射度 

feature5
F  

Range
I  电流最大与最小值差 

feature10
F  T 环境温度 



 

表 B2  故障数据集描述 

Table B2  Description of fault data set 

运行状态 标注 数据集数量 数据占比/% 标签 

正常 Normal 120 20.0 0 

线对线 1 F11 85 14.2 1 

线对线 2 F12 60 10.0 2 

开路 F2 100 16.7 3 

遮光 1 F31 135 22.5 4 

遮光 2 F32 100 16.7 5 

表 B3  各算法性能表现 

Table B3  Performance of each algorithm 

训练集数据占 

数据集比例/% 

1F /% ccA /% 

KNN SVM RF XGBoost Stacking KNN SVM RF XGBoost Stacking 

30 89.42 88.17 93.31 95.74 95.13 89.28 88.09 93.33 95.75 95.09 

50 92.47 91.90 95.69 96.03 96.03 92.33 91.76 95.66 96.11 96.11 

70 95.73 94.88 96.68 98.58 97.43 95.85 95.0 96.66 98.45 97.50 

90 98.33 97.16 96.5 98.25 98.31 98.33 97.16 96.67 98.33 98.33 

附录 C 

 

图 C1  模型决策图 

Fig.C1  Model decision diagram 

图 C1 中，中间灰色垂直直线标记了模型的基础值，红色线是预测结果类，线的轨迹表示左侧每个

特征对模型决策的影响，模型输出值为各类型的预测概率。 

 

图 C2  局部决策解释 

Fig.C2  Local decision interpretation 



 

图 C2 中，左侧代表原诊断模型对解释点的输出值，（NOT 1/1）为权重图，其左侧代表消极权重，

右侧为积极权重，右侧为模型特征值，为标准化处理后的结果。 

（a）模型决策力图

（b）模型决策解释
（c）模型局部决策分析

 

图 C3  错判样本的决策过程 

Fig.C3  Decision-making process of misjudging sample 

图 C3（a）模型决策力，图中 f（x）为模型输出值，base value 为基值，将预测推高的特征用红色表

示，将预测推低的特征用蓝色表示，箭头越长，特征对输出的影响越大；图 C3（b）中灰色线为模型输

出，蓝色线表示特征值对模型输出的作用；图 C3（c）中特征值为标准化值。 
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